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摘　要　针对日趋增长的心电图数据分析需求,提出了一种新的心电图分类算法.首先对原始数据进行截断固定长度、样本均

衡、求取信号的瞬时频率和光谱熵等预处理操作,数据经过预处理后模型能够更好地从其中提取特征进行学习;在训练过程中

采用两个双向 LSTM(BILSIM)网络堆叠组成的模型,堆叠式的双向 LSTM(BILSIM)模型是一种改进的循环神经网络模型,相

较于卷积神经网络,循环神经网络更加适合用来处理像心电图这样的序列数据.该模型在 Windows下的 MATLAB２０１８b上

进行训练和测试,CUDA版本为９．０,采用分类准确率作为衡量模型性能的指标在两个数据集上进行了测试,一个是２０１７年生

理信号挑战赛的数据(下文简称２０１７数据集),该模型在此数据集上最终分类准确率为９７．４％;另一个是２０１８年生理信号挑战

赛的数据(下文简称２０１８数据集),最终的分类准确率为７７．６％,并在所属的 MATLAB组获得了第三名的成绩.该算法与传

统 LSTM 网络的结果相比,在２０１７数据集上提升了５．６％的准确率,在２０１８数据集上提升了７．６％的准确率;与单层的双向

LSTM 网络的结果相比,在２０１７数据集上提升了４．２％的准确率,在２０１８数据集上提升了５．７％的准确率,这充分验证了该算

法的可行性和优势.
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Abstract　ForthegrowingdemandofECGdataanalysis,anewECGclassificationalgorithmisproposed．Firstly,theoriginaldata
aretruncatedbyfixedlength,sampleequilibriumisobtained,andthepreＧprocessingoperationssuchasinstantaneousfrequency
andspectralentropyofthesignalareobtained．Afterthedataispreprocessed,themodelcanbetterextractfeaturesfromthedata
forlearning．Intrainingprogress,atwoＧwayLSTMnetworkstackingmodelisadopted．ThestackedtwoＧwayLSTM modelisan
improvedcyclicneuralnetworkmodel．Comparedwithconvolutionalneuralnetworks,thecyclicneuralnetworkismoresuiＧtable
forprocessingsequencedatasuchaselectrocardiogram．TheexperimentisconductedusingMATLAB２０１８bunderWindowsfor
trainingandtesting．TheCUDAversionis９．０．Theclassificationaccuracyrateisusedasanindicatortomeasuretheperformance
ofthemodel．Themodelistestedontwodatasets,oneisthedataofthe２０１７PhysiologicalSignalChallenge(hereinafterreferred
toasthe２０１７dataset),thefinalclassificationaccuracyrateis９７．４％;theotheristhedataofthe２０１８PhysiologicalSignalChalＧ
lenge(hereinafterreferredtoasthe２０１８dataset),andthefinalclassificationaccuracyrateis７７．６％onthisdataset．TheMATＧ
LABgrouptowhichitbelongshasachievedthethirdplace．Thisalgorithmimprovestheaccuracyof５．６％inthe２０１７dataset
and７．６％inthe２０１８datasetcomparedtotheresultsofthetraditionalLSTMnetwork．ComparedtotheresultsofasingleＧlayer
bidirectionalLSTMnetwork,inthe２０１７dataset,theaccuracyrateimproves４．２％,andtheaccuracyrateimproves５．７％inthe
２０１８dataset,whichfullyverifiesthefeasibilityandadvantagesofthealgorithm．
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１　引言

心血管疾病被称为危害人类健康的头号杀手[１],心律失

常是心血管疾病中一类常见的疾病.心电图是一种重要的心

电信号监测方法[２],是专业医生进行辅助诊断和病理分析的

重要工具.一种可靠、准确、快速的心电图分类方法[３]可以极



大地减轻医生的工作负荷,具有较高的价值[４].本文提出了

一种基于堆叠式的双向 LSTM[５]模型来进行心电图自动分

类,在２０１７数据集上[６]对单导联心电图信号进行了二分类

(区分正常和心房颤动(AFib)的信号);在２０１８数据集上对

十二导联心电图信号进行了九分类[７].利用深度学习[８Ｇ９]模

型对心电图[１０]信号进行自动分类[１１]是一个较新的领域.

Lipton等[１２]提出了一种用于多标签分类任务的 LSTM 网

络,该网络可以从心电信号序列的所有时间点上提取特征.

Zihlmann等[１３]采用卷积递归神经网络(CRNN)架构进行心

电信号分类.Rajpurkar等[１４]采用序列到序列学习的方法来

进行训练,其中每个 ECG 信号被视为一段固定长度的短片

段,并且每个信号的标签被视为每个片段的标签;还采用了

ResNETＧ３４深度卷积网络架构.本文方 法 使 用 的 模 型 与

Lipton等提出的模型属于同一个体系,但是在网络结构上存

在几点不同,本文使用的 LSTM 网络为双向 LSTM 网络[１５],

且使用了堆叠式的深层结构[１６].

２　LSTM 网络

２．１　循环神经网络

循环神经网络(RNN)是通过神经元循环赋值存储信息

的神经网络,其中每个神经网络单元都会将信息传入下一个

单元[１７].

图１　循环神经网络结构

Fig．１　Cyclicneuralnetworkstructure

图１给出了一个典型的循环神经网络结构,循环神经网

络通常是用来处理序列数据的.循环神经网络指的是一个序

列当前的输出与之前的输出有关,具体的表现形式为网络会

对前面的信息进行记忆,将其保存在网络的内部状态中,并将

其应用于当前输出的计算中,即隐含层之间的节点不再无连

接而是有连接的,并且隐层的输入不仅包含输入层的输出还

包含上一时刻隐层的输出.理论上,循环神经网络能够处理

任何长度的序列数据,但是在实践中,对于长度超过１０００的

序列,预测结果非常糟糕.
循环神经网络在处理超长序列时遇到的最大难题是梯度

消失和梯度爆炸.针对这个问题,Hochreiter等提出了长短

期记忆网络(LSTM).

２．２　长短期记忆网络

长短期记忆网络是循环神经网络的改进版本.与标准

RNN相比,LSTM 结构在捕获长期依赖性方面要好得多.在

LSTM 中,隐藏层中的每个传统节点都被存储器单元替换.
存储器单元是LSTM 中最重要的结构,可以避免梯度消失和

梯度爆炸.LSTM 单元由存储器单元和它们包含的门单元共

同组成[１８].乘法输入门单元是用来防止无关输入可能带来

的负面影响.输入流经过输入门处理后进入存储器单元,存
储器的输出流通过输出门到其他 LSTM 单元.图２给出了

LSTM 存储器单元的内部结构.

图２　LSTM 存储器单元的内部结构

Fig．２　InternalstructureofLSTM memoryunit

存储块结构中的遗忘门由简单的单层神经网络控制.遗

忘门的激活函数如式(１)所示:

ft＝σ(w[xt,ht－１,ct－１＋bf) (１)

其中,xt 是输入序列,ht－１是前一个块的输出,ct－１是前一个存

储器单元,bf 是偏置矢量,w表示每个输入的单独权重向量,σ
是逻辑S形函数.如果激活输出包含接近０的值,遗忘门将

忘记之前输入的任务.输入门位于新存储器所在的部分,具
有tanh激活功能和记忆阻滞效应,这些功能的实现方式如

式(２)、式(３)所示:

it＝σ(w[xt,ht－１,ct－１]＋bi) (２)

Ct＝ft∗Ct－１＋it∗tanh(w[xt,ht－１,Ct－１]＋bc) (３)
从内存单元到网络其余部分的唯一输出来源于输出门,

输出的计算方法如式(４)、式(５)所示:

ot＝σ(w[xt,ht－１,Ct－１]＋bo) (４)

ht＝tanh(Ct)∗Ot (５)

２．３　堆叠式双向长短期记忆网络

双向LSTM 网络可以消除单向LSTM 网络的一些限制,
其可以看作是前向和后向两种不同的循环神经网络,这两个

网络通过同一个输出层输出信息,通过这种结构可以评估时

间范围内顺序输入的过去和未来的情况.
在自然语言处理[１９]、语音识别[２０]、序列分类[２１]、机器翻

译[２２]等很 多 领 域,BILSTM 的 效 果 都 超 过 了 传 统 的 单 向

LSTM.
深度神经网络在预测分类问题上的成功通常归因于网络

的深度.鉴于LSTM 对序列数据进行操作,这意味着加深网

络增加了提取输入信号特征的时间.目前堆叠式 BILSTM
是用于序列预测问题的较好模型.堆叠式 BILSTM 架构可

以定义为由多个 BILSTM 层组成的 BILSTM 模型.上面的

BILSTM 层提供序列输出,而不是单个值输出到下面的 BILＧ
STM 层.图３给出了一个堆叠式BILSTM 的模型.

图３　堆叠式BILSTM 模型

Fig．３　StackedBILSTM model
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３　数据集与方法

３．１　数据集

本文使用了两个数据集,分别为２０１７数据集和２０１８数

据集,２０１７数据集的训练集包含８５２８个单导联心电图记录,

持续时间为３０~６０s,每种类型的数量如表１所列,信号分为

４个类型:正常(N)、心房纤颤(AFib)、其他节奏和噪声记录.

对于２０１７数据集,本文只针对正常(N)和心房纤颤(AFib)进

行分类,因此舍弃掉其他节奏和噪声信号,剩下的训练集数量

为５７８８个心电图记录,测试集包含３６５８个相似长度的心电

图记录.心电图记录采样频率为３００Hz,它们还在 AliveCor
设备上进行了带通滤波.２０１８数据集的训练集包含 ６８７７
(女性３１７８名,男性３６９９名)个人的十二导联心电图记录,持

续时间为６~６０s,每种类型数量如表２所列,测试集包含

２９５４个长度相同的心电图记录,对公众未公开.心电图记录

采样频率为５００Hz.

表１　２０１７生理信号挑战赛数据集分布

Table１　２０１７Physiologicalsignalchallengedatasetdistribution

类型 记录数量

正常(Normal) ５０５０
心房纤颤(AF) ７３８

表２　２０１８生理信号挑战赛数据集分布

Table２　２０１８Physiologicalsignalchallengedatasetdistribution

类型 记录数量

正常(Normal) ９１８
心房纤颤(AF) １０９８

一级房室传导阻滞(IＧAVB) ７０４
左束支传导阻滞(LBBB) ２０７
右束支传导阻滞(RBBB) １６９５
早发性心房收缩(PAC) ５５６

室性早搏(PVC) ６７２

ST段压低(STD) ８２５

ST段升高(STE) ２０２

３．２　数据的预处理

２０１７数据集中的ECG记录持续时间为３０~６０s,平均持

续时间为４５s;２０１８数据集中的ECG记录持续时间为６~６０s,

平均持续时间为１６s.这两个数据集的数据都是在高采样率

(３００/５００Hz)下收集的,都存在着很长的序列(最长的序列长

度达到５万以上),而 LSTM 的适宜范围大概为５００~１０００
的序列长度,原封不动地输入数据会导致训练时间大大增长.

另外,尝试在很长的序列中进行反向传播可能会导致梯度消

失,从而削弱模型的可靠性,降低准确率,因此需要对数据进

行一些预处理.本文方法对数据集中的序列长度进行了统

计:２０１７数据集的序列长度大多集中在９０００左右,统计结果

如图４所示;２０１８数据集的序列长度大多数集中在５０００左

右,统计结果如图５所示.本文算法将信号序列统一截断至

数据集中最多的序列长度,同时,如果序列足够长则将其分成

尽可能多的子序列,如在２０１７数据集中,长度为１８２００的序

列可以分成两个长度为９０００的子序列,长度不足９０００的序

列则舍去.此外,在两个数据集中都存在着样本不均衡的问

题.为了避免这种情况,本文算法通过复制数量少的类型,使

所有类型数据的数量尽可能地接近.由于过采样可能导致过

拟合和数据冗余,本文算法在复制数据的同时,还对数据进行

了一些变换,如调换序列前后的顺序等,然后将所有数据按

９∶１的比例随机分为训练集和测试集.从数据中提取特征有

助于提高分类器的训练和测试精度,使用短时傅里叶变换在

时间窗口中计算频谱图[２３],时间频率矩可以从时频图像中提

取信息,每个时刻都可以作为一维特征输入 LSTM,同时基

于信号的功率谱图计算瞬时频率和光谱熵[２４].将基于功率

谱图得到的瞬时频率和光谱熵分别作为一维特征,然后将提

取到的瞬时频率和光谱熵进行连接,这样每个导联的数据单

元具有了两维特征.由于瞬时频率和光谱熵的数值几乎相差

一个数量级,此外瞬时频率可能存在均值大高的问题,因此这

可能导致LSTM 网络无法进行有效的学习.当网络适合具

有较大平均值和大范围值的数据时,大输入可能会减慢网络

的学习和收敛速度.本文采用使用训练集平均值和标准差来

标准化训练集和测试集的方法来解决这两个问题.

图４　２０１７数据集序列长度统计

Fig．４　２０１７datasetsequencelengthstatistics

图５　２０１８数据集序列长度统计

Fig．５　２０１８datasetsequencelengthstatistics

标准化,即z评分,是在训练中提高网络性能的一种流行

方式,通过求取数据平均值和标准差来标准化训练集和测试

集,具体算法如式(６)所示:

x∗ ＝x－x
－

δ
(６)

其中,x
－
为数据的均值,δ为数据的标准差.

３．３　模型结构

本文算法使用的模型是基于堆叠式的双向 LSTM 网络

构建的,因为在两个数据集上进行的分类任务有所不同,所以

本文算法针对不同的任务设计了不同的模型.数据经过预处

理后,２０１７数据集的数据转换为了２维向量序列,２０１８数据

集的数据转换为了２４维向量序列,因此模型的序列输入层的

输入大小分为２和２４.在序列输入层后是两个双向 LSTM
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单元,单向的 LSTM 是根据前面的信息推出后面的信息[２５],

但有时只看前面的信息是不够的,有些预测可能需要由前面

的若干输入和后面的若干输入共同决定,这样预测结果会更

加准确[１１].双向 LSTM 网络的隐藏层要保存两个值,即 A
和A′,A 参与正向计算,A′参与反向计算.最终的输出值y
取决于A 和A′.双向 LSTM 中每个 LSTM 单元对的一部

分处理输入序列的一半,对于普通 LSTM 来说,双向 LSTM
在每个LSTM 单元对上减少了一半的数据量,大大减轻了每

个单元的负担.每个双向LSTM 单元由前向和后向流组成,

并且在每个时间步骤中组合两个流的输出,然后将最后一步

前向和后向流的输出连接起来并馈送到分类层.同时,为了

防止过拟合,在每个双向LSTM 单元后加入了 Dropout层[２６]

(丢弃概率为２０％),分类层使用Softmax激活函数来获得最

终的２/９维输出.模型结构及参数分别如图６、图７所示.

图６　在２０１７数据集上使用的模型结构

Fig．６　Modelstructureusedon２０１７dataset

图７　在２０１８数据集上使用的模型结构

Fig．７　Modelstructureusedon２０１８dataset

３．４　训练参数设置

本文在训练时使用了 Adam[２７]求解器.与 Sgdm 求解的

默认 随 机 梯 度 下 降 相 比,LSTM 这 样 的 递 归 神 经 网 络

(RNN)在训练时使用 Adam 求解器的效果更好.使用 He

初始化方案[２８]初始化权重,初始学习率设置为０．０１,MiniＧ

BatchSize设置为１５０,MaxEpochs设置为１００.

４　实验结果与讨论

４．１　训练

为了训练网络模型,按９∶１的比例将数据集划分为训练

集和验证集.按照２．２节的方法,通过复制的手段进行数据

增强,使所有类别样本数量尽可能相近,在２０１７数据集上使

用８８７６个数据(正常４４３８个,心房纤颤４４３８个)进行训练,

将剩下的９８０个数据(正常４８０个,心房纤颤４８０个)作为测

试集.在２０１８数据集上使用６１９０个数据进行训练,由于异

常种类较多,因此未采取复制的手段进行数据增强.本文算

法采取在评价指标中通过计算类频率加权平均值来判断模型

的训练效果.此外,对于２０１８数据集,本文算法先将十二导

联的心电图数据拆分成１２个单导联的数据,经过截断处理后

共有１０１１３６个数据,将剩下的１１２３２个数据作为测试集,每

个子数据的标签继承父数据的标签.将数据求取瞬时频率和

光谱熵进行标准化后,将处理后的子序列重新合并成十二导

联数据(共２４维),此时用于训练的数据为８４２８个,剩下的

９３６个数据 作 为 测 试 集.实 验 发 现,对 于 十 二 导 联 心 电

图,LSTM 网络需要结合全部维度的特征才能获得好的训

练效果.

４．２　验证集上的结果

用训练好的网络对验证集进行预测,同时为了证明堆叠

式双向LSTM 网络的优势,本文算法按照３．１节的训练方法

来训练堆叠式LSTM 和单层的双向LSTM 网络以进行测试,

三者在验证集得到的结果证明了堆叠式双向 LSTM 相比未

改进版本的LSTM 模型的优势.

４．３　结果和分析

４．３．１　评价指标

本文通过计算每个类别的 F１ 和总体的 F１ 得分,在验证

集上评估模型的性能.每个类别 F１ 的计算方式如式(７)

所示:

F１i＝ ２∗Nii

∑
９

j＝１
(Nij＋Nji)

(７)

如表３所列,Nij代表第i类在验证集上被分为类别j.

本文采用两种不同的方式来计算总体的 F１ 得分.第一种是

采用每个类别F１ 的均值,如式(８)、式(９)所示:

F１＝
∑
２

i＝１
F１i

２
(８)

F１＝
∑
９

i＝１
F１i

９
(９)
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表３　变量的命名规则

Table３　Namingrulesforvariables

预测

Normal AF IＧAVBLBBB RBBB PAC PVC STD STE

标

签

Normal N１１ N１２ N１３ N１４ N１５ N１６ N１７ N１８ N１９

AF N２１ N２２ N２３ N２４ N２５ N２６ N２７ N２８ N２９

IＧAVB N３１ N３２ N３３ N３４ N３５ N３６ N３７ N３８ N３９

LBBB N４１ N４２ N４３ N４４ N４５ N４６ N４７ N４８ N４９

RBBB N５１ N５２ N５３ N５４ N５５ N５６ N５７ N５８ N５９

PAC N６１ N６２ N６３ N６４ N６５ N６６ N６７ N６８ N６９

PVC N７１ N７２ N７３ N７４ N７５ N７６ N７７ N７８ N７９

STD N８１ N８２ N８３ N８４ N８５ N８６ N８７ N８８ N８９

STE N９１ N９２ N９３ N９４ N９５ N９６ N９７ N９８ N９９

由于２０１８数据集未进行样本不均衡的处理,通过计算类

加权平均值得到总体的F１ 得分,如式(１０)所示:

F１＝Ni

N ∗F１i (１０)

其中,N 是验证集的总数,Ni 表示验证集中第i类的数目.

４．３．２　实验结果

表４列出了模型在２０１７数据集和２０１８数据集上得到的

F１ 分数.可以看出,在２０１７数据集上,模型对于心房纤颤的

分类效果略好于正常的分类.在２０１８数据集上,模型同样对

心房纤颤的分类效果最好,在ST段压低(STD)上表现最差.

表４　模型在２０１７数据集和２０１８数据集上每种类型的F１ 得分

Table４　ModelforeachtypeofF１scoreon２０１７and２０１８datasets

类型
２０１７数据集

F１ 得分
２０１８数据集

F１ 得分

正常 (Normal) ０．９７３ ０．８０９
心房纤颤 (AF) ０．９７５ ０．８５５

一级房室传导阻滞(IＧAVB) / ０．７４１
左束支传导阻滞 (LBBB) / ０．７６７
右束支传导阻滞 (RBBB) / ０．７６８
早发性心房收缩 (PAC) / ０．７５８

室性早搏 (PVC) / ０．７５１
ST段压低 (STD) / ０．７３７
ST段升高 (STE) / ０．７３９

表５列出了在两个数据集上使用两种评估体系得到总体

的F１ 得分.从加权F１ 得分可以看出,模型对每种类型心电

图的判别能力并未有很大的偏差.

表５　模型在２０１７数据集和２０１８数据集上的F１ 总得分

Table５　ModelF１totalscoreon２０１７and２０１８datasets

均值F１ 得分 加权F１ 得分

２０１７数据集 ０．９７４ ０．９７４
２０１８数据集 ０．７６９ ０．７７７

将本文模型与堆叠式 LSTM 模型和单层双向 LSTM 模

型进行对比实验.从表６可以看出,本文算法使用的堆叠式

双向LSTM 模型在性能上优于堆叠式 LSTM 模型和单层双

向LSTM 模型.与传统LSTM 网络的结果相比,本文模型在

２０１７数据集上准确率提升了５．６％,在２０１８数据集上准确率

提升了７．６％;与单层的双向LSTM 网络的结果相比,本文模

型在２０１７数据集上准确率提升了４．２％,在２０１８数据集上准

确率提升了５．７％,这充分验证了本文算法的可行性和优势.

表６　３种网络在两个数据集上的加权F１得分

Table６　WeightedF１scoresforthreenetworksontwodatasets

堆叠式

LSTM
单层的双向

LSTM
堆叠式双向

LSTM
２０１７数据集加权F１ 得分 ０．９１８ ０．９３２ ０．９７４
２０１８数据集加权F１ 得分 ０．７０１ ０．７２０ ０．７７７

　　为了更好地评估模型的性能,本文还引入了混淆矩阵对

模型性能进行评估[２９].混淆矩阵的每一列代表着测试数据

集中数据样本的真实类型,每一列的总和是该类型数据样本

的真实数量;混淆矩阵的每一行代表着测试数据集中数据样

本的预测结果,每一行的总和是该类型数据样本的预测数量.

图８和图９给出了模型在两个数据集上得到的混淆矩阵,其

中绿色表格代表着正确分类的样本,红色表格代表着错误分

类的样本.九种心电图类型的英文缩写分别为正常Ｇ１,AFＧ２,

IAVBＧ３,LBBBＧ４,RBBBＧ５,PACＧ６,PVCＧ７,STDＧ８,STEＧ９.从

图８所示的混淆矩阵的第一列可以看出,所有标签为心房纤

颤的数据均得到了正确的识别,这表明本文模型对于心房纤

颤类数据的特征学习的效果较好;第二列上５．１％的正常信

号被错分为心房纤颤,可以看到有部分标签为正常的信号具

有与异常信号相似的特征,这就对 LSTM 网络造成了一定的

干扰,迫使模型做出了错误的预测.

图８　２０１７生理信号挑战赛数据集结果的混淆矩阵(电子版为彩色)

Fig．８　Resultson２０１７physiopathchallengedataset

图９　２０１８生理信号挑战赛数据集结果的混淆矩阵(电子版为彩色)

Fig．９　Resultson２０１８PhysiopathChallengeDataset

在２０１８数据集上同样存在这样的情况,如图１０、图１１
所示.因为模型在２０１７数据集上表现较好,下面对２０１８
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数据集的几个例子进行分析,可以看出,由于存在噪声(如

A５９０６)或 类 似 于 病 理 的 图 案 (用 黑 色 矩 形 标 记 ),

这些信号被错误地预测.

图１０　预测为异常的正常ECG信号的一些示例１

Fig．１０　SomeexamplesofnormalECGsignalspredictedtobe

abnormal１

图１１　预测为异常的正常ECG信号的一些示例２

Fig．１１　SomeexamplesofnormalECGsignalspredictedtobe

abnormal２
图１２所示的示例中 A３６２１的 QRS复合波类似于正常

ECG;而 A５０８５的信号表现出了与 AF相似的 RR间期变化.

图１２　错误分类的LBBB信号示例

Fig．１２　ExampleofmisclassifiedLBBBsignal

本文模型对类型为ST段异常的心电图记录检测表现不

佳.尽管有明确的病理学视觉证据,但很多属于STD和STE

这两个类别的心电图记录被误分类为正常.部分例子如

图１３、图１４所示.

图１３　分类为正常的STD异常的例子１

Fig．１３　Example１classifiedasanormalSTDanomaly

图１４　分类为正常的STE异常的例子

Fig．１４　ExampleofnormalSTEexception

结束语　本文算法基于堆叠式的双向 LSTM 创建了一

个模型,用于检测单导联和多导联心电信号中的异常.该模

型在２０１７数据集的验证集上的均值 F１ 得分为０．９７４,在

２０１８数据集的验证集上的均值F１ 得分为０．７６９,加权 F１得

分为０．７７７.由该模型在２０１７数据集上得到的结果可知,对

于单导联信号的二分类问题,该模型已经表现得足够优秀.

而在２０１８数据集上,模型还有一定的提升空间,对于 ST 段

异常的判断不够准确,但每类之间的总体准确率相差不大.

未来的工作重点是数据的预处理,因为直接对数据进行过采

样可能会带来数据冗余,所以考虑使用权重平衡法代替过采

样来处理数据不平衡的问题,即增加稀缺类别样本计算损失

时的权重,其次可能在网络结构上堆叠更深的双向LSTM,或

者将序列通过预处理转换为图像的形式,用卷积神经网络进

行分类.
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