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摘　要　针对提取图表征用于图分类过程中的结构信息提取过程的问题,提出了一种图卷积神经网络与胶囊网络融合的图分

类模型.首先,利用图卷积神经网络处理图中的节点信息,迭代以后得到节点表征,表征中蕴含着该节点的子树结构信息;然

后,利用 WeisfeilerＧLehman图核算法的思想对节点表征的多维度进行排序,得到多视角的图表征;最后,将多视角的图表征整

理成胶囊的形式并输入胶囊网络,使用动态路由算法得到更高层次的分类胶囊,进而进行分类.实验结果表明,所提模型在公

共数据集上的分类准确度提升了１％~３％,同时具备更强的结构特征提取能力,在少样本情况下的表现比 DGCNN更加稳定.
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Abstract　Aimingattheproblemsofstructureinformationextractionwhentheextractedgraphrepresentationisusedforgraph

classification,agraphclassificationmodelbasedonthefusionofgraphconvolutionalneuralnetworkandcapsulenetworkisproＧ

posed．Firstly,thenodeinformationinthegraphisprocessedbytheconvolutionalneuralnetwork,andthenoderepresentationis

obtainedafteriteration．ThesubＧtreestructureinformationofthenodeiscontainedintherepresentation．Then,byusingtheidea

ofWeisfeilerＧLehmanalgorithm,themultiＧdimensionalrepresentationsofnodesaresortedtoobtainmultiＧviewrepresentationsof

thegraph．Finally,themultiＧviewgraphrepresentationsareconvertedintocapsulesandinputintothecapsulenetworktoobtaina

higherlevelofclassificationcapsulebydynamicroutingalgorithm,thenproceedtoclassification．Theexperimentalresultsshow

thattheclassificationaccuracyoftheproposedmodelisimprovedby１％~３％onthepublicdataset,andithasstrongerstructuＧ

ralfeatureextractionability．ComparedwithDGCNN,itsperformanceismorestableinthecaseoflesssamples．

Keywords　Graphclassification,Graphrepresentation,Graphconvolutionalneuralnetwork,Capsulenetwork,WeisfeilerＧLehman

graphkernelalgorithm

　

１　引言

自然界中的众多数据都可以用图的形式表示,例如化学

分子结构、社交网络、城市计算、知识图谱等.随着科技和社

会的发展,各个领域的数据量呈指数级增长.图对于复杂系

统的强表现力,使之成为众多领域问题建模的优先选择.图

的分类一直是图处理领域的一个研究热点,对图进行分类在

不同的领域有不同的意义.例如,在化学领域,图的分类代表

着对分子结构和功能的辨别;在社交网络领域,图的分类代表

着对用户类别的划分,或者对社区类别的划分等.

深度学习神经网络端到端的学习模式,可以让网络自行

学习出数据的隐含规则.卷积神经网络(ConvolutionalNeuＧ
ralNetworks,CNN)和递归循环神经网络(RecursiveNeural
Network,RNN)是两种经典的深度学习神经网络,但它们都

无法直接应用于图分类.

图神经网络将深度学习神经网络应用到图的处理过程

中.文献[１]首次提出了图神经网络,基于消息传播机制与递

归循环神经网络学习图中节点的表征与边的表征.文献[２]

提出了图卷积神经网络,通过矩阵分解将卷积的概念移植到

图领域,实现了在图上的卷积.文献[３]和文献[４]依次对图



卷积神经网络的计算复杂度进行了优化,使图卷积神经网络

可真正应用于实际.这些研究仅限于图中局部特征的提取,

但对于图分类任务,图的全局特征的提取是必须的.文献

[５Ｇ６]在图神经网络的基础之上应用了卷积神经网络,并进一

步对图神经网络提取到的局部特征进行提取,得到图的表征,

其中蕴含着图的全局结构信息;然后利用图表征来完成对图

的分类.文献[７]提出的 DGCNN在文献[６]的基础上结合了

WeisfeilerＧLehman图核算法,在保证卷积效果的同时有效地

降低了计算量.文献[８]指出卷积神经网络中的卷积层与池

化层不仅在特征提取中存在信息丢失的问题,而且不关注数

据之间的位置关联性,因此提出了胶囊网络.胶囊网络利用

向量形式的胶囊代替标量形式的神经元,利用动态路由算法

代替卷积与池化,弥补了卷积神经网络中存在的缺陷.

基于以上研究,本文利用图卷积神经网络计算复杂度低

和胶囊网络特征提取能力强的优点,引入 WeisfeilerＧLehman
图核算法中针对图结构设计的顺序性,提出了一种新的图分

类模型———深度图卷积胶囊网络(CapsuleDeepGraphConvＧ

olutionalNeuralNetwork,CDGCNN).该模型由 ３ 部分组

成:图卷积层、ChannelSortPooling层和胶囊层.图卷积层利

用图卷积神经网络由节点特征提取得到节点表征;ChannelＧ

SortPooling层通过对节点表征排序得到多视角的图表征;胶

囊层将多视角的图表征转换成胶囊的形式,通过动态路由得

到更高级的分类胶囊后进行分类.本文的贡献主要包括以下

两个部分:

１)借鉴 WelfeilerＧLehman图核算法对节点表征排序的思

想,设计了 ChannelSortPooling层对节点表征进行多维度排

序,将排序结果作为多视图的图表征,丰富了图表征信息,并

筛选出蕴含信息量更高的特征值.

２)迎合了胶囊网络中胶囊的定义,将多视角的图表征转

换成胶囊形式,引入了特征提取能力更强的胶囊网络,使最终

的图表征结果更加准确.

实验结果表明,与 DGCNN相比,本文方法将公共数据集

上的分类精度提升了１％~３％;而在大型数据集上,CDGCＧ

NN在训练样本数量减少的情况下表现得更加稳定.

本文第２节介绍图表征网络、图分类、胶囊网络的相关工

作;第３节阐述CDGCNN的总体框架;第４节介绍CDGCNN
在公共数据集上的实验及结果;最后对本文工作进行总结和

展望.

２　相关工作

图分类算法的研究主要分为基于图核函数的方法和基于

图表征的方法.基于图核函数的方法通常是提取出图的结构

信息,将其映射到高维空间进行线性分类.图核函数类算法

存在计算量过高的缺陷,并且提取图结构信息的模型通常是

固定的,不具有可学习性.基于图表征的方法则是通过建立

机器学习机制将图映射到低维矢量空间,进而进行分类.这

类算法的关键在于机器学习模型的设计.

图核[９]是利用支持向量机对图进行分类,即通过人为设

计不同的规则来提取图的结构信息,然后利用支持向量机将

这些结构信息映射到高维空间进行线性分类.关于图核,最

早的工作是文献[１０]提出的卷积核.卷积核将图分解成各种

子结构,然后通过度量图之间子结构的相似性来判断图的相

似性.目前,图核主要分为两类:１)基于路径的图核,其通过

分析图上的游走路径来提取特征,如文献[１０]提出的随机游

走核;２)基于子图结构的图核,其大致沿袭了文献[１０]的卷积

核的思路,主要区别在于图分解的方法不一样,如文献[１３]提

出的 WeisfeilerＧLehman图核.图核在图分类方面的精度表

现优异,但计算复杂度普遍很高,计算代价较大,并且模型不

具有可学习性.

利用图表征进行图分类是图表征任务的扩展,图表征是

将图映射到一个低维空间.文献[６Ｇ７]都是利用 CNN来得到

图的表征.文献[１４]选用了一种可微的聚类方法,对节点表

征进行聚类得到更高层的图表征.文献[１５]利用图上的游走

序列得到图表征,使用注意力机制和强化学习来获取最有价

值的游走序列.在得到图表征之后,图分类问题即转化为图

表征的类别计算问题.

胶囊网络由文献[８]首次提出.胶囊网络将 CNN 的标

量输入/输出替换成了向量的输入/输出,即每个特征的表现

形式由标量转变成了向量.胶囊网络使用squashing函数以

及动态路由算法进行特征提取,克服了卷积层与池化层带来

的信息丢失问题.文献[１６]首次将胶囊的概念应用到图神经

网络中,取得了良好的效果.

文献[１６]设计了胶囊形式的节点表征输入,以表征更多

的信息;而本文将得到的多视角图表征转换成胶囊的形式,利

用胶囊网络来提取更高级的特征.文献[１６]和本文都利用了

胶囊网络,但操作方式不同.

当前工作无论是基于图核还是基于图表征,最终用于图

分类的信息不外乎两种:图中节点的信息和图的结构信息.

图的结构信息更难获取,因为图中节点的数量不固定,无向图

的节点之间无顺序、无规律,如何提取图的结构信息是图表征

相关工作的难点.文献[６]利用额外的归一化工具为节点排

序,以此表征图的拓扑结构,但增加了计算代价且失去了神经

网络端到端的特性.文献[７]引入了 WeisfeilerＧLehman图

核算法[１３]对节点表征进行排序,但节点表征难以收敛,排

序序列不稳定.本文设计了 ChannelSortPooling层来保证

排序序列的稳定性,并融合胶囊网络,从排序序列中提取

图表征.

３　深度图卷积胶囊网络

针对提取图表征用于图分类过程中的结构信息提取过程

的问题,通过借鉴 WeisfeilerＧLehman图核算法对节点表征排

序的思想以及具备更强特征提取能力的胶囊网络,设计了

CDGCNN.CDGCNN主要分为３部分:１)图卷积层,提取基

于邻域聚合信息的节点表征;２)ChannelSortPooling层,对节

点表征每一维度的特征值进行排序,得到了多视角的图表征;

３)胶囊网络层,结合胶囊的概念,将 ChannelSortPooling层得

到的多视角图表征转换成初级胶囊,然后经过动态路由算法

得到高级胶囊,再重复动态路由得到更高级的图分类胶囊胶

囊,最终得到分类结果.模型框架如图１所示.

０２２ ComputerScience 计算机科学 Vol．４７,No．９,Sep．２０２０



图１　CDGCNN模型框架

Fig．１　CDGCNNmodelframework

３．１　问题模型

首先,建立图分类问题模型:

f(A,D,X)→G∈R１∗m (１)

其中,A 表示图邻接矩阵,本文处理的对象为无向图,因此A
是对称矩阵并且对角线元素为０;D 是关于图的度矩阵;G 是

最终得到的分类结果,用oneＧhot形式表示;m 为数据集中图

的总类别数,n为图节点数目,c为节点维度,节点信息矩阵表

示为X∈Rn×c,第i行代表i节点的特征向量,第j列代表第j
个特征维度.节点的特征向量表示节点标签及其他属性信

息,通常以oneＧhot形式表示.对于没有节点标签或者节点

属性的图,选用节点的度作为特征输入.定义Xi表示节点信

息矩阵的第i行,Xij表示节点信息矩阵中第i行第j列的元

素.对于一个节点v,定义 N(v)为它的邻点集合.

３．２　图卷积层

给定邻接矩阵A和节点信息矩阵X,图卷积层的定义如

式(２)所示:

Z＝f(D
~ －１A

~
XW) (２)

其中,A
~
＝A＋I,是邻接矩阵与单位矩阵相加的结果;D

~
是关于

图的度矩阵,Dii＝∑
j
A
~
ij;W∈Rc∗c′是可训练的权重矩阵;f代

表激活函数,如 RELU 和sigmoid等,本文选用 Tanh作为激

活函数;Z∈Rn∗c′是经过激活函数之后输出的节点信息矩阵,

代表经过图卷积层后更新的节点表征.图卷积层可分为４步

进行操作:首先,对节点信息矩阵进行线性变换,即Y１＝XW,

将节点信息表征从c维变换到c′维;然后进行消 息 传 播,

即Y２＝A
~
Y１,将邻居信息传播至节点,同时保留节点自身信

息;接着针对不同节点邻点数目不一致的问题,对消息传播后

得到的节点矢量进行规范化,即Y３＝D
~ －１Y２;最后将Y３输入激

活函数得到最终的卷积结果Z.

３．３　ChannelSortPooling层

ChannelSortPooling层的作用是完成对节点信息的筛选,

获得多视角的图表征.利用节点的排序序列来表示图的拓扑

结构是基于 WeisfeilerＧLehman图核算法[１３]的结论.WeisＧ

feilerＧLehman图核设计了为图中每种子树结构分配唯一标签

值的算法.假设节点v的标签序列为S(v),其由v的标签与

v的邻点们N(v)组成,WeisfeilerＧLehman图核根据S(v)更

新节点v的标签,直至所有节点的标签值收敛.因此,S(v)实

质上代表该节点的子树结构.最终,所有节点根据标签值排

序,得到序列S(G),该序列唯一表征整个图的拓扑结构.

图卷积层得到的节点信息表征Z是消息传播的结果,传

播过程中每个邻点N(v)对其节点v的贡献是一样的,这就意

味着图卷积层得到的节点信息表征结果Z 更多地倾向于表

征各个节点的子树结构,与 WeisfeilerＧLehman图核算法中

S(v)的作用类似,因此节点表征的排序序列与S(G)一样携

带着图结构信息[７].DGCNN 依据 WeisfeilerＧLehman图核

算法提出了SoftWL(SoftWeisfeilerＧLehman)概念,将图卷积

层最后一层得到的节点表征的维度设置为一维并对这些节点

表征进行排序,以此排序序列重新调整节点表征矩阵,然后将

得到的新的节点表征矩阵输入 CNN 中提取图表征.但 WeＧ

isfeilerＧLehman图核算法有效的前提是,节点标签(表征)在

经过多层迭代之后趋于收敛.文献[１８]总结了图卷积神经网

络的优缺点,其缺点之一就是得到的节点表征难以收敛.因

此,在 DGCNN的训练过程中,节点的排序序列实质上是不断

变化的.尽管 DGCNN 提出了SoftWL的概念,但序列的不

唯一性会影响其携带的图结构信息的准确性,即 DGCNN 所

得的节点序列并不能保证唯一地代表图的拓扑结构.ChanＧ

nelSortPooling层对Z的每个维度进行排序,每个维度得到的

排序序列都可以代表图拓扑结构的一个视图,最终得到多视

图的图表征,以多视图保证图表征所代表的图结构具有唯一

性.ChannelSortPooling 层 与 SortPooling 层 的 对 比 如 图 ２
所示.

(a)ChannelSortPooling层

(b)SortPooling层

图２　ChannelSortPooling层与SortPooling层的对比

Fig．２　ComparisonofChannelSortPoolinglayerandSortPoolinglayer

１２２刘海潮,等:基于深度图卷积胶囊网络的图分类模型



ChannelSortPooling 层 与 LGCN(Largescalelearnable

graphconvolutionalnetworks)[１７]的操作方式类似,都是对节

点信息表征的每个特征维度进行排序,然后提取更高层的表

征,但本文进行多维度排序的意义更丰富,理论基础更扎实.

ChannelSortPooling层的排序不仅能够筛选出信息量更高的

特征,还能够得到多视角的图表征,迎合了胶囊网络中胶囊的

定义.ChannelSortPooling层排序的理论基础则是 WeisfeiＧ
lerＧLehman图核算法中为图结构设计的顺序性,而 LGCN 并

未涉及排序的理论基础.

３．４　胶囊层

胶囊层的工作是将 ChannelSortPooling层得到的胶囊输

入胶囊网络,通过动态路由算法得到更高级的胶囊.胶囊网

络通过将不同特征图中相同位置的标量特征值拼接,得到向

量形式的胶囊.胶囊网络中胶囊的组成如图３所示.

图３　胶囊网络中胶囊组成的形式

Fig．３　Formofcapsuleincapsulenetwork

从图３可以看出,标准的胶囊网络是将处在同一位置的

不同特征图的特征值拼接后作为胶囊,是某个特征在不同方

面表现的集合.例如,将图像处理中出现的 RGB通道转换成

胶囊的形式之后,每个胶囊都包含 R,G,B通道的像素值.

节点信息表征Z在经过 CSortPolling层后可得到Sorted
(Z),其代表不同视角的图表征,那么这些不同视角的图表征

自然可被看作图表征的多个特征图,进而可以转换成胶囊的

形式,即Sorted(Z)∈Rn∗c→Hi∈R１∗c(i＝１,２,,n)如图４
所示.

图４　图表征转换成胶囊形式

Fig．４　Graphrepresentationconvertedintocapsuleform

动态路由算法[８]的过程如图５所示.

图５　动态路由算法

Fig．５　Dynamicroutingalgorithm

将图表征转换成胶囊的形式后,可以将胶囊输入到胶囊

网络.胶囊网络利用动态路由算法从低级胶囊中提取特征,

然后按计算权重合成高级胶囊.

图５中,Hi(i＝１,２,,nh)表示低级胶囊,Ci(i＝１,２,,

nc)表示高级胶囊,nh和nc分别是低级胶囊的数量和高级胶囊

的数量,w和c表示权重参数,Wij表示待学习的矩阵,Wij＝Hi

wj.w用于低级胶囊的线性变换,c用于表示低级胶囊线性变

换之后对高级胶囊的贡献,即Ci＝∑
nh

j＝１
cijWij,并且∑

nh

j＝１
cij＝１.进

行动态路由算法后得到的最后一层胶囊Ci(i＝１,２,,nc)即

为最终的分类结果,第i个胶囊Ci的模长代表图属于第i类的

概率.

３．５　损失函数

胶囊网络使用边缘损失函数来计算模型的损失.边缘损

失函数如式(３)所示:

Loss＝∑
k
{Tkmax(０,m＋ －‖ck‖)２＋λ(１－Tk)

max(０,‖ck‖－m－ )２} (３)

其中,m＋ ＝０．９,m－ ＝０．１;如果该图属于第k类则Tk＝１,否

则Tk＝０;‖ck‖表示这个图属于第k类的概率;λ用于抑制在

多分类初始学习过程中分类损失过大的问题,一般设置为１.

４　实验及结果分析

４．１　数据集

DGCNN方法是本文实验的基准模型,所以实验设置中

我们采用了与文献[７]相同的公共数据集:MUTAG,PTC,

PROTEINS,IMDBＧB,IMDBＧM.MUTAG 是诱变分子数据

集;PTC 是致癌分子数据集;PROTEINS是蛋白质分子数据

集;IMDBＧB与IMDBＧM 都是社交网络数据集,分别代表二分

类与三分类.数据集中每个图都拥有图标签,MUTAG,PTC
和PROTEINS中每个节点有节点标签,而IMDBＧB和IMDBＧ

M 中没有节点标签.实验中均采用oneＧhot向量作为节点的

初始表征向量.数据集的情况如表１所列.

表１　数据集概况

Table１　Datasetoverview

Dataset MUTAG PTC PROTEINS IMBDＧB IMDBＧM

Nodes(max) ２８ １０９ ６２０ １３６ ８９

Nodes(avg．) １７．９３ ２５．５６ ３９．０６ １９．７７ １３．００

Graphs １８８ ３４４ １１１３ １０００ １５００

４．２　性能评估方法

为了评价最终的分类效果,本文采用分类准确率(AccuＧ

racy)和 AUC值作为评价指标.分类准确率是图分类正确数

占图总数的比例,其公式为:

Accuracy＝ncorrect/nall

其中,ncorrect表示图分类正确数,nall表示图总数.

AUC(AreaUnderCurve)是一个概率值.当随机挑选一

个正样本以及一个负样本时,当前的分类算法根据计算得到

的Score值将这个正样本排在负样本前面的概率就是AUC
值.AUC值越大,当前的分类算法就越有可能将正样本排在

负样本前面,即能够更好地分类.
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４．３　实验设置

为减小随机划分数据集所带来的偏差,本文所有实验均

采用交叉验证的方法.对于 MUTAG与PTC,将数据随机分

为１０组,然后每次取其中９组数据作为训练数据,剩下１组

作为测试数据,最后将每次测试结果累加的平均结果作为最

终测试结果.

对于PROTEINS,IMDBＧB与IMDBＧM 这３个大型数据

集,为测试在不同数量的训练样本下各模型的表现,分别将数

据随机分为１０组、５组、２组.在１０组的分组情况中,分别进

行了每次取９组数据作为训练数据而剩余１组作为测试数

据,以及每次取１组数据作为训练数据而剩余９组作为测试

数据的１０折交叉验证实验.在５组的分组情况中,分别进行

了每次取４组数据作为训练数据而剩余１组作为测试数据,

以及每次取１组数据作为训练数据而剩余４组作为测试数据

的５折交叉验证实验.在２组的分组情况中,进行每次取１
组数据作为训练数据而剩余１组作为测试数据的２折交叉验

证实验.

另外,模型中的超参数k控制着由节点特征提取图特征

步骤中选取节点表征的数量.假设选取节点表征的数量由Sk

表示,k＝０．６代表数据集中有６０％的图拥有的节点数少于

Sk.k越大,代表模型所使用的节点表征的信息越多.本文

针对超参数k也设计了对比实验,通过测试不同k值下模型

的表现来对比CDGCNN和 DGCNN的特征提取能力.

４．４　实验结果分析

本文在５种数据集上分别进行了对比实验,对比模型选

择了 GK[１９] (Graphletkernel),WL[１３] (WeisfeilerＧLehman

subtreekernel),DCNN[２０] (Diffusion CNN)和 DGCNN.

DGCNN表示基于 DGCNN的图分类模型,CDGCNN 表示基

于CDGCNN的图分类模型.首先,在相同的实验设置下进

行对比,在各个数据集上进行１０折交叉验证,每折利用９份

数据作为训练数据,实验结果如表２和表３所列.其中,表２
是Accuracy值对比表,结合文献[７,１３,１９Ｇ２０]中记录的模型

表现进行了对比.表３是AUC值对比表,其只对比了 DGCＧ

NN与CDGCNN的表现.

表２　Accuracy结果的对比

Table２　ComparisonofAccuracyresults
(单位:％)

Dataset MUTAG PTC PROTEINS IMDBＧB IMDBＧM
GK ８１．３９ ５８．５９ ７１．３９ ６５．８７ ４３．８９
WL ８４．１１ ５７．９７ ７２．９２ － －

DCNN ８０．１３ ５６．６０ ６１．２９ ４９．０６ ３３．４９
DGCNN ８５．８３ ５８．５９ ７５．５４ ７０．０３ ４７．８３
CDGCNN ８６．６７ ６２．０５ ７５．９０ ７２．３０ ４９．６０

表３　AUC结果的对比

Table３　ComparisonofAUCresults
(单位:％)

Dataset MUTAG PTC PROTEINS IMDBＧB IMDBＧM
DGCNN ９０．０５ ６４．６５ ７９．９９ ７７．９２ ６８．８０
CDGCNN ９１．９９ ６２．１２ ８１．４４ ７９．２６ ６７．９２

可以看出,CDGCNN模型在 Accuracy值方面表现优秀,

其中以PTC,IMDBＧB和IMDBＧM３个数据集的提升最多,这

是因为这３个数据集中图的类型判断更依赖于图的结构信

息.以上结论印证了 CDGCNN 在 CSortPooling层进行多维

度排序的有效性.而在 AUC 值方面,CDGCNN 与 DGCNN
各有优势.

本文针对PROTEINS,IMDBＧB与IMDBＧM 这３个大型

数据集还设计了一系列实验来印证 CDGCNN 具有比 DGCＧ

NN更强的特征提取能力.

首先,对比了使用不同数量的训练样本的情况下两个模

型的表现,实验结果如图６和图７所示.

(a)PROTEINS (b)IMDBＧM (c)IMDBＧB

图６　不同数量训练样本下Accuracy结果的对比

Fig．６　ComparisonofAccuracyresultswithdifferentnumbersoftrainingsamples

(a)PROTEINS (b)IMDBＧM (c)IMDBＧB

图７　不同数量训练样本下AUC结果的对比

Fig．７　ComparisonofAUCresultswithdifferentnumbersoftrainingsamples
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　　可以看出,当选取不同比例的训练样本时,CDGCNN 的

表现普遍优于 DGCNN;并且CDGCNN关于评估指标的曲线

坡度更 加 平 缓,这 代 表 在 训 练 样 本 数 量 减 少 的 情 况 下,

CDGCNN的表现比 DGCNN 更稳定,CDGCNN 拥有更强的

特征提取能力.其次,通过实验对比了在不同k值下两个模

型的表现,实验结果如图８－图１０所示.

(a)k＝０．２ (b)k＝０．４ (c)k＝０．６

图８　PROTEINS数据集中不同k值下Accuracy 结果的对比

Fig．８　ComparisonofAccuracyresultswithdifferentkvaluesonPROTEINSdataset

(a)k＝０．２ (b)k＝０．４ (c)k＝０．６

图９　IMDBＧM 数据集中不同k值下Accuracy 结果的对比

Fig．９　ComparisonofAccuracyresultswithdifferentkvaluesonIMDBＧMdataset

(a)k＝０．２ (b)k＝０．４ (c)k＝０．６

图１０　IMDBＧB数据集中不同k值下Accuracy 结果的对比

Fig．１０　ComparisonofAccuracyresultswithdifferentkvaluesonIMDBＧBdataset

　　可以看出,在IMDBＧM 和IMDBＧB两个数据集上,相同

的k值下CDGCNN的表现更优秀;但在 PROTEINS数据集

上,两个模型表现相近.这是因为PROTEINS数据集中有节

点标签信息,DGCNN 提取到的图表征既包含节点表征的信

息,也包含图结构的信息;而 CDGCNN 的多维度排序操作虽

然最大程度地保留了结构信息,但节点表征本身被打乱,造成

节点表征信息丢失.而IMDBＧM 和IMDBＧB数据集中没有

节点标签信息,CDGCNN相比 DGCNN提取到了更加准确的

图结构信息,因此表现优于 DGCNN.

结束语　本文基于图卷积神经网络和胶囊网络,提出了

一种新的图分类模型,其 Accuracy 值和AUC 值相比 DGCＧ

NN有了一定的提升,验证了本文方法的有效性;并且在不同

数量训练样本以及不同超参数k值的情况下,CDGCNN拥有

比DGCNN更稳定的表现,验证了 CDGCNN中 ChannelSortＧ

Pooling层进行多维度排序的有效性,以及胶囊网络更强的特

征提取能力.但 CDGCNN 仍 存 在 着 一 定 的 缺 陷,例 如 在

PROTEINS数据集具备节点标签信息的情况下,其与 DGCＧ

NN的效果差异不大甚至劣于 DGCNN,这是因为 CDGCNN
虽然提取到更准确的图结构信息,但遗漏了图中节点的信息.

因此,未来将研究如何进一步融合节点信息.
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