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基于密度缩放因子的ISOMAP算法
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摘　要　等度量映射(ISOMAP)算法是一种被广泛应用的非线性无监督降维算法,通过保持各个观测样本间的测地

距离进行等距嵌入,从而实现高维空间向低维空间的坐标转换.但在实际应用中,观测数据无可避免地会存在噪声,

由于测地距离的计算对噪声比较敏感,并且也没有考虑数据集的密度分布,导致ISOMAP算法降维后低维坐标表示

存在几何变形.针对这一缺点,根据局部密度的思想,提出一种基于密度缩放因子的ISOMAP(DensityScalingFactor

BasedISOMAP,DＧISOMAP)算法.在传统的ISOMAP算法框架下,首先,针对每个观测样本计算一个局部密度缩放

因子;然后,在测地距离的计算过程中,将直接相邻的两个样本之间的测地距离除以这两个样本密度缩放因子的乘积;

最后,通过最短路径算法求得改进后的距离矩阵,并对其进行降维处理.改进的测地距离在密度较大的区域被缩小,

而在密度较小的区域被放大,这样可以减小噪声对降维效果的影响,提升可视化和聚类效果.人工数据集和 UCI数

据集上的实验结果表明,在数据集的可视化和聚类效果方面,DＧISOMAP算法较经典的无监督降维算法具有一定的

优势.
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DensityScalingFactorBasedISOMAPAlgorithm
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Abstract　ISOMAPisawidelyusednonlinearunsuperviseddimensionalityreductionalgorithm,andpreservesthecoorＧ

dinatetransformationfromhighＧdimensionalspacetolowＧdimensionalspacebykeepingthegeodesicdistancebetween

theobservationsamples．However,practicaldataareinevitablycorruptedbynoise．SincethecalculationofgeodesicdisＧ

tanceissensitivetonoiseanddoesnotconsiderthedensitydistributionofdataset,thegeometricdeformationofthe

ISOMAPalgorithmishappeningafterdimensionalityreduction．Forthisshortcoming,accordingtotheideaoflocaldenＧ

sity,adensityscalingfactorbasedISOMAPalgorithmcalledDＧISOMAPwasproposed．Intheframeworkoftraditional

ISOMAPalgorithm,localdensityscalingfactorisfirstcalculatedforeachobservationsample．AndthentheoriginalgeoＧ

desicdistanceoftwosamplesisdividedbytheproductoftheirdensityscalingfactors．Finally,theimproveddistance

matrixisobtainedbytheshortestpathalgorithm．Sincetheimprovedgeodesicdistanceisreducedinthelargerdensity
regionandenlargedinthesmallerdensityregion,itcanachieveagoodeffectinnoisysituations．TheexperimentalreＧ

sultsonartificialdatasetandUCIdatasetshowthattheDＧISOMAPalgorithmisbetterthantheclassicalunsupervised

dimensionalityreductionalgorithmsintermsofvisualizationandclusteringofdatasets．
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１　引言

随着传感器技术的快速发展,数据的来源呈现出多样化

特点,如文本数据、图像数据、音频数据和视频数据,数据的维

度也越来越高.实际应用领域中获取的数据都是高维的,如
信息检索[１]、文本挖掘[２]、生物信息[３]和人脸识别等领域.维

数的增高给数据处理带来了很多困难,在高维情形下出现的

数据样本稀疏、距离计算复杂度大等问题是所有机器学习方

法面临的共同难题,通常将这一困难称作维数灾难[４].如何

快速、有效地处理高维数据是目前机器学习领域的一个重要

研究方向,而对数据进行降维处理是克服维数灾难问题的一

种有效方法.在大多数实际问题中,尽管观测数据集中的样

本维数较高,但与学习任务密切相关的属性特征只是某个低

维分布,即高维空间的一个低维嵌入[５].因此高维数据总是



包含许多冗余信息,各个特征属性之间通常具有较强的相关

性,这种现象在几何学上表现为数据分布在低维流形上,或者

分布在低维流形附近.因此,通过某种数学变换将原始高维

属性空间转变为一个低维子空间,在这个低维子空间中样本

的密度被大幅度提高,距离计算也更加容易,数据处理比较方

便.通过降维对高维数据进行预处理,是数据进行可视化分

析、聚类或分类任务的关键一步.对于可视化任务,降维的目

标是将数据集映射到一个保持数据内部判别结构的２维或３
维空间.对于聚类或分类任务,降维的目标是将输入数据映

射到一个各种类别的数据流形都可以清晰分开的特征空间.

目前,降维算法可分为线性降维和非线性降维两种类型.

线性降维算法主要有主成分分析(PCA)[６]算法、独立成分分

析(ICA)[７]算法、线性判别分析(LDA)[８]算法和多维尺度变

换算法(MDS)[９]等.PCA的目标是寻找新的变量,使它们反

映事物的主要特征,压缩原有数据矩阵的规模.每个新变量

是原有变量的线性组合,体现了原有变量的综合效果,具有一

定的实际含义.ICA算法与PCA算法相似,其成分被认为是

相互独立的.LDA是一种有监督降维算法,其基本思想是将

高维的数据样本投影到最佳鉴别矢量空间,保证投影后的数

据样本在新的子空间中具有最大的类间距离和最小的类内距

离.MDS算法以数据样本间的欧氏距离矩阵作为算法的输

入,可以将数据降低到一个低维的空间,并且能够尽可能地保

持原始数据的本质信息.但实际上,大多数数据是非线性结

构的,并且还会存在噪声等情况.为了克服这些限制,一些非

线性降维算法被提出,如等距映射(ISOMAP)[１０]算法、局部

线性嵌入(LLE)算法[５]和核组成成分分析(KPCA)[１１]算法

等.ISOMAP算法是一种具有代表性的非线性降维算法,主

要是通过分析现有高维流形得到高维流形对应的低维嵌入,

从而使高维流形上数据点间的近邻结构在低维嵌入中得到较

完整的重现.将 MDS算法作为分析工具,但在计算高维流

形上数据点间的距离时,以近似的测地距离而非欧氏距离作

为 MDS的输入,使得在嵌入空间中原始样本间的近似测地

距离得以保持,从而在从高维到低维的流形学习过程中最大

化地重构所有样本点之间的流形距离.另外,测地距离能很

好地反映数据的拓扑结构.

但是,在实际情况下,数据集中会存在一定程度的噪声.

当输入数据中存在噪声时,ISOMAP算法的拓扑稳定性就会

遭受破坏.基于此,对传统的ISOMAP算法进行改进,通过

局部密度的思想[１２Ｇ１３]提出一种基于密度缩放因子的ISOＧ

MAP算法,使用基于密度的距离度量进行降维处理能提高

ISOMAP算法对噪声的鲁棒性,因为ISOMAP算法的一个关

键步骤就是计算数据之间的距离度量.传统的ISOMAP算

法使用的测地距离虽然能反映出数据的拓扑结构,但是若数

据中存在噪声,则测地距离的计算会受到较大的影响.而 DＧ

ISOMAP算法首先通过构建的k邻近图为每个数据样本计

算出一个局部密度缩放因子,在计算数据间的距离时,通过密

度缩放因子对原始的测地距离进行放缩,即用直接相邻的两

个样本点之间的欧氏距离除以这两个样本点密度缩放因子的

乘积,最后通过最短路径算法求出改进后的距离度量矩阵.

改进后的距离使大密度区域数据间的距离被缩短,数据变得

更加紧密;使小密度区域数据间的距离被增大,数据变得更加

稀疏.通过计算样本点的局部密度,结合样本点之间的距离,

可以有效地识别出样本点的聚类结构和噪声点[１３],基于此进

行降维,能很好地反映数据的密度分布,减小数据中噪声的影

响,对数据集中噪声的存在具有一定的鲁棒性.ISOMAP算

法还有很多其他改进方法,如有监督的ISOMAP(SＧISOＧ

MAP)算法[１４]、正交边际约束的 ISOMAP(MＧISOAMP)算

法[１５]、多流形判别ISOMAP(MMDＧISOMAP)算法[１６]等,同

时也有其他降维算法,如基于判别投影的数据集降维算法[１７]

等.这些算法都能提取出具有较好判别性能的低维特征,但

是它们是有监督的降维算法,对于无标签的数据集并不适用.

可视化和聚类实验表明,与经典的无监督降维算法相比,文中

所提 DＧISOMAP算法具有一定优势.

本文第２节简要概述ISOMAP算法,介绍测地距离的计

算方法;第３节提出 DＧISOMAP算法,介绍密度缩放因子的

计算方法,同时讨论它与原始ISOMAP算法的区别与联系;

第４节给出实验结果与分析;最后总结全文并提出未来值得

研究的几个问题.

２　传统的ISOMAP算法

传统的等度量映射(ISOMAP)算法的基本出发点是认为

低维流形嵌入到高维空间之后,直接在高维空间中计算直线

距离具有误导性,因为高维空间的直线距离在低维嵌入流形

上是不可达的.ISOMAP算法采用由数据点形成的无向加

权邻近图中的点与点之间的最短路径的长度来刻画流形数据

上点与点之间的距离[１８].在邻接图上计算两点之间的最短

路径时,可采用著名的 Dijkstra算法或 Floyd算法,亦可得到

任意两点间的距离,即测地距离.得到测地距离之后,可以通

过 MDS算法来获得样本点在低维空间中的坐标.测地距离

的计算主要分为两个步骤:１)为原始数据构造一个k邻近图,

在该图中,每个观测样本都被看作一个结点并且与它最近的

k个结点直接相连,用欧氏距离表示连接之间的权重;２)通过

构造好的k邻近图来计算点与点之间的最短路径,最后得到

的最短路径矩阵即为各个观测样本点间的测地距离.

２．１　构造k邻近图

测地距离计算的第一步就是构造一个表示原始数据的邻

近图.邻近 图 拥 有 许 多 不 同 类 型,如ε邻 近 图 和 k 邻 近

图[１９],本文选择k邻近图,因为它在实际中应用广范并且对

邻近图的构建和局部信息的描述是相对简单且有效[２０]的.

观测样本xi的k邻近可以表示为:

k(xi)＝{xj|‖xi－xj‖２≤dk
i} (１)

其中,‖xi－xj‖２表示两个观测样本点之间的欧氏距离;dk
i

表示距离观测样本点xi欧氏距离最近的k 个样本点的欧氏

距离.

通过k邻近的表达式,观测样本xi的对称邻近集Ω(xi)

可表示为:

Ω(xi)＝{xj|xj∈k(xi)orxi∈k(xj)} (２)

如果观测样本xi包含于k(xi)或包含于k(xj),那么xj为

xi的一个对称邻近点.k邻近图的表示如图１所示,对称邻

近集如表１所列.
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图１　空间点的几何描述(k＝２)

Fig．１　Geometricdescriptionofdatapoints(k＝２)

图１中存在１３个高维空间点,其中c,d,e,f,g和i,j,k,

l,m 为两个不同的数据类,a,b,h为噪声点.

表１　对称邻近集(k＝２)

Table１　Symmetryneighborhoodset(k＝２)

序号 观测样本 对称邻接数据集

１ a e,f
２ b c,g
３ c b,d,g
４ d c,e,h
５ e a,d,f
６ f a,e,g
７ g b,c,f
８ h d,l
９ i j,l
１０ j i,k
１１ k j,m
１２ l h,i,m
１３ m l,k

２．２　测地距离的计算

在k邻近图中,两观测样本间的边eij可表示为:

eij＝
１, ifxj∈k(xi)orxi∈k(xj)

０, otherwise{ (３)

将直接相连的两点在邻接矩阵中的值设置为１,不相连

的两点设置为０.根据eij的值计算点与点之间的权重wij.

wij为两点之间的欧氏距离,计算公式可表示为:

wij＝
‖xi－xj‖２, ifeij＝１
∞, otherwise{ (４)

得到wij之后,通过 Djkstra最短路径算法能计算出各个

样本点之间的最短路径gij,计算公式可表示为:

gij＝
wij, ifeij＝１
min{wij,wil＋wlj}, otherwise{ (５)

当观测样本i与j之间直接相连时,测地距离则为它们

之间的权重;否则通过中间样本点l(l＝１,２,􀆺,n)求取两样

本点之间的测地距离.最后得到一个关于所有观测样本点的

测地距离矩阵.测地距离虽然适用于非线性的数据集,能有

效地反映出数据的拓扑结构,但是并没有考虑数据的密度分

布,并且在大多数实际情况中数据存在噪声,测地距离对数据

周围的噪声比较敏感[１２].因此,对于存在噪声的非线性数据

集,ISOMAP算法的性能有待提高.

３　DＧISOMAP算法

３．１　DＧISOMAP算法的基本思想

传统的ISOMAP算法中测地距离的计算并没有考虑数

据的密度,且还会受到噪声的影响,为了降低噪声的影响,我

们采用密度的思想来计算测地距离,得到一个新的距离度量,
进而提出了 DＧISOMAP算法.在传统的ISOMAP算法框架

下,将每个观测样本看成一个结点,通过原始测地距离的计算

方法,在计算对称邻近集时转向求共同邻近集;通过求得的共

同邻近集,为每个观测点都计算出一个局部密度缩放因子,该
值越大,表明该值所在区域的密度越大,反之,该值所在区域

的密度越小.通过该密度缩放因子来减小或增加数据之间的

权重,使得在样本密度高的区域样本变得更加紧密,而在样本

密度低的区域样本变得更加稀疏.如此求得的距离矩阵反映

了观测样本的密度,对数据中的噪声具有鲁棒性.最后,使用

该距离矩阵在 MDS算法下获得低维坐标,完成降维处理.

所提 DＧISOAMP算法在可视化和聚类效果上均有一定提升.

３．２　DＧISOMAP算法的步骤

DＧISOMAP基于传统的ISOMAP算法框架,改变了距

离度量的计算,其余步骤均与原方法一致.基于密度缩放因

子的ISOMAP的距离计算主要分为３个步骤:１)为原始数据

构造一个k邻近图,并根据邻近图求得每个样本的对称邻近

集和共同邻近集;２)根据共同邻近集计算每个观测样本的密

度缩放因子;３)通过构造好的k邻近图和密度缩放因子来计

算点与点之间的最短路径.

观测样本xi的共同邻近集Ψ(xi)可表示为:

Ψ(xi)＝{xj|xj∈k(xi)andxi∈k(xj)} (６)

如果观测样本xj既包含于k(xi)又包含于k(xi),那么xj

就为xi的一个共同邻近点.共同邻近集是指两个样本点都

互为对方 的 邻 近 点,它 比 对 称 邻 近 数 据 集 的 要 求 更 加 严

格[２１].图１中的共同邻近集如表２所列,其中“－”表示无共

同邻接数据集.

表２　共同邻近集(k＝２)

Table２　Mutualneighborhoodset(k＝２)

序号 观测样本 共同邻接数据集

１ a －
２ b －
３ c d,g
４ d c,e
５ e d,f
６ f e,g
７ g c,f
８ h －
９ i j,l
１０ j i,k
１１ k j,m
１２ l i,m
１３ m l,k

观测样本点的密度系数γi可表示为:

γi＝ ∑
j∈Ψ(xi)

eij＋ ∑
j,k∈Ψ(xi)

j＜k

ejk (７)

式(７)由两部分组成:第一部分表示结点i到其共同邻近

点的边的数目;第二部分表示结点的共同邻近点之间相互连

接的边数.例如,结点３的密度缩放因子通过下式进行计算:

γ３＝e３４＋e３７＋e４７＝２
这种密度缩放因子的计算方法不仅考虑了一个观测点到

其共同邻近点的连接,也考虑了其共同邻近点之间的连接.
因此,对于一个位于密集区域的观测点,它的密度缩放因子也

相对较大.图１中观测样本的密度缩放因子如表３所列.
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表３　密度缩放因子

Table３　Densityscalingfactor

序号 观测样本 密度缩放因子

１ a ０
２ b ０
３ c ２
４ d ２
５ e ２
６ f ２
７ g ２
８ h ０
９ i ２
１０ j ２
１１ k ２
１２ l ２
１３ m ２

对其进行标准化,可得密度缩放因子:

δi＝exp(γi－γ
sγ

)

其中,γ为样本均值,且γ＝ １
n ∑

n

i＝１
γi;sγ 为样本方差,且sγ ＝

１
n－１　∑

n

i＝１
(γi－γ)２ ;n为样本的数量.标准化后的密度缩放

因子如表４所列.

表４　标准化后的密度缩放因子

Table４　Standardizeddensityscalingfactor

序号 观测样本 密度缩放因子

１ a ０．１６
２ b ０．１６
３ c １．７３
４ d １．７３
５ e １．７３
６ f １．７３
７ g １．７３
８ h ０．１６
９ i １．７３
１０ j １．７３
１１ k １．７３
１２ l １．７３
１３ m １．７３

根据得到的密度缩放因子,测地距离dij可表示为:

dij＝

wij

δiδj

, ifeij＝１

min{
wij

δiδj

,
wil

δiδl
＋

wlj

δlδj

}, otherwise

ì

î

í

ï
ïï

ï
ï

(９)

由式(９)可知,原始的测地距离已经通过密度缩放因子实

现了缩放.对于密度缩放因子乘积大于１的两个点,它们之

间的测地距离会变小,乘积小于１的两点之间的测地距离会

变大.相比于原测地距离,密度大的区域样本更加集中,密度

小的区域样本更加疏远,这样就保持了原始数据在空间中的

几何形状和密度分布,减小了噪声的干扰.

为了验证添加密度缩放因子后测地距离的缩放效果和对

噪声的鲁棒性,用ISOMAP和 DＧISOMAP将图１中的空间

点降到２维进行可视化展示,分别如图２(a)和图２(b)所示,

图中横纵轴表示样本点在２维平面上的坐标值.由图２可以

看出,ISOMAP算法的降维效果明显受到了噪声点的影响,

其拓扑结构被破坏.而采用 DＧISOMAP算法降维后仍然保

持了原来的拓扑结构,各聚簇类区分清晰,对噪声点具有鲁棒

性,能提高算法的可视化和聚类效果.

(a)ISOMAP降维效果 (b)DＧISOMAP降维效果

图２　空间点的降维效果图

Fig．２　Dimensionreductionresultsofspacepoints

DＧISOMAP算法的具体操作过程如算法１所示.

算法１　DＧISOMAP算法

输入:样本集 D＝{x１,x２,􀆺,xm},邻近参数k,低维空间维数d′

输出:样本集 D在低维空间的投影Z＝{z１,z２,􀆺,zm}

过程:

Step１　fori＝１,２,􀆺,mdo

Step２　　　确定xi的k邻近;

Step３　　　计算xi的密度缩放因子δi;

Step４　　　将xi与k邻近点之间的距离设置为欧氏距离除以密度

缩放因子的乘积,将与其他点的距离设置为无穷大;

Step５　endfor

Step６　调用最短路径算法计算任意两样本点间的距离dist(xi,xj);

Step７　将dist(xi,xj)作为 MDS算法的输入;

Step８　returnMDS算法的输出

４　实验结果与分析

为了验证 DＧISOMAP算法的性能,本文的目标是将原始

数据映射到一个维度较低的特征空间中,通过 KＧMeans算法

在低维特征空间中完成聚类任务,并将其聚类效果与 MDS,

LLE,KPCA,PAC和ISOMAP这些经典的无监督降维算法

进行比较;同时,与目前最好的无监督聚类方法———Density
PeaksClustering[１３]进行实验对比,以验证所提算法是否能提

升聚类效果;另外,通过展示一些可视化效果图来表明聚类效

果提高的原因以及实验中不同强弱的噪声对降维后聚类效果

的影响.实验编程环境为Python２．７.

４．１　数据集说明

实验采用的数据集包括人工数据集和真实数据集,这些

数据集的属性均为数值型.人工数据集如图３(a)和图３(b)

所示,真实数据集来源于 UCI机器学习数据库中的６个数据

集,数据集去除了带有缺失属性值的样本.经过处理后的数

据集大小及属性个数如表５所列.

表５　数据集信息

Table５　Informationofdatasets

数据集 大小 属性 类别

SyntheticControlChart ６００ ６０ ６
Ionosphere ３５１ ３３ ２
Banknote １３７２ ４ ２

Semeionhandwritten １５９３ ２５６ １０
VertebralColumn ３１０ ６ ２
BreastCancer ５６９ ３０ ２

Gauss ７５０ ３ ３３
Swissroll ８００ １０ ２
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　　构造的人工数据集均是带有噪声干扰的数据,图３(a)为

Gauss数据集,由３类带有高斯噪声的三维点构成,每类有

２５０个样本点;图３(b)为流形学习的典型数据集Swissroll,

本文构造了２类,每类４００个三维样本点.选择的 UCI数据

集是在真实情况下采集的数据,难免会带有噪声.本文通过

这些数据集来验证所提算法的性能.

(a)Gauss

(b)Swissroll

图３　人工数据集

Fig．３　Artificialdatasets

４．２　实验设置

为清楚地了解算法在降维后对数据的聚类效果和噪声对

降维算法的影响,通过以下３类实验来进行对比验证:１)降维

前后的聚类效果实验;２)可视化效果实验;３)不同噪声强度对

降维算法的影响.使用RandIndex(RI)指标来对比评估降维

后聚类实验的效果,该指标用于衡量所得结果与真实结果的

相似程度.RandIndex的输入是真实的类标签π和聚类后的

类标签C,RI的计算式如下:

RI(π,C)＝ n００＋n１１

n００＋n０１＋n１０＋n１１
＝２(n００＋n１１)

n(n－１) (１０)

其中,n００为类标签和聚类标签都相同的观察样本对数;n０１为

类标签不同但聚类标签相同的观察样本对数;n１０为类标签相

同但是聚类标签不同的观察样本对数;n１１为类标签和聚类标

签都不同的观察样本对数.兰德系数的值介于０到１之间,０
表示聚类结果的标签与真实类样本标签完全不匹配,１表示

聚类结果的标签与真实类标签完全一致.兰德系数的值越接

近１,表明聚类结果与真实结果越接近.
实验中有两个参数需要确定:构建k邻近图中的k值和

降维的维数.对于所有数据集,均降至２维进行实验.k值的

大小在３到３０这个区间进行寻参,最终选取最优的k值进行

聚类分析.

４．３　结果与分析

在８个数据集上将 DＧISOMAP算法与５个经典的无监

督降维算法进行降维聚类实验,并与目前无监督聚类效果最

好的方法———DensityPeaksClustering进行实验对比,不同

算法在每个数据集上的聚类结果如表６所列.

表６　不同算法在８个数据集上的聚类效果对比

Table６　ComparisonofclusteringperformanceintermsofRandindexoneightdatasets

数据集
Randindex􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋􀪋

MDS LLE KPCA PCA ISOMAP DＧISOMAP DensityPeaksClustering
SyntheticControlChart ０．８４ ０．８６ ０．８６ ０．８５ ０．８６ ０．８８ ０．７７

Ionosphere ０．５５ ０．７３ ０．５９ ０．５８ ０．５７ ０．７０ ０．６０

Banknote ０．５１ ０．７９ ０．５２ ０．５２ ０．６４ ０．８４ ０．６５

Semeionhandwritten ０．８３ ０．８７ ０．８６ ０．８６ ０．８７ ０．８９ ０．８７

VertebralColumn ０．５７ ０．５０ ０．５５ ０．５７ ０．５９ ０．６６ ０．６３

BreastCancer ０．７７ ０．８３ ０．７７ ０．７７ ０．７６ ０．７９ ０．６７

Gauss ０．９９ ０．９６ ０．８８ ０．９０ ０．９９ １．００ ０．９９

Swissroll ０．６６ ０．８１ ０．６６ ０．６６ ０．７４ ０．９９ １．００

　　通过表６可以看出,文中所提 DＧISOMAP算法对８个带

噪声的数据进行降维,其中６个数据的聚类效果优于其他降

维算法,剩下的２个数据集的效果与最优LLE算法的效果相

差也不大.与传统的ISOMAP算法相比,DＧISOMAP算法

的聚类效果有明显提升,整体来看,降维后的聚类效果相对于

未降维的 DensityPeaksClustering聚类效果会有一定提升.

这是因为降维后数据在子空间中的密度会变大,使得聚类效

果得到提升;而且 DensityPeaksClustering算法的聚类中心

点是人工确定的,对于带噪声的非线性数据集而言,该聚类算

法的聚类效果会受到影响.实验表明,对于带有噪声的数据

集,DＧISOMAP算法的整体效果优于或等价于一般的降维算

法.在实际情况下,数据集是非线性的并且常带有噪声,这说

明文中所提出的 DＧISOMAP算法的适用范围更广.

根据以上聚类实验分析,文中所提出的 DＧISOMAP算法

在８个不同数据集中的聚类效果均较好.本文分别选取

SyntheticControlChart数据集、Banknote数据集和两个人工

数据集作为代表,使用 DＧISOMAP算法、ISOMAP算法、LLE
算法和 KPCA算法分别将这些数据集映射到二维特征空间

中来可视化数据的情况,实验结果如图４－图７所示.由图４

－图７可以看出,对于实验的４个数据集,KPCA 算 法 降 维

后的数据比较分散,不同流体间的重叠部分也比较大.而

ISOMAP算法 和 LLE 算 法 降 维 后 的 数 据 虽 然 并 没 有 分

散,但是受到噪声的影响,不同流体间的区分度不佳.从

图中可以 清 晰 地 看 出,所 提 DＧISOAMP算 法 降 维 后 能 较

好地聚合数据,不同流体间的数据重叠也较少.由于都是

无监督降维算法,降维后存在重叠现象是很正常的,相比

于其他无监督降维算法,所提算法已经取得了更好的聚类

结果.
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(a)KPCA (b)LLE

(c)ISOMAP (d)DＧISOMAP

图４　SyntheticControlChart数据集的二维嵌入图

Fig．４　TwoＧdimensionalembeddingresultsofSynthetic

ControlChartdataset

(a)KPCA (b)LLE

(c)ISOMAP (d)DＧISOMAP

图５　Banknote数据集的二维嵌入图

Fig．５　TwoＧdimensionalembeddingresultsofBanknotedataset

(a)KPCA (b)LLE

(c)ISOMAP (d)DＧISOMAP

图６　Gauss数据集的二维嵌入图

Fig．６　TwoＧdimensionalembeddingresultsofGaussdataset

(a)KPCA (b)LLE

(c)ISOMAP (d)DＧISOMAP

图７　Swissroll数据集的二维嵌入图

Fig．７　TwoＧdimensionalembeddingresultsofSwissrolldataset

下面通过不同强度的噪声来验证 DＧISOMAP算法对噪

声的鲁棒性.在图３(b)所示的数据集上分别加上１~５倍的

均值为０、标准差为０．５的高斯噪声.将不同算法在这５类

噪声强度下进行降维聚类.实验中k值取６,数据维数降到

２.聚类结果如表７所列.

表７　不同降维算法在不同噪声强度的Swissroll

数据集上的聚类效果

Table７　ComparisonofclusteringperformanceintermsofRand

indexondifferentnoiseintensityforSwissrolldataset

噪声倍数
Randindex

MDS LLE KPCA PCA ISOMAP DＧISOMAP

１ ０．６６ ０．９９ ０．６６ ０．６６ ０．９７ ０．９９

２ ０．６５ ０．７４ ０．６６ ０．６５ ０．７６ ０．８５

３ ０．６３ ０．６３ ０．６５ ０．６３ ０．６４ ０．８４

４ ０．６１ ０．６２ ０．６３ ０．６３ ０．６４ ０．６４

５ ０．５９ ０．５０ ０．６０ ０．５８ ０．５９ ０．５６

由表７可以看出,对于噪声,DＧISOMAP算法具有较好

的鲁棒性,ISOMAP与LLE受噪声的影响较大.原因在于,

ISOMAP算法中的测地距离对噪声敏感,其计算很大程度上

会受到噪声的影响;而LLE算法是基于保持样本间局部线性

重构关系指导数据降维的,噪声的存在很容易使得这种线性

关系受到影响;DＧISOMAP算法使用了密度缩放因子,使得

高密度区域的数据更加集中,低密度区域的数据更加稀疏,减

小了噪声的影响,从而在降维后保证了数据间的距离,使聚类

效果更优.

结束语　本文针对传统的ISOMAP算法存在的不足,提

出了一种基于密 度 缩 放 因 子 的ISOMAP 算 法,即 DＧISOＧ

MAP.该算法从数据密度分布的角度出发,在计算距离度量

时,通过密度缩放因子对原始的测地距离进行放缩,使降维后

的数据在密度大的区域更加紧凑,在密度小的区域数据更加

疏散,减小了噪声对降维的影响.与其他经典降维算法相比,

DＧISOMAP算法对噪声的存在相对鲁棒,并且在可视化和聚

类任务上都能达到较好的性能.

但是由于 DＧISOMAP算法是无监督的降维算法,对于数
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据在空间中有重叠的情况,其与其他无监督降维算法一样,也

不能将降维后的不同聚簇类分隔开来.另外,在时间复杂度

上,所提算法在计算样本间的最短路径和进行特征分解这两

步上所花费的时间比其他算法多,时间复杂度较高.对于如

何在考虑密度的情况下通过有监督方法改进ISOMAP算法,

使之有利于数据分类任务,并且降低算法的时间复杂度,是我

们后续继续研究的问题.
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