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基于知识图谱的层次粒化推荐方法

秦琪琦 张月琴 王润泽 张泽华
太原理工大学信息与计算机学院　太原０３００２４
　(qinqiqi_q＠１６３．com)

　
摘　要　基于图神经网络的推荐系统是当前数据挖掘应用的研究热点.在异质信息网络(HeterogeneousInformationNetＧ

work,HIN)上结合图神经网络进行推荐,可通过用户的关联信息来学习用户的偏好,从而提升推荐性能.但现有基于 HIN 的

推荐方法大多存在不能有效地解释高阶建模结果及人工设计元路径需要相关领域知识的问题.因此,结合层次粒化思想,在异

质推荐过程中引入知识图谱,提出一种基于知识图谱的异质推荐方法(HeterogeneousRecommendationMethodsforKnowledge

Graphs,HKR).该方法首先结合知识图谱,对局部上下文和非局部上下文进行层次粒化,分别学习用户特征的粗粒度表示;然

后基于门控机制结合局部和非局部的属性节点嵌入,进一步学习用户和项目之间的潜在特征;最后将细粒度的特征融合用于推

荐.在真实的大规模数据集上的实验结果表明,所提方法的性能在多方面评测上均优于目前的基于知识图谱的图神经网络推

荐方法.
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HierarchicalGranulationRecommendationMethodBasedonKnowledgeGraph
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CollegeofInformationandComputer,TaiyuanUniversityofTechnology,Taiyuan０３００２４,China

　

Abstract　TherecommendationsystembasedongraphneuralnetworkisthecurrentresearchhotspotofdataminingapplicaＧ

tions．TherecommendationperformancecanbeimprovedbycombiningthegraphneuralnetworkontheheterogeneousinformaＧ

tionnetwork(HIN)．However,theexistingHINＧbasedrecommendationmethodsoftenhaveproblemsthatcannoteffectivelyexＧ

plaintheresultsofhighＧlevelmodeling,andmanualdesignofmetaＧpathsrequiresknowledgeofrelateddomains．Therefore,this

papercombinestheideaofhierarchicalgranulationandproposesaheterogeneousrecommendation method(HKR)basedon

knowledgegraphs．Thelocalcontextandnon－localcontextarehierarchicallygranulated,andthecoarseＧgrainedrepresentationof

usercharacteristicsislearnedseparately．Thenbasedonthegatingmechanism,combininglocalandnonＧlocalattributenodeemＧ

bedding,learningthepotentialfeaturesbetweenusersanditems,andfinallyfusingfine－grainedfeaturesforrecommendation．

Therealexperimentalresultsshowthattheperformanceoftheproposedmethodisbetterthanthecurrentgraphneuralnetwork

recommendationmethodbasedonknowledgegraphinmanyaspects．

Keywords　Hierarchicalgranulation,Knowledgegraph,MultiＧgranularityfusion,Recommendationsystem

　

　　互联网技术的日渐成熟,使网络成为人们获取信息以及

消费的主要渠道,如何快速地从海量数据中获取用户感兴趣

的信息成为科技领域关注的焦点.个性化推荐技术通过分析

用户的历史活动数据来挖掘用户的潜在偏好[１].现存的推荐

方法主要有:基于内容的推荐、协同过滤推荐、基于异质信息

网络的推荐.

复杂的异构信息网络能够对各种异构数据进行灵活的

建模,因此被用来建模丰富的辅助数据,应用于推荐系统

中[２Ｇ３].其中,基于正则化的方法设计了捕获 HIN 中的附加

损失项来正则化推荐器模型学习;CFKG[４]和 KTUP[５]通过

共享项目嵌入来联合训练推荐任务和关系补全任务,以隐式

的方式对高阶关系进行编码,从而优化推荐模型.基于路径

的方法提取路径上实体之间的高阶连通性信息,并将它们输

入到预测模型,使用路径选择算法来选择显著路径[６Ｇ７],或者

通过元路径模式约束路径[８Ｇ９].

虽然上述方法在一定程度上提升了推荐性能,但是,基于

正则化的方法由于缺乏明确的建模,因此不能解释高阶建模

的结果,也无法捕捉实体之间多跳的依赖关系;基于路径的



方法对于具有不同类型关系和实体的复杂HIN来说,定义有

效的元路径需要领域知识,会耗费大量的精力,此外,当路径

稀疏或者混乱时,其很难进行有效的推荐.

２０１２年 Google[１０]正式提出知识图谱这个术语,知识图

谱用于描述真实世界中存在的实体或概念,以及两者之间的

关联关系;Dodwad等[１１]基于知识图谱的层次结构对概念进

行加权,更加细粒度地分析用户的偏好;Moreno等[１２]完成基

于知识图谱和协同过滤的混合推荐系统 Sigtur/EＧDestinaＧ

tion,９０％ 以 上 的 用 户 认 为 该 系 统 的 推 荐 较 为 准 确;Noia
等[１３]利用知识图谱丰富的语义特点来提高基于内容的电影

推荐系统的准确率.鉴于知识图谱蕴含丰富的语义关系,可

以有效提高推荐系统的准确率,本文将知识图谱引入推荐系

统.然而,知识图谱是知识量丰富的异构网络,节点类型和关

系类型都很丰富,因此在挖掘相关语义信息时难度较大.粒

计算可以通过基于多层次多视角的问题求解方法,使复杂的

问题简单化.因此,本文从粒计算的角度出发,提出了层次粒

化知识图谱推荐方法,通过将知识图谱中的信息网络粒化为

多个独立的粗粒度网络,然后基于门控机制结合局部和非局

部的属性节点嵌入,来学习用户和项目之间的潜在特征,最终

将细粒度的特征融合用于推荐.

本文的主要工作如下:

(１)在图神经网络的基础上,将中心节点的局部和非局部

上下文信息进行层次粒化,学习最粗粒度下用户和项目的潜

在特征,有效地避免了使用 HIN进行推荐时人工设计元路径

的问题;

(２)在捕获非局部上下文时,使用了递归嵌入传播,基于

节点邻居的嵌入来更新节点的嵌入,并递归地执行这种嵌入

传播,从而得到细粒度的特征表示;

(３)通过利用知识图谱的辅助信息进行推荐,提高了

HKR模型的泛化能力.

１　相关工作

粒计算(GranularComputing)是一种认识客观世界的方

法论.信息粒化通过将现实世界抽象化,来简化人类对外部

世界的认识.如今这种思想被用在许多人工智能的研究领

域,如聚类分析、数据挖掘、机器学习等方面.Zadah等[１４]首

次提出了模糊信息粒化理论.Yao等[１５]对粒计算的基本方

法、基本问题进行了系统的研究,并将其应用于机器学习、数

据挖掘领域.Zhang等[１６]认为人们从极不相同的粒度上观

察和分析同一问题是人类智能的表现,并在此基础上提出了

商空间理论.Pedrycz[１７]在粒计算和模糊数学领域进行了大

量有成效的研究,对信息粒化算法、数学框架、不同模型下的

应用做了总结.Miao等[１８]将粒计算视为一种粒化的思维方

式及方法论,并且是一种独特的基于多层次多视角的问题求

解方法.Wu等[１９]基于二元关系为研究k阶邻域算子系统和

粗糙集近似建立了一个通用框架.Qian等[２０]为解决大数据

有限的标记属性、计算效率低下以及属性约简中的过拟合等

问题,提出一个局部粗糙集的理论框架,并开发了一系列具有

线性时间复杂度的上下文近似和属性约简算法.

基于知识图谱的推荐方法可以分为两大类:基于正则化

的方法和基于路径的方法.基于正则化的方法利用知识图谱

的结构,将正则化项引入,用于学习实体嵌入的损失函数.协

同知 识 图 谱 嵌 入 (CollaborativeKnowledgeGraphEmbedＧ

ding,CKE)是一种代表性的方法[２１],通过使用 TransR从知

识图谱中导出语义实体表示[２２].项目和实体之间的高阶特

征相互作用可以通过交叉压缩单元进一步近似,这些方法非

常灵活,然而它们缺乏对语义关系的明确建模.基于路径的

方法利用了实体之间的各种连接模式.在解决人工设计元路

径的局限性问题上,已有不同的选择规则和传播方法被提

出[２３],例如,通过限制路径长度来提取相关路径,然后聚集路

径信息[６].

从本质上讲,知识图谱是一个异构网络,其中,节点代表

实体,边代表实体之间的关系.将知识图谱应用于推荐系统

的主要挑战是如何有效地利用实体之间的关系及知识图谱的

图形结构.Sun等[６]指出项目之间具有丰富语义关系的知识

图谱在提高推荐系统性能方面是有效的.Zhang等[２１]提出

使用设计好的正则化损失项来捕获知识图谱的结构,但是其

没有在推荐模型中明确考虑知识图谱的语义关系信息.Yu
等[２]提出通过提取路径上实体之间的高阶连通性来探索实体

之间的关系,但是这些信息是基于特殊标准手动设计或选择

的,严重依赖于相关领域的知识.

２　基于知识图谱的粒化推荐系统

定义１(知识图谱)　知识图谱由实体及实体之间的关系

构成,使用G＝(V,E)来表示,其中V 代表节点集,E 代表边

集.每个“头节点Ｇ关系Ｇ尾节点”用(h,r,t)表示,其中h,t∈

V,r∈R,每条边代表了从头节点到尾节点之间的关系.使用

eh,er,et分别表示h,t,r的嵌入.

定义２(结构粒化)　结构粒化指给定某异质结构的知识

图谱G,通过引入元路径来处理知识图谱的关系分类问题.

元路径指任意一条包含关系类型序列的的路径,这条路径的

长度为其连接的节点个数.有了元路径,就可以根据邻居节

点与头节点的距离将邻居节点分类,进而将知识图谱分解为

多通道网络.元路径的集合在形式上可以表示为:

S＝{P１,P２,P３,,P|s|}

以上对节点进行分类的过程就是对知识图谱粒化的过

程.此时,一个知识图谱可以转化为如下的多通道网络:

G′＝{Gl′|Gl′＝(V１,ε１n),n＝１,,|S|}

其中,V１,V２,,Vm 代表m 种不同的节点类型分别组成的集

合,本文称之为粒.

由于知识图谱包含众多的异质信息,为了充分挖掘邻居

节点包含的丰富信息,本文将知识图谱进行粒化,分别学习不

同粒度的向量表示,最后将其融合,得到用户最终的偏好.

３　模型提出

本文提出用于聚集实体上下文的层次粒化知识图谱推荐

方法模型 HKR,其整体结构如图１所示.图１(b)由３个

组件构成:嵌入层、注意力嵌入传播层、聚合层.

５６秦琪琦,等:基于知识图谱的层次粒化推荐方法



图１　基于知识图谱的异质推荐方法的整体模型图

Fig．１　HKRoverallmodeldiagram

３．１　局部上下文

对于一个项目实体,它与许多其他实体相连接,这些实体

通过知识图谱来丰富信息.出于对用户个性化偏好的考虑,

提出了一种特定于用户的知识图谱注意力机制,用于聚合知

识图谱中实体的邻域信息.对于不同用户,为同一邻域实体

分配不同的权重,基于用户特定的注意力分数聚集邻域实体

的嵌入.

实体通过不同的关系与邻居节点相连接,这对用户实体

的选择有一定的影响,因此,本文将与用户实体相邻的节点

t∈cl
h与对应关系r的嵌入进行如下线性变换:

ert＝(er‖et)W０

其中,‖为串联操作,W０为权重矩阵.

HKR的局部上下文模型图如图１(a)所示.将Cl
h＝{t|

(h,r,t)∈D}作为实体h的局部邻域表示,定义Cl
h为局部上下

文信息.对于用户u,实体t对实体h重要性的用户注意得分

αu(h,r,t)定义为:

αu(h,r,t)＝ exp[πu(h,r,t)]
∑

(h,r~,t~)∈D
exp[πu(h,r~,t~)]

(１)

其中,πu(h,r,t)由单层前馈神经网络执行,定义如下:

πu(h,r,t)＝tanh[(eh‖ert)W１＋b１]mT
u (２)

其中,eh为头节点h的向量表示,mT
u 为用户向量表示eu的非线

性变换;mu＝ReLU(euW
~

１＋b
~
１),其中W

~
１∈Rd×d,W１∈R２d×d,

b
~
１∈R１×d,b１,b

~
１分别表示权重矩阵和偏置向量.

给定h的每个相邻实体的系数,计算其嵌入的线性组合,

以获得h的局部邻域嵌入:

ec
l
h ＝ ∑

t∈c
l
h

αu(h,r,t)et (３)

将实体h的嵌入和局部邻居嵌入ec
l
h
聚合,生成h的局部

上下文信息:

cl
h＝tanh[(eh||ec

l
hW２＋b２] (４)

其中,W２∈R２d×d,b２∈R１×d分别代表权重矩阵和偏置向量.

３．２　非局部上下文

HKR探索非局部上下文信息主要包括 ３ 部 分 (见 图

１(b)):嵌入层、注意力嵌入传播层和信息聚合层.

３．２．１　嵌入层

知识图嵌入是一种将实体和关系参数化为向量表示的有

效方法.本文中使用 TransR方法[２２],将图中的三元组通过

er
h＋er≈er

t来学习嵌入的每个实体和关系,其中eh,et∈Rd,

er∈Rk,er
h和er

t分别表示eh和et在r空间中的投影表示.因此,

对于给定的三元组(h,r,t),可信度得分定义如下:

g(h,r,t)＝‖Wreh＋er－Wret‖２
２ (５)

其中,Wr∈Rk×d是关系r 的转换矩阵,将实体从d 维实体空

间投影到k维关系空间.

３．２．２　注意力嵌入传播层

本文基于图卷积网络架构[２５]进行建模,沿着高阶连通性

递归传播嵌入;此外,利用图注意力网络[２６]的思想,生成级联

传播注意力权重来揭示这种连通性的重要性.以描述一个单

层为例,其由信息传播层、知识感知注意力层和信息聚合层３
个部分组成,讨论如何将其推广到多个层.

定义３(信息传播)　对于一个实体,使用Nh＝{(h,r,t),

(h,r,t)∈ }来表示三元组的集合,其中h是头实体.为了刻

画实体的一阶连通结构,计算了h的自我中心网络的线性

组合:

eNh ＝ ∑
(h,r,t)∈Nh

π(h,r,t)et (６)

其中,π(h,r,t)代表了每次在(h,r,t)上传播的衰减因子,表示

有多少信息经过关系r从h传播到t.

定义４(知识感知注意)　通过关系注意机制来实现π(h,

r,t),具体定义如下:

π(h,r,t)＝(Wret)Ttanh((Wreh＋er)) (７)

使用tanh[２７]作为非线性激活函数,使注意力分数依赖于eh

和et在关系r空间中的距离.之后采用softmax函数归一化与

６６ ComputerScience 计算机科学 Vol．４９,No．８,Aug．２０２２



h连接的所有三元组的系数:

π(h,r,t)＝ exp(π(h,r,t))
∑

(h,r′,t′)∈Nh

exp(π(h,r′,t′)) (８)

最终的注意力得分可以为选择邻居节点提供指导.与

GCN[２５]和 Graphsage[２６]将两个节点之间的损失率设置为１/

|Nh||Nt|或１/|Nt|相比,HKR不仅利用了图的近邻结构,

还指定了不同邻居的重要性.特别地,与仅以节点表示作为

输入的图注意力网络不同,本文对节点之间的关系进行建模,

在传播过程中聚集更多信息.

３．２．３　信息聚合层

本节将实体表示eh及自我表示注意网络eNh
聚合为实体h

的新表示cg
h＝f(eh,eNh

),通过以下两种聚合器实现.

(１)GCN聚合器[１２]将两种表示形式相加,并使用了非线

性变换:

fGCN＝LeakyReLU(W(eh＋eNh
) (９)

此处激活函数设置为LeakyReLU;W∈Rd′×d是可训练权

重矩阵,用于提取传播时有用的信息,d′用于变换大小.

(２)图形聚合器将两种表示串联起来进行非线性转换:

fGraphSage＝LeakyReLU(W(eh‖eNh
)) (１０)

其中,‖是串联操作.

由于 Graphsage在模型训练好之后可以对新加入网络中

的节点进 行 推 理,有 效 避 免 节 点 特 征 需 要 重 新 训 练 的 问

题[２７],因此本文使用 GraphSage聚合器实现聚合.之后,在

得到节点的局部特征cl
h和非局部特征cg

h后,经过 MLP函数变

换得到最终的局部上下文表示cl′
h 和非局部上下文表示cg′

h .

定义５(高阶传播)　堆叠更多传播层以收集更高阶邻居

的信息,此处实体可递归地表示为:

e(l)
h ＝f(e(l－１)

h ,e(l－１)
Nh

) (１１)

其中,实体h在自我网络内的信息传播定义为:

e(l－１)
Nh ＝ ∑

(h,r,t)∈Nh

π(h,r,t)e(l－１)
t (１２)

其中,e(l－１)
t 是之前的信息传播步骤中产生的实体t的表示,存

储来自于其l－１跳的邻居信息,e(０)
h 是eh的初始信息传播迭

代,有助于实体h在l层的表示.因此,嵌入传播过程能捕捉

到高阶连通性.

使用与式(４)中相同的聚合器参数,给定h在知识图谱中

局部和非局部上下文的嵌入,通过学习每个维度的权重,使用

门控机制聚合两部分的嵌入.

ch＝σ(ω)☉cl′
h ＋(１－σ(ω))☉cg′

h (１３)

其中,ω∈R１×d是可学习向量,σ(☉)表示sigmoid函数.由于

项目是知识图谱中的特殊类型实体,考虑到知识图谱中局部

上下文cl
i和非局部上下文cg

i ,使用式(１３)来计算项目i的上下

文嵌入ci.然后将ei和ci连接起来,以此来获取项目i的上下

文表示qi＝(ei‖ci).

３．３　模型优化和预测

本文使用个性化排序常用的优化方法 BayesianPersoＧ
nalizedRanking(BPR)来学习 HKR的模型参数,其可以生成

更高的排名分数.将BPR损失函数定义如下:

LBPR＝ ∑
(u,i＋ ,i－ )∈O~

－logσ(yui＋ －yui－ ) (１４)

其中,O
~
由负采样构成,对于每一个(u,i)∈O,随机抽取５个项

目.由于需要学习 KG中实体和关系的嵌入,设计了基于知识

图谱的正则化损失.具体来说,对于每一个三元组(h,r,t)∈
D,首先通过定义以下分数描述头实体h和尾实体t在潜在空

间关系r中的距离:

sr(h,t)＝‖eh－ert‖２
２ (１５)

然后定义正则化损失函数:

LKG＝ ∑
(h,r,t,t′)∈D

~
logσ(sr(h,t)－sr(h,t′)) (１６)

对于每个(h,r,t)∈D,D
~
是通过随机抽样得到的.在潜

在空间中,实体h与其直接相连的邻居t之间的距离应小于

其与h不直接相连的实体t′之间的距离.通过求解以下目标

函数来学习模型参数:

min
Θ

LBPR＋λ１LKG＋λ２‖Θ‖２
２ (１７)

其中,Θ代表层次粒化知识图谱推荐算法中的所有参数,λ１和

λ２是正则化参数.上式由梯度下降算法来解决.

在 HKR的实现过程中,从一个目标实体h的邻域cl
h中随

机抽取S个邻居,从用户u的历史项目I＋
u 中抽取N 个历史项

目,计算式(１)的注意力权重.该方法可以使每个小批量的计

算模式固定,并提高计算效率.

４　实验设计与分析

本文将所提算法与其他通用的推荐算法在两个真实的大

规模数据集上进行比较和横向分析,并为算法设置不同的参

数来进行纵向分析,以验证本文所提框架 HKR的有效性.

４．１　数据集和测评指标

本实验基于 MovielensＧ１M 和 BookCrossing两个公共数

据集,由于数据具有稀疏性,本文将 BookCrossing数据集上

的所有评级都视为隐式反馈[２３,２５,３０],在 MovielensＧ１M 数据集

中将大于４的评分视为隐式反馈.这些数据集的知识图谱是

由 MicrosoftSatori构建的,只保留了整个知识图谱中置信度

大于０．９的三元组[２５].表１列出了这些实验数据集的统计

数据.

表１　实验数据集统计

Table１　Statisticsofexperimentaldataset

＃Users ＃Items ＃Interactions ＃Density/％ ＃Entities ＃Relations ＃Triples

MovielensＧ１M ６０３６ ２３４７ ３７６８８６ ２．６６ ７００８ ７ ２０７８２

BookCrossing １７８６０ １４９６７ ６９８７６ ０．０２６ ７７９０３ ２５ １５１５００

　　本文在衡量推荐性能时,对于实验中的每个数据集,随机

选取６０％的用户项目交互进行模型训练,选取２０％的交互进

行参数调整,剩下２０％的交互用作测试数据.在信息检索

中,TopＧN 推荐任务通常采用类似的评估指标,本实验使用

前K 个精准率(P＠K)、前 K 个召回率(R＠K)和前 K 个点

击率(HR＠K)作为评估指标.在实验中,设置 K 的值为１０
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和２０.对于每个指标,首先根据测试数据计算每个用户的准

确度,然后给出所有用户的平均准确度.

HKR的潜在空间维度d从{８,１６,３２,６４,１２８}中选择,在

模型训练中,随机选取{２,５,８,１３,１８,３６}作为实体本地邻居

的数量S和用户的历史项目数量N,正则化参数λ１和λ２从

{１０－６,１０－５,１０－４,１０－３,１０－２}中选择,学习率η设定为１０－４.

所有方法的最佳超参数由验证数据的性能决定.

４．２　基线模型

本实验使用tensorflow 实现,使用 Adam 优化器学习模

型参数.将 HKR与以下模型进行比较.

(１)CFKG[４]:将多类型用户行为和项目知识图谱集成到

统一的图中,并使用 TransE[２８]学习实体嵌入.

(２)RippleNet[２３]:利用知识图谱信息,沿着以历史项目为

基准的路径,在实体集合上传播用户偏好.

(３)MKR[２４]:一种使用知识图谱嵌入来辅助推荐的多任

务特征学习方法.

(４)KGNNＧLS[２９]:将 GCN应用在知识图谱上,通过传播

和聚合项目的邻居信息来计算项目的嵌入.

４．３　与传统推荐算法比较

层次粒化知识图谱推荐方法基于 MovieLens数据集与

４种对比算法进行比较.图２表明:对于P＠１０和R＠１０两

项评测指标而言,HKR的性能明显优于其他４种模型;当评

测指标相同时,K 值为１０的性能优于 K 值为２０的性能.与

CFKG相比,层次粒化知识图谱推荐算法具有较好的推荐准

确性,这是由于CFKG算法主要是通过结合传统协同过滤和

基于知识图谱嵌入构建而成,没有融入实体的邻居信息.

RippleNet算法以与用户交互过的历史项目为基准,进行用户

偏好传播,由于没有考虑模型中不同组件的不同重要性,因此

准确性不高.KGNNＧLS算法是端到端的可训练框架,利用

知识图谱捕获用户和项目之间的关系,但是在聚合高阶邻域

信息方面没有明显优势.HKR算法不仅融合了局部和非局

部上下文信息,而且在捕获局部上下文信息时加入了注意力

机制,在捕捉非局部上下文信息部分通过堆叠多个注意力嵌

入传播层来有效地捕获协同信号.HKR 算法在 BookCrosＧ

sing数据集上与其他４种算法的性能比较如图３所示.尽管

知识图谱在 BookCrossing数据集上非常稀疏,HKR 算法仍

具有较好的推荐效果.当评测指标相同时,K 值为１０的性能

明显优于K 值为２０的性能.

图２　Movielens数据集上不同模型的性能比较

Fig．２　PerformancecomparisonofdifferentmodelsonMovielens

dataset

图３　BookCrossing数据集上不同模型的性能比较

Fig．３　PerformancecomparisonofdifferentmodelsonBookCrossing

dataset

４．４　消融分析

通过消融研究分析层次粒化知识图谱推荐算法变体的性

能.１)HKRw/dL代表从原始模型中删除了局部上下文嵌入,
仅将非局部上下文嵌入作为最终嵌入,即将式(１３)中的σ(ω)
设置为０;２)HKRw/dN代表从原始模型中删除了非本地上下

文嵌入;３)HKRw/dU代表删除了局部上下文信息中用户的嵌

入,即删除式(２)中的mu.
表２列出了 HR＠１０的消融分析准确率.以 HR＠１０的

推荐 准 确 率 为 例,HKR 的 表 现 始 终 优 于 HKRw/dL 和

HKRw/dN,这表明知识图谱的本地和非本地上下文对于推荐

结果都很重要.HKR取得了比 HKRw/dU 更好的性能,表明

用户特定的图形注意力机制比普通的注意力机制更适合于个

性化推荐.HKRw/dN的性能略优于 HKRw/dL,表明在推荐中

非局部上下文信息对局部上下文信息起着补充作用,即在提

高推荐系统准确性方面,局部上下文信息更重要.

表２　消融分析准确率

Table２　Ablationanalysisaccuracy
Dataset HKRw/dL HKRw/dN HKRw/dU HKR

MovielensＧ１M ０．６５３８ ０．６６０２ ０．６６１３ ０．６６５４
BookCrossing ０．１３８４ ０．１３９５ ０．１３２６ ０．１４７７

４．５　重要参数对模型的影响

HKR包含一些重要的参数,在 MovielensＧ１M 数据集上

进行实验,验证了３个参数的性能影响.

(a)S (b)N

(c)λ１

图４　在 MovielensＧ１M 数据集上 HKR的参数调整

Fig．４　HKRparameteradjustmentonMovielensＧ１Mdataset

如图４(a)所示,控制其他参数为定值,改变实体本地邻

居的数量 S,当 S 为 ８ 时,HR＠１０ 取 得 了 最 好 的 性 能.
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同理,控制其他参数为定值,改变历史项目数量 N 和正则化

参数λ１,当 N 和λ１分别取１３和１０－３时,HR＠１０取得最好的

性能,实验结果如图４(b)和图４(c)所示.
结束语　本文针对知识图谱应用于推荐系统,提出一种

新的层次粒化知识图谱推荐方法.该方法首先对知识图谱的

局部上下文和非局部上下文进行层次粒化,分别学习两部分

细粒度的用户特征表示;然后基于门控机制结合局部和非局

部的属性节点嵌入,来学习用户和项目之间的潜在特征;最
后,将细粒度的特征融合用于推荐.大量的实验结果证明了

HKR在推荐效果方面的有效性.
此外,层次粒化知识图谱推荐算法可以有效地学习不同

层次粒度间的注意力权重,但是由于多层的注意力机制融合

会提高算法复杂度,因此,未来的工作将进一步探索知识图谱

应用于推荐系统的相关理论知识以及利用图神经网络等来构

造异质网络的表征学习方法进行特征抽取.
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