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摘　要　股票走势预测是经典且具有挑战性的任务,可帮助交易者做出获得更大收益的交易决策.近年来,基于深度学习的股

票走势预测方法的性能得到明显提升,但现有方法大多仅依托于股票价格的历史数据来完成走势预测,无法捕捉价格指标之外

的市场动态规律,在一定程度上限制了方法的性能.为此,将社交媒体文本与股票历史价格信息相结合,提出了一种基于深度

跨模态信息融合网络(DCIFNet)的股票走势预测新方法.DCIFNet首先采用时间卷积操作对股票价格和推特文本进行编码,

使得每个元素对其邻域元素都有足够的了解;然后,将结果输入到基于transformer的跨模态融合结构中,以更有效地融合股票

价格和推特文本中的重要信息;最后,引入多图卷积注意力网络从不同角度描述不同股票之间的相互关系,能够更有效地捕获

关联股票间的行业、维基和相关关系,从而提升股票走势预测的精度.在９个不同行业的高频交易数据集上实施走势预测和模

拟交易实验.消融实验及所提方法与用于股票预测的多管齐下的注意力网络(MANＧSF)方法的比较结果验证了 DCIFNet方

法的有效性,准确率达到了０．６３０９,明显优于领域内代表性方法.
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Abstract　Stocktrendprediction,asaclassicandchallengingtask,canhelptradersmaketradingdecisionsforgreaterreturns．

Recently,deeplearningrelatedmodelshaveachievedobviousperformanceimprovementonthistask．However,mostofthecurＧ

rentdeeplearningrelatedworksonlyleveragethehistoricaldataonstockpricetocompletethetrendprediction,whichcannot

capturethemarketdynamicsotherthanpriceindicators,thushavinganaccuracylimitationtoacertainextent．Tothisend,this

papercombinessocialmediatextswithstockhistoricalpriceinformation,andproposesanoveldeepcrossＧmodalinformationfuＧ

sionnetwork(DCIFNet)forstocktrendprediction．DCIFNetfirstutilizestemporalconvolutionoperationstoencodestockprices

andtwittertexts,sothateachelementcanhavesufficientknowledgeofitsneighborhoodelements．Then,theresultsarefedinto
atransformerＧbasedcrossＧmodalfusionstructuretofusestockpricesandimportantinformationinTwittertextsmoreeffectively．

Finally,amultiＧgraphattentionconvolutionalnetworkisintroducedtodescribetheinterrelationshipsamongdifferentstocks,

whichwellcapturestheindustry,wikiandcorrelationrelationshipamongrelatedstocks,leadingtotheaccuracyimprovementof

stockprediction．WehaveperformedtrendpredictionandsimulatedtradingexperimentsonhighＧfrequencytradingdatasetsin

ninedifferentindustries,andablationstudiesaswellascomparedexperimentswithmultiprongedattentionnetworkforstock

forecasting(MANＧSF)demonstratetheeffectivenessoftheproposedDCIFNetmethod．Inaddition,withtheoptimalaccuracyof

０．６３０９,itobviouslyoutperformsrepresentativemethodsonthestockpredictionapplication．
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１　引言

股票市场是一个高风险和高收益的市场,通过对股票走

势进行预测可以有效规避未来风险,帮助投资者获得更大的

收益.尽管股票价格可以由所有已知信息解释,但是由于股

票市场的波动性和多变性,投资者很难准确地做出有利可图

的交易决策.大数据时代的到来使得股票预测问题受到了更

多的关注,但传统的统计学习方法很难从海量的数据信息中

挖掘出股票的长期依赖关系.近年来,随着计算机处理单元

并行处理能力的提升和深度学习技术的发展,基于深度学习

的股票预测方法很快显现出其性能优势,并逐渐成为该领域

的研究热点.

然而,现有的深度学习股票预测方法大多数是基于股票

的价格时间序列和技术指标进行分析[１],存在无法及时对市

场变化做出快速反应[２]和捕捉价格指标之外的市场动态规

律[３]的缺点.研究人员发现,引入不同来源的数据,如能够帮

助投资者更好地了解市场波动和变化趋势的社交媒体文本内

容,有望对股票趋势进行更准确的预测.另一方面,组合不同

来源的数据可以使得数据库更多样化,有助于提高金融专家

系统的性能[４].但是,现有的研究主要关注来自不同来源的

股票相关数据子集,不能捕捉不同模态数据的重要性,以及不

能推断和解码共同导致股票价格波动的潜在驱动因素.如何

组合不同模态的数据对股票走势进行预测仍然具有很大的挑

战性.一种典型的思路是将多个信息源特征连接成一个复合

特征向量,然而随着向量维度的增加,模型效果可能会受到维

度诅咒影响[５].因此,Sawhney等探索了基于双线性融合推

特文本输入和价格输入的股票预测[６].但是,基于双线性融

合的方法通过计算外积的方式得到信息融合后的表示,忽略

了不同来源的数据重要程度不同的问题,显然无法适用于描

述来自两个不同模态的文本和价格之间的交互关系.

为了解决以往不同来源的数据组合带来的维度诅咒和忽

略不同来源的数据重要程度不同的问题,本文提出使用跨模

态模型架构[７],通过一个并行的多头注意力模块融合来自不

同模态的信息.另一方面,由于以往的股票走势预测大多将

股票作为独立的个体,割裂了与市场中其他股票的相互影响

的关系,从而导致股票预测精度不佳,为此考虑引入图卷积方

法使得在股票预测时能够考虑其他相关股票信息,从而通过

扩充股票信息输入来提升股票走势预测的准确率.综合以上

考虑,本文提出了一种基于深度跨模态信息融合网络的股票

走势 预 测 方 法 (DeepCrossＧmodalInformationFusion NetＧ
work,DCIFNet),从股票历史价格信息与推特文本信息中动

态提取股票变化趋势的潜在数据,利用推特文本来获得用户

对于股票的情绪特征,提高股票走势预测的准确性和稳定性.

在具体实施上,DCIFNet首先使用时间卷积分别提取来自股

票价格数据和推特文本的信息表示,使得每个元素对其邻域

元素都有足够的了解;然后,将结果输入到基于transformer
的跨模态融合结构中,更有效地融合股票价格和推特文本的

重要信息;最后,使用多图卷积注意力网络来捕获股票之间的

多种相互关系.在９个不同行业的高频交易数据集上模拟交

易实验,结果验证了 DCIFNet方法的有效性.

本文的主要贡献如下:
(１)提出了一种基于深度跨模态信息融合网络 DCIFNet

的股票走势预测新方法,该方法充分利用来自不同模态的股

票信息,解决了来自不同模态、不同重要性的信息组合问题,

推断和解码共同导致股票价格波动的潜在驱动因素.
(２)DCIFNet引入时间卷积来更好地提取股票价格数据

和社交媒体文本的信息特征,进而使用跨模态transformer信

息融合架构来选择性地完成两类信息特征的有机融合,最后

提出多图卷积注意力网络来表征股票间的多种相互关系,整
体上可有效提升股票价格预测的精度.

(３)采用包含９个行业高频交易的股票数据和推特文本

数据进行实验.消融实验及所提方法与领域内代表性方法的

比较结果验证了 DCIFNet方法的有效性,其在股票走势预测

任务上展现了准确率高、模拟投资风险低和收益高等优点.

２　相关工作

在股票价格预测研究中,根据所关注的数据信息类型不

同可分为两类方法:一类是技术分析法,另一类是基本分析

法.尽管本文是技术分析法与基本分析法的结合,但更着重

于基本分析法.
(１)技术分析法

技术分析法着重于处理金融领域的历史价格数据[８Ｇ９]、股
市指数[１０]等数字特征,如随机指标、移动平均线指标和未成

熟随机值指标等[１１].所采用的技术方法模型主要有线性模

型方法,如广义自回归异方差模型[１２];机器学习方法,如逻辑

回归和支持向量机[１３];以及近年来流行的深度学习方法,如
长短期记忆模型[１４Ｇ１５]和卷积神经网络[１６]等.

(２)基本分析法

基本分析法充分利用股票外部市场历史数据进行股票预

测,如推特文本[３]、新闻文本[１７]等,解决了传统技术分析方法

无法揭示价格指标之外市场动态规律的问题.随着深度学习

技术不断发展,实现和测试新的深度学习模型也变得更加容

易.此外,新闻文本或推特数据的收集也为股票预测提供了

新的数据来源.因此,更多人把目光转向基本分析方法,使用

在线文本内容进行股票预测.Ding等提出了一种基于事件

驱动进行股票走势预测的深度学习方法.市场模拟结果表

明,基于事件驱动的股票预测系统比以前报告的基于上证

５００指数股票历史数据训练的系统盈利效果更好[１８].同时,

一些研究者开始把目光转向结合技术分析和基本分析的股票

预测.根据 Nikfarjam 等的观点:新闻内容是影响市场的最

重要因素之一,考虑新闻因素影响的市场行为分析能够得到

更精确的预测效果,从而给投资者带来更多有利可图的交

易[１９].Wu等利用了来自推特社交媒体的即时文本信息,发
现由于推特文本具备传播即时、可高度概括信息,并且在很大

程度上保留了用户对股票情绪的特点,使得融合推特文本的

９２１程海阳,等:基于深度跨模态信息融合网络的股票走势预测



模型股票走势预测效果能够得到明显提升[２０].
基本分析的另一种思路是结合图关系来改进技术分析,

通过股票间的相互关系扩充输入.现有的股票预测方法在很

大程度上将股票视为彼此之间相互独立,没有考虑股票(或公

司)之间的丰富关系,如两只股票属于同一行业且两家公司有

供应商Ｇ客户关系[２１].Deng等提出从财经新闻中提取结构化

事件,并利用知识图谱中的外部知识来获得事件嵌入,然后将

事件嵌入表示和历史价格序列结合在一起进行股票趋势预

测,能使得模型更快地对市场的突然变化做出反应[２].Chen
等建议在进行股价预测的同时纳入目标公司关联公司信息的

影响,通过应用于该图的节点嵌入方法学习每个公司的分布

式表示,能够对股市做出更准确的预测[２２].还有其他使用图

关系的方法,如图神经网络[２３].也有方法通过注意力机制对

不同的股 票 关 系 进 行 加 权,进 一 步 改 进 了 图 神 经 网 络 方

法[２４],提升了模型性能.
不同于现有方法,DCIFNet方法不仅融合来自不同模态

的信息输入,同时也通过不同股票公司间的相互关系扩充输

入来提升模型性能,从而实现更优的股票价格预测精度.

３　问题定义

本节主要介绍股票价格预测研究中涉及的两个问题定

义:股票预测中的价格走势表示和股票走势预测中动态变化

的股票价格表示.
问题定义１　股票价格预测通过在回望窗口Δd中的股

票价格、股票价格上下文以及推文信息预测股票s∈[１,n]在
第d天的价格走势Yd.为此,可将股票价格走势预测问题定

义为二进制运动问题[２５],其中１表示上涨,０表示下跌,具体

如下:

Yd＝
０, pm

d ＜０

１, pm
d ≥０{ (１)

其中,m 是注释性符号,表示移动变化百分比;pm
d 是第d 天收

盘价相对于前一天收盘价的变化百分比,d∈[１,D].
问题定义２　股市是动态的,股票的涨跌是由价格的连

续变化而不是股票价格的绝对值组成.针对基于股票价格上

下文的股票走势预测研究,可定义 股 票 价 格 上 下 文Cd 如

下[２５]:

Pd＝[pm
d ,po

d,ph
d,pl

d,pc
d] (２)

Cd＝
０, d＝０
Pd/Pd－１－１, d≥１{ (３)

其中,po
d,ph

d,pl
d 和pc

d 分别是第d 天标准化的开盘价、最高

价、最低价和收盘价,pm
d 是收盘价变化百分比.它们共同组

成股票的价格矩阵Pd.通过比较第d天的价格矩阵Pd 和第

d－１天的价格矩阵Pd－１,得到对应元素的增长率作为股票价

格上下文矩阵Cd.

４　方法介绍

本节主要介绍本文提出的基于深度跨模态信息融合网络

的股票走势预测方法,首先对 DCIFNet的整体架构进行描

述,进而详细介绍 DCIFNet中涉及的主要模块结构.

４．１　整体架构

DCIFNet通过融合来自不同模态的信息输入实现更精确

的预测,将股票价格、股票价格上下文和推特文本作为网络输

入,在核心模块上提出使用时间卷积编码模块、基于transＧ
former的跨模态融合模块和多图卷积注意力网络模块,分别

实现信息编码、信息融合和信息关联,其整体框架如图１所

示.DCIFNet的信息编码模块相应地分为两个子模块.其中

价格信息编码模块用于学习固定回望窗口Δd内每只股票的

上下文表示Xc
d∈Rw 和股票的价格表示Xp

d∈Rw,使得每个元

素对其邻域元素有足够的了解,并进行规范化,用于股票价格

和价格上下文数据的特征编码实现;文本信息编码模块则利

用通用句子编码器(UniversalSentenceEncoder,USE)来提

取股票文本的嵌入表示,再通过与获得价格信息编码相同的

方法从回望窗口 Δd中获得文本编码表示Xt
d∈Rw,用于推特

文本的特征编码实现.在信息融合阶段,将由信息编码模块

得到的不同模态信息表示分别输入信息融合模块,将通过股

票价格表示模块P 得到的股票价格表示Xc
d、股票上下文表示

模块C得到的股票上下文表示Xp
d 和推文表示模块T 得到的

推文表示Xt
d 输入跨模态transformer模型,融合处理后得到

Xf
d∈Rw,其中Xf

d ＝F(Xc
d,Xp

d,Xt
d).进而,在信息关联模块

中,为了使模型能够利用股票之间的相关性,将融合后的信息

输入关联模块.来自融合模块融合后的信息表示Xf
d 经过多

图卷积注意力模块,引入公司之间不同的相互关系,并结合注

意力模块判断不同相互关系的重要性,得到输出Zf.最后,经
过节点分类模块,得到股票价格的涨跌预测结果.

图１　DCIFNet示例图

Fig．１　SchematicdiagramofDCIFNet
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４．２　信息编码

(１)价格信息编码

股市是动态的,股票的涨跌是由价格的连续变化而非股

票价格的绝对值组成,因此融合股票上下文Xc
d 进行走势预

测.一维时间卷积方法Conv()可以确保输入序列每个元

素对其邻域元素有足够的了解[７],从而帮助进行股票走势预

测.首先通过Conv()对回望窗口为Δd内的股票价格和股

票上下文进行处理,由于批归一化层BN()可以将越来越

偏的分布拉回到标准化的分布,从而使梯度加大,加快收敛速

度,避免梯度消失[２６],因此,我们通过BN()进行规范化.

然后,分别得到处理完的第d天股票价格表示Xp
d 以及价格上

下文表示Xc
d.

Xp
d＝BN(Conv(Pd－Δd,Pd－Δd＋１,,Pd－１)) (４)

Xc
d＝BN(Conv(Cd－Δd,Cd－Δd＋１,,Cd－１)) (５)

其中,[Pd－Δd,Pd－Δd＋１,,Pd－１]表示回望窗口为Δd 天内的

股票价格矩阵;[Cd－Δd,Cd－Δd＋１,,Cd－１]表示相应时间点的

股票价格上下文矩阵.

(２)文本信息编码

在使用推文进行股市预测时,其不仅传达了事实数据,还

描绘了用户对股票的情绪[２７].股票每天的文本矩阵Td－１是

由可变的数量为n的推特文本td－１,n组成,并且每天的文本数

量和文本长度均不一致,用于将一个句子映射到固定长度的

向量表示,达到方便后续预测任务的目的.根据以往的经验,

使用 USE的深度平均网络编码器变体生成的句子级嵌入在

当前股票走势预测任务上实现了最好的结果[６].因此,使用

USE对在回望窗口Δd天内的推特文本[Td－Δd,Td－Δd＋１,,

Td－１]进行编码得到股票文本表示.后续处理过程类似于股

票价格处理,将经过 USE得到文本的嵌入表示输入一维时间

卷积 层 Conv()中 进 行 特 征 提 取,再 通 过 批 归 一 化 层

BN()进行规范化,得到第d天归一化后的文本表示Xt
d.

Xt
d＝BN(Conv(Td－Δd,Td－Δd＋１,,Td－１)) (６)

４．３　信息融合

为了解决来自不同模态的信息长度不同、重要性不同的

问题,已有研究探索了跨模态融合方法,但这些研究提取文本

情绪特征的能力有限.此外,模型获取目标股票趋势与日常

社交文本之间相关性的能力也较弱,因此现有模型在信息融

合上的效果仍差强人意[２０].根据已有的在对齐和非对齐多

模态时间序列的综合实验证明,基于多模态transformer的信

息融合方法可取得最好的结果[７].为此,DCIFNet也采用多

模态transformer的信息融合架构,并改进了模块间注意力的

计算方式以更好地融合价格和文本中的重要信息,并将其命

名为跨模态多头注意力(CrossＧmodalMultiＧheadAttention)

模块,如图２所示.具体来说,对来自不同模态α和β的输入

Xα 和Xβ 分别经过LN()归一化层,以减少在深度神经网络

中包括其他标准化阶段的训练时间[２８],然后输入跨模态多头

注意力层CMβ→α
l,mul,计算不同模态α和β之间的跨模态注意力,

再经过归一化层LN()和前馈层f(),最后输出经过l层

跨模态信息融合层信息融合后得到的结果Xβ→α
l .

图２　跨模态信息融合模块

Fig．２　CrossＧmodalinformationfusionmodule

跨模态模型信息融合的整个过程如下:

Xβ→α
０ ＝Xα

０

X
∧
β→α
l ＝CMβ→α

l,mul(LN(Xβ→α
l－１),LN(Xβ

０))＋LN(Xβ→α
l－１) (７)

Xβ→α
l ＝fθ

i
β→α

(LN(X
∧
β→α
l ))＋LN(X

∧
β→α
l )

其中,Xβ→α
０ 表示第０层跨模态融合模型的输入,用Xα

０ 表示;

X
∧
β→α
l 表示分别来自不同模态α 和β 的输入Xα 和Xβ 经过第

l∈[０,L]层 跨 模 态 融 合 的 结 果,跨 模 态 多 头 注 意 力Yα ＝

CMβ→α
l,mul()定义如下:

Yα ＝CMβ→α
l,mul(XαXβ)

＝softmax Qα (Kβ)T

dk

æ
è
ç

ö
ø
÷Vβ

＝softmax
XαWQα(XβWKβ)T

dk

æ
è
ç

ö
ø
÷XβWVβ (８)

其中,Qα 是来自α模块的查询矩阵,Kβ 和Vβ 分别是来自β模

块的键矩阵和值矩阵,它们的矩阵维度都为dk;WQα ,WKβ 和

WVβ 分别是将Qα,Kβ 和Vβ 投影到低维空间上的权重矩阵.此

后,可使用传统的transformer来提取时间维度信息.

４．４　信息关联

传统的衡量股票间相关性的方法大多是基于股票历史价

格数据之间的相似性,而忽略了公司之间的业务关系.为此

研究人员利用企业知识图谱嵌入来系统地考虑上市股票公司

之间的各种类型关系[２９],但大部分现有方法只考虑了一个图

关系,与公司关系来自多个不同维度的实际情况不符[３０].在

中国市场的两个股票指数上的研究结果表明,融合多个图关

系的股票预测模型优于只使用单个图关系的模型[３１].因此,

本文在图卷积网络基础上,提出在信息关联阶段使用多图卷

积注意力网络新模块.其中多个图关系邻接矩阵分别为行业

关系邻接矩阵AI
i,j、维基关系邻接矩阵AW

i,j和 Pearson相关[３２]

关系邻接矩阵AP
i,j.在行业关系邻接矩阵AI

i,j中,如果股票公

司i和j处于同一个行业,则AI
i,j为１,否则为０;在维基关系邻

接矩阵AW
i,j中也是如此,如果在维基百科信息中表明股票公司
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i和j有联系,则AW
i,j为１,否则为０;邻接矩阵AP

i,j代表的PearＧ

son系数用于衡量Xi 和Xj 的线性相关程度,其值介于－１与

１之间,Pearson系数关系如下:

AP
i,j＝

１, i＝j

∑
i,j

(Xi－X
－
i)(Xj－X

－
j)

∑
i,j

(Xi－X
－
i)２ (Xj－X

－
j)２

,i≠j

ì

î

í

ï
ï

ï
ï

(９)

其中,Xi 和Xj 分别代表股票公司i和j的历史价格矩阵,X
－
i

和X
－
j 表示股票公司i和j的价格均值.

多图卷积注意力网络的结构类似于经典的图卷积神经网

络架构[３３],它使得进行在股票预测时能够利用其他相关公司

的信息.融合后矩阵为Xf＝[Xf
１,,Xf

n],所提出的L１层图

卷积神经网络可以用下列公式表示:

A
~
i,j＝Ai,j＋IN

D
~
i,i＝∑

n

j
A
~
i,j

H(l１＋１)＝σ(D
~ －１

２A
~
　D

~ －１
２H(l１)W(l１))

(１０)

其中,A
~
i,j表示增加自连接的无向图矩阵;IN 是单位矩阵;D

~
i,i

是A
~
i,j的度数矩阵;D

~ －１
２A

~
D
~ －１

２ 是对矩阵A
~
i,j做对称归一化;

W(l１)是第l１∈[０,L１]层可训练的权重矩阵;H(l１)是第l１ 层的

激活矩阵,本文定义H(０)＝Xf,并且Zg＝H(L１)作为在图关系g
的条件下得到的最后的图输出;σ()是激活函数,在这里,使

用 ReLU激活函数模型来增加模型表达非线性数据的能

力[３４].

为比较各个图关系邻接矩阵之间的重要性,更好地利用

多个图关系,进一步引入了注意力模块.

αa＝ exp(ZaWq)
∑
a
exp(ZaWq)

Za＝αaZa

Zf＝∑
a
Za

(１１)

其中,W 和q都是可训练的参数,Za 表示经过图卷积神经网

络得到的股票信息扩展表示,αa 表示第α∈[１,g]幅图关系的

注意力因子,表示逐元素相乘,最后得到模型信息关联处理

完的信息表示Zf.再将Zf 输入节点分类网络,得到模型走势

预测输出.

５　实验分析与比较

本节将详细介绍 DCIFNet方法的实验验证情况.首先,

描述数据集和训练设置;其次,介绍所采用的评估指标;然后,

给出评估实验的基线设置和比较方法说明;最后,给出并分析

消融实验及本文方法与代表性方法的比较结果.

５．１　数据集和训练设置

采用公开的StockＧnet[２７]数据集进行方法的评估,该数据

集包含了２０１４－２０１７年间来自９个不同行业(基础材料、消

费品、医疗保健、服务、公用事业、企业集团、金融、工业产品和

科技行业)的高频交易股票数据.采用现有的此数据集常用

的划分方式[６,２７]对这个数据集进行划分,以７∶１∶２的比例划

分为训练集、验证集和测试集.其中,训练集用来训练模型,

验证集用来判断模型是否过拟合,测试集用来比较模型效果.

详细划分结果如表１所列.

表１　数据集划分结果

Table１　Datasetpartitionresults

Start End Dataset
２０１４/０１/０１ ２０１５/０７/３１ Trainingset
２０１５/０８/０１ ２０１５/０９/３０ Testset
２０１５/１０/０１ ２０１６/０１/０１ Validationset

将回望窗口长度设置为５,使用前５天的股票价格数据

和推特文本数据预测第６天的股票走势,并且使用收盘价移

动百分比作为标签.为了使正负样本数均衡,将移动百分比

大于等于０．５５％的样本设置为上涨,移动百分比小于等于

－０．５％的样本设置为下跌.此外,通过删除缺乏输入数据的

样本来调整交易日,确保每个交易日中的数据都可用.

使用两层图卷积神经网络组成多图卷积注意力网络,每

层图卷积神经网络的隐藏层大小设置为６４,USE将推特文本

编码成５１２维.此外,将自适应矩估计优化器学习率设置为

１×１０－３,并在５００个epoch上训练;同时,使用马修斯相关系

数(MatthewsCorrelationCoefficient,MCC)判断基于验证集

上预测的二元分类的质量,并以此作为早停函数的终止条件.

在批大小设置为６４的前提下,模型在 NVIDIA３０９０GPU 显

卡上运行完毕需要４h.

５．２　评估指标

除采用普遍使用的准确率(Accuracy,ACC)和 F１Ｇscore
指标外,还使用 MCC、累积日均回报率和夏普率[３５]指标来评

估所提方法的性能.其中,MCC使模型避免因数据不均衡产

生偏差,只有当预测在４个混淆矩阵(真阳性 TruePositive,

TP、假阴性 FalseNegative,FN、真阴性 TrueNegative以及

TN和假阳性FalsePositive,FP)类别中都获得良好结果时,

才会产生高分,与数据集中正元素的大小和负元素的大小成

比例[３６],即:

MCC＝ TP∗TN－FP∗FN
(TP＋FP)(TP＋FN)(TN＋FP)(TN＋FN)

(１２)

为了验证方法在金融交易市场中的表现,使用累积日均

回报率和夏普率来评估其在测试集上的表现.使用多空投资

策略(按照预测的股票上涨的概率对所有的股票进行排名,排

名前k只股票对应最有可能上涨的股票,排名后k只的股票

对应最有可能下跌的股票)对排名前k的股票做多头,对排名

后k的股票做空头.由２k只股票组成的多空投资组合[３７Ｇ３８]

日回报率为:

Returnd＝∑
i∈K

predicti,d∗Pm
i,d (１３)

其中,K 代表２k只股票组成的股票集,Pm
i,d代表股票i第d 天

价格相对于前一天价格变化百分比组成的矩阵.predicti,d∈
[－１,０,１]表示模型预测的股票涨跌,predicti,d为－１代表模

型预测该股票i在第d 天极有可能下跌,因此对其进行卖出

操作;predicti,d为１代表模型预测该股票i在第d 天极有可

能上涨,因此对其进行买入操作;如果predicti,d为０,则在第

d天不对股票i进行任何买入或者卖出操作.

夏普率是衡量投资组合对其风险的回报,代表投资者
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每承受一单位风险而额外获得的收益.本文通过计算投资组

合的回报率Returna 均值和标准差的比值,来计算夏普率:

SharpeRatioa＝mean[Returna]
std[Returna]

(１４)

５．３　实验基线及所有比较方法说明

为验证模型中各个模块的有效性,对各个模块分别进行

了消融实验,消融实验包括关键模块、不同关系和不同输入３
部分实验内容.

(１)首先,使用 MANＧSF的简易版实现[６],采用缺少图关

系数据集的 MANＧSF∗ (GRU＋BIL＋GAT)作为基线模型.

其次,分别在原有 MANＧSF∗ 模型的基础上只改进一个模块

来进行３组模块的消融实验:将信息编码模块的不同股票关

系提取方法从原来的分层时间注意变成一维时间卷积(Conv＋

BIL＋GAT);将信息融合模块的双线性信息融合方法改成跨

模态信息融合方法(GRU＋MultiＧmodalTrans＋GAT);将信

息关联模块的图注意力方法改成多图卷积注意方法(GRU＋

BIL＋MultiＧGCN).然后,在基线模型的基础上分别组合上

述两个改进后的模块得到３组不同的消融实验:组合替换为

一维时间卷积方法和多图卷积注意方法的(Conv＋BIL＋

MultiＧGCN)、组合替换为一维时间卷积方法和跨模态信息融

合方法的(Conv＋MultiＧmodalTrans＋GAT)和组合替换为

多图卷积注意方法和跨模态信息融合方法的(GRU＋MultiＧ

modalTrans＋MultiＧGCN).最后,得到替换所有模块的模型

DCIFNet(Conv＋MultiＧmodalTrans＋MultiＧGCN).

(２)为验证不同图关系给模型带来的效果提升,在 DCIFＧ

Net模型的基础上使用不同图关系得到了４组消融实验,训

练了提出的模型:只使用维基关系图的DCIFNet模型(G_WiＧ

ki)、只使用行业关系图的 DCIFNet模型(G_Industry)和只使

用以往价格 Pearson系数关系图的 DCIFNet模型(G_PearＧ

son).此外,为了对比使用不同图关系先验知识带来的效果

提升,本文还训练了一组只使用可训练的动态生成图关系的

DCIFNet模型(G_DYN).

(３)在所有模块达到最好性能的情况下,讨论使用不同类

型数据输入对模型走势预测性能的影响.DCIFNet(I_text)

表示使用文本输入,而 DCIFNet(I_price)和 DCIFNet(I_conＧ

tent)也有类似的含义,分别表示只使用股票价格输入和股票

价格上下文输入的情况.

此外,为比较不同模型的差异,将 DCIFNet模型和现有

的代表性模型进行比较,对比模型如下:

HAN[３]:使用混合新闻级注意力层和时间注意力层使得

模型能够根据新闻顺序以及相关程度来预测股票趋势.

StockＧnet[２７]:使用日间和跨天注意力使得模型能够合理

利用不同时间段的社交媒体文本和价格信息来编码,并且使

用变分自动编码器从编码的市场信息中推断导致股票价格波

动的潜在驱动因素.

HATS[２４]:有选择地聚合不同关系类型的信息,并将信

息添加到每个公司的股票表示中.

MANＧSF[６]:用于股票预测的多管齐下的注意力网络,通

过循环神经网络以分层时间注意的方式实现了不同公司之间

股票关系的提取,并通过双线性方法融合来自金融数据、社交

媒体文本之间的关系,最后使用图注意力方法获得相关股票

公司的信息.

MANＧSF∗ :是 MANＧSF在缺少图关系数据集情况下的

简易版模型.

５．４　实验结果

(１)模块消融实验

表２列出了上述模块消融实验的结果.从表中可知,只

改进一个模块的消融实验中,每个消融实验相对于基线模型

的性能都得到了提升,证明了模块的有效性.首先,将信息融

合模块由双线性信息融合方法改成跨模态信息融合方法

(GRU＋MultiＧmodalTrans＋GAT),模型预测效果有些许提

升,低于其他所有单个模块消融实验效果,说明在不改变股票

预测的信息编码方式和信息关联方式的前提下,仅以不同方

式融合不同模态信息对模型效果的提升帮助有限.原因是在

模型信息编码模块和信息关联模块不变的情况下,模型融合

模块只能以固定的信息表示进行融合,并且融合后的信息只

能通过固定的图关系进行扩充,限制了模型信息融合的效果,

从而导致模型效果提升有限.其次,将信息编码模块由原来

的分层时间注意方法变成一维时间卷积方法(Conv＋BIL＋

GAT)后,模型提升的效果略高于替换信息融合模块,由此证

明了一维时间卷积方法在提高处理信息输入能力和增进信息

之间相互了解上的有效性.最后我们发现,将信息关联模块

中图关系 注 意 力 方 法 替 换 为 多 图 卷 积 注 意 方 法 (GRU＋

BIL＋MultiＧGCN)的消融实验得到了最好的结果,这表明融

合其他图关系的股票走势预测模型在保证信息输入可靠性的

情况下最大程度地扩充了股票相关信息,从而使得模型能够

取得更好的预测结果.

表２　模块消融实验结果对比

Table２　Comparisonofexperimentalresultsofmoduleablation

Illustrate
Coding
module

Fusion
module

Associationmodule ACC F１Ｇscore MCC

MANＧSF∗ GRU BIL GAT ０．５３４０ ０．４７５３ ０．０３４０

Replaceamodule
Conv BIL GAT ０．５５１４ ０．５４９８ ０．１１５４
GRU MultiＧmodalTrans GAT ０．５５０５ ０．５３３７ ０．１０３４
GRU BIL MultiＧGCN ０．５７８２ ０．５７７２ ０．１６１１

Replacetwo
modules

Conv BIL MultiＧGCN ０．５９４４ ０．５８６０ ０．１８７９
Conv MultiＧmodalTrans GAT ０．５３８３ ０．５０１１ ０．０５５５
GRU MultiＧmodalTrans MultiＧGCN ０．６０５８ ０．６０５２ ０．２１５９

DCIFNet Conv MultiＧmodalTrans MultiＧGCN ０．６３０９ ０．６２３８ ０．２６３０
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　　在将上述模块进行两两组合的消融实验中,组合信息编

码模块的一维时间卷积方法和信息融合模块的跨模态信息融

合方法(Conv＋MultiＧmodalTrans＋GAT)的结果最差,结合

单个模块消融实验来看,改变模型信息编码模块和信息融合

模块只能对模型预测效果带来些许提升.这是因为在固定图

关系的情况下,模型不能很好地扩充信息输入表示,从而进行

更好的预测.此外,通过组合信息融合模块的跨模态信息融

合方法和信息关联模块的多图卷积注意方法(GRU＋MultiＧ

modalTrans＋MultiＧGCN)以及组合信息编码模块一维时间

卷积方法和信息关联模块多图卷积注意方法(Conv＋BIL＋

MultiＧGCN)都取得了较好的结果,这更加证实了通过关联其

他相关公司的信息来扩充模型信息输入表示,能够提升模型

预测效果.这与单个模块消融实验中,替换信息关联模块取

得了单个模块消融实验中的最好结果是一致的.此外,３个

模块进行组合的消融实验,也就是最终的 DCIFNet(Conv＋

MultiＧmodalTrans＋MultiＧGCN)的效果优于其他所有的模

块消融实验.同时,两个模块组合的消融实验结果大部分优

于单个模块消融实验结果,验证了模块组合的有效性.

(２)不同关系图消融实验

为验证不同图关系输入对模型预测股票涨跌结果的影

响,使用不同图关系输入进行消融实验.由于所有的预定义

关系矩阵都依赖于该领域的先验知识,为了弥补这一不足,本

文探索了基于自动学习动态矩阵图关系的消融实验,结果对

比如表３所列.由表可知,只使用自动学习动态矩阵图关系

(G_DYN)的模型效果最差,由此证明了选择股票关系的有效

性.使用行业关系图(G_Industry)的模型预测效果最好,准
确率超过了现有的其他消融实验模型,并且相关系数指标结

果和F１Ｇscore结果均高于使用维基关系(G_Wiki)和 Pearson
相关关系(G_Pearson)的 DCIFNet模型.这是因为行业关系

图清楚地表示了股票公司的行业关系,从行业的角度扩充了

股票信息,使模型能够更好地了解同行业股票价格变化的公

共因素,提高预测效果.此外,融合３种股票关系的模型结果

优于任何一种只使用单个图关系的模型,证明了融合多个图

关系对模型股票走势预测的必要性.

表３　使用不同关系图的消融实验结果对比

Table３　Comparisonofablationexperimentresultsusingdifferent

graphs

Model ACC F１Ｇscore MCC
DCIFNet(G_DYN) ０．５７８２ ０．５７８１ ０．１５６３

DCIFNet(G_Pearson) ０．６０６１ ０．５８１６ ０．２２４３
DCIFNet(G_Wiki) ０．６１３２ ０．６０８１ ０．２２５４

DCIFNet(G_Industry) ０．６１３２ ０．６１３２ ０．２２７１
DCIFNet ０．６３０９ ０．６２３８ ０．２６３０

(３)不同输入消融实验

为了验证不同输入信息对模型预测结果的影响,对比只

输入推特文本(I_text)、只输入价格信息(I_price)和只输入价

格上下文信息(I_content)的模型预测结果,如表４所列.由

表可知,只使用文本输入的模型预测效果好于随机策略,表明

文本内容可以反映股民情绪从而反映股票价格的变化趋势.

此外,利用股票价格上下文输入相比推特文本输入和价格输

入能够取得最好的预测效果,验证了本文提出的股票上下文

对股票走势预测的有效性.融合股票价格、股票价格上下文

和推特文本输入的模型好于所有只使用单类信息输入的情

况,取得了最好的效果,证明了通过融合不同来源的数据来使

数据库多样化,有助于提升模型预测性能.

表４　使用不同输入的消融实验结果对比

Table４　Comparisonofablationexperimentresultsusingdifferent

inputs

Model ACC F１Ｇscore MCC
DCIFNet(I_text) ０．５５１１ ０．５４７２ ０．０９９０
DCIFNet(I_price) ０．５７０２ ０．５２００ ０．１５６８

DCIFNet(I_content) ０．５９５８ ０．５９１４ ０．１８９８
DCIFNet ０．６３０９ ０．６２３８ ０．２６３０

(４)与代表性方法的比较结果

为了对比其他代表性方法和 DCIFNet模型的实验结果,

在数据集StockＧnet上进行对比,结果如表５所列.该对照实

验包含了近几年利用历史价格和推特文本预测股票走势的几

组对照模型,在股票走势预测领域,DCIFNet模型在准确率、

相关系数和 F１Ｇscore中都表现出了最好的性能,超过了其他

已有模型的结果,证明了 DCIFNet模型在股票走势预测领域

的有效性.

表５　不同基线模型实验结果对比

Table５　Comparisonofdifferentbaselineexperimentalresults

Model ACC F１Ｇscore MCC
HAN[３] ０．５７２０ ０．５７６０ ０．０５２０

StockＧnet[２７] ０．５８２３ ０．５８２０ ０．０８０７
HATS[２４] ０．５６００ ０．５６２０ ０．１１７０
MANＧSF[６] ０．６０５０ ０．６０８０ ０．１９５０
MANＧSF∗ ０．５３４０ ０．４７５３ ０．０３４０
DCIFNet ０．６３０９ ０．６２３８ ０．２６３０

为了验证模型在金融市场交易的实用性,本文通过模拟

股票多空交易来比较本文模型和其他模型的收益能力,结果

如图３所示.由图可知,在k取值相同的情况下,本文提出的

DCIFNet模型比 MANＧSF∗ 模型获得的收益更高.

图３　多空策略模拟交易的收益比较结果

Fig．３　ComparisonbasedonlongＧshortstrategytosimulatebenefits

oftrading

如图３所示,不论k的取值大小如何,MANＧSF∗ 模型的

初始预 测 效 果 都 优 于 DCIFNet模 型.但 随 着k 值 增 大,

DCIFNet模型的效果开始迅速提升并超越了 MANＧSF∗ 模

型,随后一直保持优于 MANＧSF∗ 模型的状态.这是因为

DCIFNet模型提升了长期有效记忆的能力,从而带来了更好

的预测效果.从结果可以看出,本文提出的 DCIFNet模型通

过信息编码模块来编码各个模块的信息,使得内部元素都能

够了解其他邻域元素;然后通过信息融合模块,融合了不同
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模块之间的信息;最后通过信息关联模块使得模型能够利用

其他相关股票公司信息,扩展了模型信息输入,并使得元素之

间尽可能相互了解,从而提升了模型预测效果.

图４给 出 了 在 获 得 同 等 收 益 的 情 况 下,本 文 提 出 的

DCIFNet模型与 MANＧSF∗ 模型的夏普率对比情况.由结果

可知,DCIFNet模型进行交易时承担的风险更小.

图４　模型使用多空策略模拟交易的夏普率

Fig．４　ModelsimulatestheSharperatioofatradeusinga

longＧshortstrategy

结束语　本文创新地提出了一种基于深度跨模态信息融

合网络的股票走势预测方法.该方法引入社交媒体、股票价

格和股票公司关系的数据,通过时间卷积方法学习不同模态

的信息表示,提出改进的跨模态transformer融合模型学习来

自不同模态间信息的融合表示,然后通过提出的多图卷积注

意力网络来加强股票间多类型关系以更好地预测股票价格.

在真实数据集上进行了详细的消融实验与对比实验,结果表

明了深度跨模态信息融合网络在股票价格预测上的有效性.

其在股票走势预测任务上展现出了准确率高、模拟交易风险

低和收益高等优点.在以后的工作中,将融合其他来源的数

据来捕捉市场动态,以此提升模型的预测性能;另一方面,提

出更为有效的多模态数据融合方法与关系关联模型也是未来

研究的一个方向.
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