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摘　要　多视图多标签学习作为一种广泛应用于图像分类、文本挖掘和生物信息学等多个领域的机器学习和数据挖掘技术,正

受到研究者们的广泛关注.在此框架下,样本通常由多个视图进行表征,并且可以同时关联到多个标签.尽管已有大量方法被

提出,但许多方法未能充分整合先验信息来提升学习性能,这往往导致预测性能不尽如人意.针对这一问题,文中提出了一种

新的多视图多标签学习方法,称为融入标签相关性先验的多视图多标签学习(MultiＧviewmultiＧlabelLearningwithLabelCorreＧ

lationPriors,MERIT).该方法在无标签的训练数据的情况下,仅利用标签相关性先验作为弱监督信息来获取多标签预测模

型,从而减少对大量标注数据的依赖.它不仅能自适应地调整不同视图的权重,还能最小化样本相似性与标签相似性之间的差

异,从而更准确地描述同一组样本间的相似性.在８个多视图多标签数据集上的实验结果表明,与同类方法相比,MERIT展现

出了更优越的性能.
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Abstract　MultiＧviewmultiＧlabellearning,asawidelyusedmachinelearninganddataminingtechniqueinfieldssuchasimage
classification,textmining,andbioinformatics,isreceivingextensiveattentionfromresearchers．Inthisframework,samplesare
typicallyrepresentedbymultipleviewsandcanbeassociatedwithmultiplelabelssimultaneously．Althoughmanymethodshave
beenproposed,manyofthemfailtofullyintegratepriorinformationtoenhancelearningperformance,whichoftenleadstounsaＧ
tisfactorypredictionperformance．Aimingatthisissue,thispaperproposesanew multiＧview multiＧlabellearningmethodcalled
multiＧviewmultiＧlabellearningwithlabelcorrelationpriors(MERIT)．Intheabsenceoflabeledtrainingdata,thismethodacquires
amultiＧlabelpredictionmodelbyusingonlytheprioroflabelcorrelationsasweaksupervision,therebyreducingthedependence
onalargeamountofannotateddata．Itnotonlyadaptivelyadjuststheweightsofdifferentviewsbutalsoaccuratelycharacterizes
thesimilarityamongsamplesofthesamegroupbyminimizingthediscrepancybetweensamplesimilarityandlabelsimilarity．ExＧ

perimentalresultson８ multiＧview multiＧlabeldatasetsshowthatMERITexhibitssuperiorperformancecomparedtosimilar
methods．
Keywords　MultiＧviewmultiＧlabel,Labelcorrelation,Samplesimilarity,Priorinformation,AutoＧweightedstrategy
　

１　引言

多视图多标签数据集[１]指每个样本具有多个视图,并且

在每个视图中一个样本可以有多个标签.相比传统的单视图

学习,多视图数据提供了不同角度的数据,数据来源更加丰

富,不同的视图之间能够提供互补信息.若采用合适的方法

将不同视图的数据进行整合,则能够提高分类器性能,给出较

为准确的预测结果.多标签数据区别于以往的多类别数据,



多类别数据指每个样本属于多个类别中的某一类,数据的标

签通常用序号１,２,３􀆺或者oneＧhot向量来表示;而多标签数

据则指每个样本可以同时属于多个类别,因此数据标签经常

用０,１来表示样本是否属于该类别.

近年来,多视图多标签问题在各领域引起了诸多关注.

比如,在图像分析中,可以使用多标签图像分类器对新上传的

图像进行标注,以方便基于文本的搜索引擎进行检索[２];在信

号处理中,信号同时存在于时域和频域两个不同的视图中,通

过对信号进行多标签分解,可以更全面地描述其特性,从而加

深对信号的理解[３];在文本分类中,一篇文章同时属于多个主

题,因此可以为文章赋予多个标签[４].

然而,由于多视图多标签数据的复杂性,其分析面临诸多

挑战.目前,标签获取难和标签含噪的问题普遍存在,因此数

据对应的标签数据获取较难.WSMLLC[５]方法提出将标签

相关性作为先验信息,为单视图数据预测标签,但该方法只能

处理单视图数据,未能扩展到多视图.因此,本文提出仅利用

标签相关性作为先验信息,为多视图数据构建一种不依赖于

有标记数据的多标签预测模型.

针对多视图多标签数据处理中的问题,本文提出以下解

决方案:１)将历史信息与当前信息进行结合,不仅能挖掘两者

之间的联系,还能充分利用这些先验信息对当前信息进行处

理,从而提高预测的准确性和效率;２)由于标签获取难度较

大,为多视图数据分配多标签的任务变得复杂,因此若能使用

历史场景中提供的标签相关性,则能减少对大量标注数据的

依赖;３)若平等地分配每个视图的权重,可能会忽略不同视图

的实际影响,相反,如果为每个视图分配不同的权重,则能更

好地评估它们对最终结果的贡献.

为此,本文创造性地提出了一个融入标签相关性先验的

多视图多标签学习(MERIT)方法,与先前提出的多视图多标

签学习方法相比,该方法具有两个优势.一方面,MERIT使

用历史的标签相关性信息作为先验知识,为多视图数据集预

测对应的标签,在一定程度上缓解了对有标签数据的依赖;另

一方面,MERIT在描述样本相似度时分别从视图角度和标签

角度进行衡量,这种方法综合了样本特征和标签信息,能更全

面地评估样本间的相似性.

综上所述,本文提出的 MERIT方法能挖掘出数据中的潜

在规律和结构,具有广泛的应用前景.本文的主要贡献如下:

１)提出了一种融入标签相关性先验的多视图多标签学习

框架,其利用易于获取的标签相关性作为先验知识来指导学

习过程,能够实现不依赖于有标记数据的多视图多标签预测.

２)分别从视图角度和标签角度描述样本间的相似性,不

仅能够更全面地理解数据,而且当这两种描述的相似性一致

时,可以增强模型对数据关系的解释能力.

３)MERIT通过为不同的视图分配动态权重,能够更加精

确地衡量各个视图对预测结果的贡献.在优化过程中,该方

法能够自适应地调整这些权重,使其在迭代过程中持续优化

权重分配,从而实现预测性能的最优化.

４)设计了多组实验,将本文方法与当前具有代表性的

６种多标签方法进行对比.从多个评估模型性能的指标结果

来看,本文方法显著优于其他同类方法.

２　相关工作

２．１　多标签学习

多标签学习的目的是预测一个样本所属的多个类别.与

单标签学习不同,每个样本可以有多个标签,在多标签学习

中,通常使用一个向量来表示标签集合,其中每个元素表示样

本属于该类别的概率或得分.多标签学习的目标是最小化预

测误差和提高标签之间的关联性.根据利用标签相关性的方

式,现有的多标签学习方法大致可分为３类[６]:一阶策略、二

阶策略以及高阶策略.

一阶策略假设标签之间是相互独立的,简单地将多标签

问题转换为多个单标签分类问题,如文献[７]提出的二元相关

性(BinaryRelevance,BR)算法,该算法为每个标签独立地训

练一个分类器,又如LIFT[８]首先对每个标签的正例和负例进

行聚类分析,构造每个标签特有的特征,然后通过查询聚类结

果进行训练和测试,但一阶策略在模型构建时没有考虑到标

签之间的相关性.二阶策略考虑标签之间的成对关系来处理

多标签学习任务,LPLC[９]利用局部正负成对标签相关性,试

图为所有训练样本的真实标签找到与其正负相关的类标签;

JFSC[１０]考虑成对标签相关性来同时学习共享特征和标签特

异性特征,并在学习到的低维数据表示上同时构建多标签分

类器.高阶策略则利用所有类标签或者类标签子集之间的关

系[１１],考虑了所有其他标签对每个标签的影响,如 GCC[１２]用

标签空间扩充原始特征空间并将其聚类成组,然后分别学习

每组中的标签依赖图,并在每组特定的标签依赖图上构建分

类器链.

本文方法将先验信息融入学习过程,采用的是二阶策略.

与一阶策略相比,该方法不仅考虑了单个标签的信息,还利用

了标签之间的相关性.具体来说,它通过成对地分析标签之

间的关系,从而在考虑标签相互依赖的同时,避免了高阶策略

可能带来过高计算复杂度的问题.这种方法旨在平衡性能提

升与计算成本之间的关系,使得在多标签学习任务中能够更

高效地处理标签间的相互作用.

２．２　多视图多标签学习

在多视图多标签学习中,每个样本可以用多个视图来表

示,并且该样本可同时属于多个类别标签.多视图多标签学

习应用范围广泛,成为近年研究的热点.当前的多视图多标

签方法分为３类,即前期融合、后期融合以及中期融合.

前期融合指在特征层面将来自不同视图的特征直接合

并,然后应用分类器进行学习,例如lrMMC[１３],ICM２L[１４],

iMVWL[１５]中均使用了该技巧.lrMMC首先通过矩阵分解

寻找所有视图的低维共同表示,然后通过矩阵补全的方法预

测未知样本的类标签;ICM２L 是一种基于个性和共性的方

法,采用集成策略作出预测.然而,不同的视图可能具有不同

的数据分布,这些方法将多个视图投影到统一的子空间中,却

难以保证不同视图间信息的充分利用;iMVWL则同时从具

有弱标签、局部标签相关性、预测器的不完全视图的子空间

中,学习一个共享子空间.

后期融合则是在决策层面进行融合,即每个视图单独学

习一个分类器,然后将这些分类器的决策进行融合,例如

９５盛思柔,等:融入标签相关性先验的多视图多标签学习



MLCT[１６],MLSO[１７],MMP[１８]在视图上分别采用不同的分类

器得到最终的结果.MLCT利用共同训练方法,通过标签共

现信息来处理多标签类别不平衡问题;MLSO为每个视图构

建一个支持向量机分类器;MMP同时探讨视图异质性和标

签异质性.但由于这些方法为每个视图都构造一个单独的分

类器,因此方法的复杂性相应增加.

中期融合在模型的训练过程中进行,通常在不同的学

习阶段或者不同的模型层上进行,较常见于深度方法.例

如 Radhika等[１９]提出在卷积层上进行中期融合可以取得

更好的效果;CRBSP[２０]运用深度学习方法,结合中期融合

策略,进行更为灵活的融合位置选择,将预测任务转化为

二分类问题.

本文采用的是中期融合策略,该方法既没有一开始就将

所有视图直接进行拼接,也没有首先单独为每个视图构建分

类器再将分类器融合,而是先区分了不同视图的影响,并且与

构建分类器的过程同时进行.因此,与前期融合方法不同,后

者仅基于一个共享的表征来构建分类器,忽略了视图之间的

差异性;同样,与后期融合方法不同,其仅为每个视图单独构

建分类器,未能有效地整合视图之间的联合信息.图１给出

了本文利用标签相关性先验信息的示例.

注:图中,(a)为山＋水＋房屋＋草地;(b)为山＋水＋云;(c)为山＋云＋草地;(d)为山＋房屋＋云＋草地;(e)为山＋云;场景１表示

历史场景中的多标签图像数据集;场景２表示当前场景的多标签数据集.

图１　利用标签相关性先验信息示例

Fig．１　Exampleofusinglabelcorrelationpriors

３　融入标签相关性先验的多视图多标签学习

３．１　符号与定义

一般来说,对于矩阵A＝(aij)n×n,它的第i行第j列元素

记为aij,第i行元素记为ai􀅰 ,第j列元素表示为a􀅰j.给定数

据集X＝{Xv}mv＝１,其表示具有n个样本及m 个视图的多视图

数据集.而Xv∈Rn×dv 为第v个视图的特征空间,其中dv表示

第v个视图的维数,d表示所有视图的维数之和.

本文的目标就是在给定数据集X∈Rn×d以及历史标签相

关性矩阵B∈Rc×c的前提下,且当数据的标签矩阵Y∈Rn×c未

知的情况下,通过 MERIT模型得出样本的标签指示矩阵T∈
Rn×c,其中的元素tik≥０表示将第i个样本分配给第k 个类别

的标签置信度,并且记ti＝[ti１,ti２,􀆺,tic]T 为第i个样本在

每个类别上的标签置信度.表１列出了本文使用的符号及对

应的含义.

表１　符号说明

Table１　Symbolnotations

符号 含义

n 样本数

v 视图索引

m 视图数

dv 第v个视图的维数

d 多视图数据的总维数

c 标签数

X 数据矩阵

Xv 第v个视图的数据矩阵

α 视图权重向量

S 样本相关性矩阵

B 标签相关性矩阵

T 标签指示矩阵

T
~ 规范化的标签指示矩阵

３．２　模型与方法

３．２．１　自适应调整视图权重

在多视图场景中,一个样本可以由多个不同的视图来表

示,如果这些视图能合理地组合到一起,那么最终结果的准确

性将会得到提升.

对于多视图数据集X,将不同视图的样本相似度结合起

来组成一个样本相关性矩阵S∈[０,１]n×n,它能与所有数据

点建立起联系,因此样本间相似的概率可以用S表示.一般

来说,样本间的距离用‖x(v)
i －x(v)

j ‖２
２表示,而距离接近的样

本点应当有更大的相似性,因此sij与样本xi和xj间的距离应当

具有负相关关系.如式(１)所示,其中λ１用来控制权重分布,

第２项是为了防止得出最接近xi的样本点概率为１而其他样

本点概率为０的平凡解[２１].其中α＝[α(１),α(２),􀆺,α(m)]T是

视图权重向量,λ１是调整所有视图权重分布的参数.

min
S,α
　∑

m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij＋β‖s‖２
F

s．t．∀i,j,sT
i１＝１,sij≥０{ (１)

３．２．２　先验信息

计算类别相似性通常用tT
itj点乘的形式,但这种方法将

每个标签视为独立的,没有考虑到标签之间的相关性[２２].对

于没有共同标签的样本,点乘形式赋予类别的相似性为０,但

如果它们所分配的类别之间有密切关系,而两者没有共同标

签,它们仍然可以具有强相关关系.

因此,对于历史信息中多视图数据集对应的多标签矩阵,

本文引入先验的标签相关性矩阵B＝(bkl)c×c来表示标签之间

的相似性,采用余弦相似度计算,元素bkl≥０代表两类标签之

间的相似性.不再以简单的点乘形式来表示标签相似性,而

将标签相关性以加权的形式表示,即用tT
iBtj来表示.对于
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样本xi与xj,我们期望从多视图数据中获取的样本相似性与

从标签角度来衡量的相关性尽可能接近,即sij≈tT
iBtj,即求

解如下优化问题:

argmin
T

∑
n

i,j＝１
(sij－ ∑

c

k,l＝１
tikbkltlj)２

s．t．tik≥０;i,j＝１,􀆺,n;k,l＝１,􀆺,c{ (２)

将两项结合,得到的目标函数如式(３)所示:

min
S,T,α

　∑
m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij＋λ２ ∑
n

i,j＝１
(sij－

　 ∑
c

k,l＝１
tikbkltlj)２

s．t．∀i,j,sij,tik,α≥０,sT
i１＝１,αT１＝１

i,j＝１,􀆺,n;k,l＝１,􀆺,c;v＝１,􀆺,m

ì

î

í

ï
ï
ï

ï
ï
ï

(３)

３．２．３　模型描述

本文提出利用标签相关性的多视图多标签模型,即先通

过多视图数据集X,将每个视图上的样本相似度矩阵组合得

到一个共有的样本相似性矩阵S,同时考虑样本间距离与相

似度之间的负相关关系,并且为不同视图赋予权重向量α＝
[α(１),α(２),􀆺,α(m)]T,在优化过程中自适应调整视图权重以区

分不同视图对分类效果的影响;接着把从历史信息中获取的

标签相关性作为先验信息输入;最后利用从多视图数据集上

描述的样本相关性与从标签角度衡量的样本相似度的一致

性,建立一个多视图多标签模型.图 ２给出了 MERIT 算法

的流程.

图２　MERIT算法的描述

Fig．２　DescriptionofMERITalgorithm

３．３　模型求解

本文采用交替优化方法来优化目标函数,由目标函数可

知,需要优化的３个变量分别是S,α和T.在优化过程中,采

取交替迭代的方式进行更新.

３．３．１　固定α,T,求解S
简化目标函数式(３),即求解式(４):

min
S∈[０,１]n×n,sT

i１＝１
　∑

m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij＋

λ２ ∑
n

i,j＝１
(sij－ ∑

c

k,l＝１
tikbkltjl)２ (４)

为了将计算过程简化,将向量di的第j个元素记为dx
ij＝

∑
m

v＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２,此 时 的 优 化 问 题 转 变 为 求 解

式(５):

min
S

∑
n

i,j＝１
sij＋dx

ij

２λ２
－[TBTT]ij( )

２
(５)

其中,[TBTT]ij表示第i个样本与第j个样本之间的相似性,

是从标签角度来衡量的,并且记hij ＝dx
ij

２λ２
－[TBTT]ij.最终

将问题简化为:

min
S

∑
n

i,j＝１
(sij＋hij)２

s．t．sT
i１＝１;sij≥０{ (６)

该函数可以通过拉格朗日乘数法以及 KKT 条件来求

解,其中k为邻居数,设置为５.

sij＝ １
k

(１＋∑
k

j＝１
hij)－hij( ) ＋

(７)

由于第i个样本与第j个样本之间的相似度sij与sji是一

致的,因此需要保证S为对称矩阵,故对S进行对称化,采用

S＝(S＋ST)/２.

３．３．２　固定S,T,求解α
将与α无关的项剔除,此时的目标函数变为:

min
α≥０,αT１＝１

　∑
m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖xv

i－xv
j‖２

２sij (８)

式(８)的拉格朗日函数为:

L(α,η)＝∑
m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij－

η(∑
m

v＝１
α(v)－１) (９)

对α(v)求偏导并令其等于０,得:

α(v)＝
η

λ１ ∑
n

i,j＝１
‖x(v)

i －x(v)
j ‖２

２sij

æ

è
ç

ö

ø
÷

１
λ１－１

(１０)

由于对α有约束条件∑
m

v＝１
α(v)＝１,因此求解出的α为:

α(v)＝
(∑

n

i,j＝１
‖x(v)

i －x(v)
j ‖２

２sij)
１

λ１－１

(∑
m

v＝１
　 ∑

n

i,j＝１
‖x(v)

i －x(v)
j ‖２

２sij)
１

λ１－１

(１１)

３．３．３　固定S,α,求解T
将与T 无关的项剔除,即求解目标函数第２项的上界.

在式(１２)中,T
－

表示T在上一次迭代中获得的值.

∑
n

i,j＝１
(sij－ ∑

c

k,l＝１
tikbkltjl)２

　≤ ∑
n

i,j＝１
　 ∑

c

k,l＝１
　t－ikbklt－jl

[T
－
BT

－T]ij
sij－[T

－
BT

－T]ij
tikbkltjl

[T
－
BT

－T]ij
æ

è
ç

ö

ø
÷

２

　≤ ∑
n

i,j＝１
(s２

ij＋∑
c

l＝１
[T

－
BT

－T]ij[T
－
B]ilt

４
jl

t－jl
３－４∑

c

l＝１
sij[T

－
B]jlt－jl

lgtjl－２sij[T
－
BT

－T]ij＋４∑
c

k＝１
sijt－ik[BT

－T]kjlgt－ik) (１２)

对边界函数关于tjl 求导并令其等于 ０,得到的结果如

式(１３)所示:

tjl＝
∑
n

i＝１
sij[T

－
B]ilT

－４
jl

∑
n

i＝１
[T

－
BT

－T]ij[T
－
B]il

é

ë
êê

ù

û
úú

１
４

(１３)

最后,由于求出的T 矩阵中的值是未经规范化的,因此

需要对其进行归一化,以便用阈值对其作出判断.即:
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t
~
jl＝ tjl

∑
c

l＝１
tjl

,j＝１,􀆺,n;l＝１,􀆺,c (１４)

３．４　算法描述

MERIT的算法描述如算法１所示.

算法１　MERIT
输入:多视图数据集X;历史标签相关性矩阵B;阈值thresh＝１/c

输出:图权重向量α;通过式(１４)归一化得到标签指示矩阵T
~

初始化:

１．初始化样本相关性矩阵S

２．初始化视图权重向量α(v)＝１/m

３．随机初始化标签指示矩阵T

过程:

重复

１．固定α,T,通过式(７)更新S

２．固定S,T,通过式(１１)更新α

３．固定α,S,通过式(１３)更新T

直至收敛

判断

若t~ij＞thresh,则预测的标签为１,否则为０

１)https://mulan．sourceforge．net/
２)http://languagelog．ldc．upenn．edu/nll/
３)http://lear．inrialpes．fr/people/guillaumin/data．php
４)https://lms．comp．nus．edu．sg/wpcontent/uploads/２０１９/research/nuswide/NUSＧWIDE．html
５)http://www．flickr．com/

３．５　收敛性证明

证明:令

F(S,α,T)＝min
S,α,T

　∑
m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij＋

λ２ ∑
n

i,j＝１
(sij－ ∑

c

k,l＝１
tikbkltlj)２ (１５)

本文用S
－,T

－,α－ 表示上一步迭代得到的值,用S∗ ,T∗ ,α∗

表示当前步骤获得的最优解,此时:

S∗ ＝min ∑
m

v＝１
　 ∑

n

i,j＝１
(α(v))λ１ ‖x(v)

i －x(v)
j ‖２

２sij＋λ２ ∑
n

i,j＝１
(sij－

∑
c

k,l＝１
tikbkltlj)２ (１６)

因此有:

F(S∗ ,α－,T
－)≤F(S

－,α－,T
－) (１７)

F(S∗ ,α∗ ,T
－)≤F(S∗ ,α－,T

－) (１８)

F(S∗ ,α∗ ,T
－)≤F(S

－,α－,T
－) (１９)

最后证明T的更新不会增加目标函数的值,记为:

f(T)＝λ２ ∑
n

i,j＝１
(sij－ ∑

c

k,l＝１
tikbkltlj)２ (２０)

当前迭代中原函数放大后的项记为:

g(T,T
－)＝ ∑

n

i,j＝１
(s２

ij＋∑
c

l＝１
[T

－
BT

－T]ij[T
－
B]ilt

４
jl

t－３
jl
－

４∑
c

l＝１
sij[T

－
B]jlt－jllgtjl－２sij[T

－
BT

－T]ij＋

４∑
c

k＝１
sijt－ik[BT

－T]ijlgt－ik) (２１)

且∑
c

l＝１
[T

－
BT

－T]ij[T
－
B]ilt

４
jl

t－３
jl
＝(∑

c

k,l＝１
t－ikbklt－jl)２,取T＝T

－,即有:

g(T
－,T

－)＝f(T
－) (２２)

由于T∗ ＝argmin
T

g(T,T
－),因此

g(T∗ ,T
－)≤g(T

－,T
－)＝f(T

－) (２３)

f(T∗ )≤g(T∗ ,T
－) (２４)

f(T∗ )≤f(T
－) (２５)

即:

F(S∗ ,α∗ ,T∗ )≤F(S
－,α－,T

－) (２６)

因此,随着迭代次数的增加,目标函数是收敛的.

３．６　复杂度分析

１)空间复杂度分析.算法的主要空间开销为样本相

似度矩阵S、视图权重向量α、标签指示矩阵T,其空间复

杂度分别为 O(n２),O(m),O(nc),因此 MERIT 的空间复

杂度为 O(n２＋m＋nc).由于m,c≪n,因此算法的空间复杂

度为 O(n２).

２)时间复杂度分析.首先更新S的最主要计算为hij及

T
－
BT

－T,时间复杂度分别为 O(nd)及 O(nc２＋n２c),因此其计算

复杂度为O(nd＋nc２＋n２c);更新α主要在于其分母的更新,

因此其计算复杂度为 O(nd);更新T的主要计算在于矩阵T
－
B

T
－T的计算,因此复杂度为 O(nc２＋n２c).MERIT的时间复杂

度为 O(n２c).

４　实验分析

４．１　数据集及实验设置

４．１．１　数据集描述

本 文 在 cal５００１),emotions１),languagelog２),enron１),

scene１),pascal０７３),nus_wide_scene４),mirflickr５)共８个数据

集上进行了实验,这些数据集覆盖了多个领域.

其中,cal５００,emotions为音乐数据集,其在每首歌曲上

有多个特征视图,标签为音频表现的情绪;languagelog,enron
为文本数据集,它们来源于不同的文本内容,languagelog数

据集来源于语言论坛讨论,而enron数据集则与电子邮件通

信相关;scene,pascal０７,nus_wide_scene,mirflickr则是图像

数据集,一般包含颜色、距离等视图.其中scene数据集由自

然场景图像组成,其中每张图像都与一组标签进行人工关联.

对于pascal０７数据集,选择了其中具有代表性的 DenseHue,

Gist,RGB这３个视图,这些视图分别捕捉了图像的颜色、全

局结构和原始像素信息.nus_wide_scene选取全部视图,共

有５个,即CH,CM,CORR,EDH,WH,其标签为图像中出现

的物品类别.mirflickr数据集则选择了具有代表性的５个视

图,即 DenseHue,DenseSift,Gist,HarrisSift,Hsv,这些视图

综合了颜色、纹理、形状和结构等多种图像特征.数据集的描

述如表２所列.
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表２　实验数据集

Table２　Experimentaldatasets
数据集 样本数 视图数 标签数 维度数

cal５００ ８７ ２ １７４ [３４,３４]
emotions ２９７ ２ ６ [６４,８]

languagelog ７３０ ２ ７５ [５００,５０４]
enron ８５１ ２ ５３ [３００,７０１]
scene １２０４ ２ ６ [４９,２４５]

pascal０７ ４９８２ ３ ２０ [１００,５１２,４０９６]

nus_wide_scene ３３４０ ５ ３１
[６３,２２４,１４３,

７２,１２７]

mirflickr １２５００ ５ ３８
[１００,１０００,５１２,
１０００,４０９６]

４．１．２　评价指标

本文采用 MacroF１与 MicroF１两个评价指标,两者的值

越大,分类效果越好.

１)MacroF１
首先定义精确率与召回率两个概念.精确率表示在所有

模型预测为正类的样本中,实际上为正类的比例.而召回率

则表示在所有实际为正类的样本中,被模型正确预测为正类

的比例.两者的计算式分别为:

Precision＝ TP
TP＋FP

(２７)

Recall＝ TP
TP＋FN

(２８)

其中,TP 为真正例,FP 为假负例,FN 为假负例.

F１分数依赖于精确率和召回率,其计算式为:

F１＝２×Precision×Recall
Precision＋Recall

(２９)

因此宏观F１分数(MacroF１)的计算方式是先分别计算

每个类别的F１分数,然后对这些 F１分数取算术平均值,其
中C表示类别数量,F１i是第i个类别的F１分数,具体计算式

如下:

MacroF１＝１
C ∑

C

i＝１
F１i (３０)

２)MicroF１
TPi,FPi,FNi分别为第i个类别的真正例、假正例、假反

例分数量,则其对应的精确率、召回率分别表示为:

Precision＝
∑
C

i＝１
TPi

∑
C

i＝１
TPi＋∑

C

i＝１
FPi

(３１)

Recall＝
∑
C

i＝１
TPi

∑
C

i＝１
TPi＋∑

C

i＝１
FNi

(３２)

微观F１分数(MicroF１)的计算方式是将所有类的 TP,

FP,FN 汇总起来计算精确率和召回率,再用这些值来计算

F１分数:

MicroF１＝２×Precision×Recall
Precision＋Recall

(３３)

４．１．３　实验设置

本文将数据集分为两部分,一部 分 用 于 测 试,比 例 为

５０％;另一部分则作为监督方法的训练集或为多标签学习方

法提供标签相关性矩阵,在每个数据集上实验５次,并记录下

５次重复实验的均值和方差.对比实验设置如下:

１)WSMLLC[５]是一种弱监督多标签学习方法,该方法与

本文类似,第一种将标签相关性作为先验信息,但只在单视图

上做实验,因此将所有视图中效果最佳的记为 WSMLLCＧB;
另一种将所有视图拼成一个视图作为输入,将该实验的结果

记为 WSMLLCＧC.

２)ICM２L[１４]是一种多标签多视图方法,该方法利用多视

图多标签数据的共性和特性,并将其纳入到联合模型中,从而

改善分类性能.

３)McWL[２３]是基于矩阵完善的多视图弱标签学习方法,

旨在通过利用多视图的数据和弱标签信息来提高学习性能.

４)iMVWL[１５]是不完全多视图弱标签学习方法,该方法

在处理缺失标签方面表现出了卓越的性能.

５)有监督分类方法LIFT[８]是单视图多标签方法,因此本

文将该方法分成两种.第一种将视图分离,对每个视图单独

做实验,随后选取所有视图中效果最佳的作为实验结果,记为

LIFTＧB;另一种将所有视图拼成一个视图作为输入,将该实

验的结果记为LIFTＧC.

６)CNMF[２２]是采用非负矩阵分解的半监督多标签学习

方法,运用了标签相关性矩阵.该方法为单视图方法,因此将

所有视图拼接的结果记为CNMFＧC.

LIFT,ICM２L,McWL均是监督方法,因此将有监督分类

方法的训练集比例设置为５％;WSMLLC利用了标签相关性

先验信息,因此将用于计算标签相关性的历史标签比例设置

为５０％.

本文的参数λ１ 主要候选集为{１０－３,１０－２,１０－１,１,１０,

１０２,１０３},λ２则在{１．４,１．６,１．８,２,３}中调节,类别划分的阈

值z设定为１/C.对于其他对比实验,本文采用给定的默认

参数.

４．２　对比实验结果

为了验证本文方法的性能,本小节在８个多视图多标签

数据集上与 WSMLLCＧB,WSMLLCＧC,McWL,ICM２L,iMＧ

VWL进行了实验.在多标签学习的评价指标方面,本文采

用了２种评价标准:宏观平均F１分数(MacroF１)和微观平均

F１分数(MicroF１).这２个指标的数值越高,表明本文方法

的性能越优.不同数据表示下的 MacroF１和 MicroF１如表３
和表４所列.

表３　不同数据表示下的 MacroF１

Table３　MacroF１withdifferentdatarepresentations

数据集 WSMLLCＧB WSMLLCＧC ICM２L McWL iMVWL MERIT

cal５００
０．１５０７ ０．０４３７ ０．０５３６ ０．０５４１ ０．１１６５ ０．２３２０
０．０４２１ ０．０１１９ ０．００１０ ０．００１６ ０．００７９ ０．００２２

emotions
０．０８４５ ０．２５２８ ０．２９８４ ０．１５１０ ０．１９２２ ０．３７６１
０．０６４６ ０．０４２８ ０．０９３３ ０．００１２ ０．０６００ ０．００７８

languagelog
０．２０５８ ０．２１７９ ０．０６７５ ０．０８２５ ０．１９９２ ０．２７８８
０．００３６ ０．００３２ ０．０００５ ０．０３３８ ０．０１３８ ０．００２１

enron
０．０４８５ ０．０５０９ ０．０５９６ ０．０６３４ ０．０５９６ ０．１１０１
０．００３９ ０．００１２ ０．０００１ ０．００８４ ０．００００ ０．００１６

scene
０．２２３４ ０．２１４４ ０．２１２５ ０．０９３５ ０．２２７７ ０．２６２３
０．０１２３ ０．０１５４ ０．０８９３ ０．０００５ ０．０４３１ ０．００９２

pascal０７
０．１０５６ ０．１００６ ０．００９３ ０．０２０９ ０．０７３６ ０．１１８５
０．０００７ ０．００１３ ０．０００１ ０．０１５９ ０．００３４ ０．００１５

nus_wide_
scene

０．０８５５ ０．０８７３ ０．０１８６ ０．０１８６ ０．０８８６ ０．１６４２
０．００３６ ０．００２６ ０．０００１ ０．０００２ ０．００８３ ０．００３９

mirflickr
０．１４７７ ０．１３８９ ０．００９３ ０．０６１１ ０．００９３ ０．１７４１
０．０００８ ０．０００７ ０．００００ ０．０４７３ ０．０００１ ０．００１１

　注:第一行是均值;第二行是方差;加粗数据表示最佳结果;带下划线的数据

表示次优结果.

３６盛思柔,等:融入标签相关性先验的多视图多标签学习



表４　不同数据表示下的 MicroF１

Table４　MicroF１withdifferentdatarepresentations

数据集 WSMLLCＧB WSMLLCＧC ICM２L McWL iMVWL MERIT

cal５００
０．１７３０ ０．１５３９ ０．１８３４ ０．１８４５ ０．３７６３ ０．２３３８

０．０５７３ ０．０２１４ ０．００２０ ０．００３４ ０．０１６４ ０．００２２

emotions
０．２１４３ ０．２６８２ ０．４５２７ ０．３１０３ ０．３２７２ ０．３８２９

０．１４２８ ０．０４４１ ０．０８３０ ０．００３７ ０．０３５１ ０．００８９

languagelog
０．２２３８ ０．２３９０ ０．１８５７ ０．２４２９ ０．４４９５ ０．３０７６

０．００２９ ０．００３０ ０．００１１ ０．１２９１ ０．０１４８ ０．００２４

enron
０．０５４１ ０．０５７２ ０．０２２７ ０．０２２７ ０．０２２４ ０．１１２３
０．００３７ ０．００１６ ０．０００７ ０．０００１ ０．０００２ ０．００１８

scene
０．２２４１ ０．２１６５ ０．２９９７ ０．２１３８ ０．２４６５ ０．２６７９

０．０１２２ ０．０１５６ ０．０３１８ ０．００１３ ０．０３２７ ０．００８２

pascal０７
０．１１４５ ０．１０６３ ０．０５５３ ０．１０２３ ０．２１６４ ０．１３０７

０．００１３ ０．００１７ ０．０００４ ０．１０５３ ０．０１６６ ０．００１５

nus_wide_
scene

０．１０３８ ０．１０２６ ０．１０９１ ０．１０９２ ０．４４６６ ０．１６９５

０．００５０ ０．００４７ ０．０００６ ０．００１３ ０．０１５５ ０．００４１

mirflickr
０．１６６４ ０．１４９８ ０．０３９５ ０．２２４５ ０．０３９４ ０．２０２７

０．００１４ ０．０００７ ０．０００２ ０．１６８８ ０．０００２ ０．００２８

　注:第一行是均值;第二行是方差;加粗数据表示最佳结果;带下划线的数据

表示次优结果.

与单视图方法 WSMLLC相比,本文引入的自适应调整

视图权重,能更好地结合不同视图的信息,从而提升学习性

能;与有监督的多视图方法ICM２L,McWL,iMVWL相比,本

文采用的先验机制显著改善了学习效果,进一步说明了采用

先验信息的合理性,且本文方法仅利用先验的标签相关性,就

达到了其他利用有标记数据的监督方法的效果.

４．３　训练集比例对实验结果的影响

为了研究训练集比例对实验结果的影响,本文在emoＧ

tions,languagelog数据集上与单视图的 LIFTＧC,LIFTＧB两

种方法进行了对比实验.在实验中,将训练集比例设定在

５％~５０％之间,以５％为步长.

对比实验结果如图３所示,从图中可以看出,随着训练集

比例的提高,LIFT方法的表现也随之增强.这一结果验证了

在监督学习方法中,训练集比例的增加通常会带来更好的训

练效果.在emotions数据集的 MacroF１指标上,LIFTＧB方

法与 MERIT相交的点约为３０％,而在languagelog数据集上

相交的点约为１５％,即在该点处本文提出的方法与 LIFTＧB
相当,这一点显示出了 MERIT在利用先验信息进行多标签

分类上的优势.

(a)emotionsＧMacroF１ (b)languagelogＧMacroF１

图３　训练集比例变化结果

Fig．３　Comparativeexperimentalresultswithdifferenttrainingset

proportion

４．４　标签比例对实验结果的影响

为了研究计算标签相关性矩阵B 的样本比例对实验结

果的影响,本节在enron和 nus_wide_scene数据集上进行

实验,将 MERIT 与 同 样 采 用 了 标 签 比 例 的 单 视 图 方 法

WSMLLC和 CNMF进行了比较,并将所有视图按顺序组合

而成进行实验的结果记为 WSMLLCＧC 与 CNMFＧC,如图４
所示.

(a)enronＧMacroF１ (b)enronＧMicroF１

(c)nus_wide_sceneＧMacroF１ (d)nus_wide_sceneＧMicroF１

图４　标签比例变化比较结果

Fig．４　Comparativeexperimentalresultswithdifferentlabel

proportion

在enron和nus_wide_scene数据集的 MacroF１,MicroF１
数值上,调节计算标签比例的样本比例会对数据集产生一定

的积极影响,这是因为计算B 所使用的数据量有所增加,使
其更可能接近于训练数据中真实的标签相关性矩阵;此外,

MERIT比 WSMLLCＧC线条更为平稳,与其相比,在计算B
的样本比例上展现出了更强的鲁棒性.

４．５　迭代次数对目标函数的影响

本文在第２章中已经证明了目标函数的收敛性.为了进

一步研究迭代次数对目标函数收敛性的具体影响,本节进行

了相应的实验验证,即当连续两次迭代的目标函数差值小于

前一次迭代的目标函数差值时,就认为该算法已经收敛.
在emotions和nus_wide_scene数据集上,将迭代次数设

置为１~１０,并将每次迭代的目标函数值绘制在折线图上.
从图５中可以观察到,大约在第１０次迭代时,目标函数的值

开始趋于稳定,表明目标函数在大约第１０次迭代后基本收

敛.这一实验结果与理论证明的收敛性相吻合,验证了算法

在实际应用中的有效性.此外,这也提供了在实际操作中选

择合适的迭代次数的依据.

(a)emotions (b)nus_wide_scene

图５　MERIT收敛速度

Fig．５　ConvergencespeedofMERIT
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４．６　阈值变化对实验结果的影响

为了研究不同阈值对模型性能的影响,我们在emotions,

nus_scene和pascal０７数据集上进行了实验.实验中设定了

多个阈值选项,包括 ２
C

,１
C

,１
２C

,１
３C

,１
４C

,１
５C{ },其中C 代表

标签数.实验结果如表５所列,在阈值设为 ２
C

时,模型性能

的指标值降到最小.且随着阈值的减小,指标值呈现上升趋

势,这表明模型性能随着阈值的调整而有所改善.

这些结果表明,通过适当调整阈值,我们可以进一步提高

模型的性能.因此,选择合适的阈值对于优化模型至关重要.

在实际应用中,应根据具体情况和需求来确定最佳的阈值.

表５　阈值变化对实验结果的影响

Table５　Influenceofdifferentthresholdsonexperimentaloutcomes

数据集 阈值 MacroF１ MicroF１

emotions

２/C ０．０８１８±０．０１５３ ０．０８５１±０．０１６６
１/C ０．３５７７±０．０１５１ ０．３６７０±０．０１５５
１/２C ０．４０８７±０．０１２０ ０．４１５６±０．０１１２
１/３C ０．４２０７±０．０１５４ ０．４２７６±０．０１６０
１/４C ０．４２１６±０．００４８ ０．４２８５±０．００５５
１/５C ０．４２６７±０．００９１ ０．４３３３±０．００９３

nus_wide_scene

２/C ０．０３６２±０．００６０ ０．０４３７±０．００６３
１/C ０．１０６５±０．００１９ ０．１４０１±０．００２０
１/２C ０．１１９７±０．００１７ ０．１５２３±０．００２２
１/３C ０．１２３０±０．０００６ ０．１５７０±０．００１５
１/４C ０．１２３５±０．００１０ ０．１５７３±０．００１３
１/５C ０．１２５１±０．００１４ ０．１６０８±０．００１７

pascal０７

２/C ０．０５７３±０．００２６ ０．０５９７±０．００２５
１/C ０．１１７８±０．００１７ ０．１２９６±０．００１９
１/２C ０．１２６０±０．００１１ ０．１３８７±０．００１４
１/３C ０．１２７３±０．００１３ ０．１４０７±０．００１３
１/４C ０．１２７５±０．００１３ ０．１４２１±０．００１２
１/５C ０．１２８１±０．０００８ ０．１４２４±０．０００８

４．７　运行时间对比

表６列出了各方法在不同数据集上的运行时间,单位为

秒(s).从表中可以观察到,其中 WSMLLCＧB方法在所有数

据集上运行较快,其采用所有视图中效果最佳的视图作为结

果,因此只是所有视图中某一视图的结果,并未将所有视图的

结果 纳 入,虽 运 行 时 间 较 短,但 效 果 却 并 未 达 到 最 优;与

ICM２L,McWL,iMVWL的运行时间相比,本文方法比其他

多视图方法更快,且效果大部分比以上方法好.此外,MERＧ

IT在处理大量数据时展现出了更快的运行速度,这一优势主

要归功于 MERIT算法复杂度较低,且能以较快速度收敛.

表６　运行时间比较

Table６　Runningtimecomparison

数据集
WSMLLCＧ

B
WSMLLCＧ

C
ICM２L McWL iMVWL MERIT

cal_５００ ４．１４ ３．６２ ９０．０１ ９３．２１ ５５４．５２ ５．９４
emotions ０．３０ ０．６５ ４．５７ ０．７３ １２．２３ ０．５８

languagelog １７．２９ ２２．６５ １０６．２６ ９０．５３ ３３１．９６ １７．９５

enron ２９．１４ ６１．３７ ７８．３４ ８１．４３ １７３．９２ １７．７８
scene ４．００ ８．０６ １４．０２ １３．５０ ４５．００ １７．４１

pascal０７ ５７．８３ ７１４．３２ ５３８．２７ １８２．１７ ５２３．３５ １５３．９５

nus_wide_
scene

６１．７４ ４４．５２ １８５．１２ １７７．３９ ４５２．１３ ２２３．２８

mirflickr ４６７．０８ ４９１８．７３ １７２８．９９１０６３．６６２４０２．２３ ５７３．６０

　注:加粗数据表示算法的最快运行时间,带下划线的数据表示次优运行时间.

结束语　本文提出了一种新的多视图多标签学习方法,

该方法将标签相关性作为一种先验信息,用于求解模型,并引

入了一种迭代算法,其收敛性得到了验证.通过自适应调整

每个视图的权重系数,MERIT 能够自动平衡不同视图的贡

献.在８个真实数据集上的评估结果表明,该方法在多数情

况下具有优良性能.

在未来的研究中,我们将从以下几个方向进行探索.首

先,考虑与其他有监督分类方法进行结合,以提升小样本学习

场景下的学习性能;其次,将探索如何将先验信息应用于其他

方法,以充分利用这部分信息,提升学习效果;最后,将进一步

扩展模型的应用范围,探究其在更广泛场景下的有效性和鲁

棒性.
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