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基于深度学习的导频设计和信道估计联合优化
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西安科技大学通信与信息工程学院　西安７１０６００
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摘　要　随着移动通信技术不断创新与发展,对通信的可靠性和数据传输性能提出了更高要求.准确高效地获取信道状态信

息(ChannelStateInformation,CSI)是充分发挥无线通信系统各项技术潜能的关键前提.针对多输入多输出Ｇ正交频分复用

(MIMOＧOFDM)系统中导频开销大及信道估计准确性低的问题,设计了一种基于深度学习的导频设计和信道估计联合优化方

案(AEＧDRSN).该方案首先利用 Concrete自编码器来识别和选择具有最大信息量的导频位置,从而实现导频优化.然后,将

优化后的导频位置输入深度残差收缩网络获取更精确的 CSI,进一步完成信道的精确估计.实验结果表明,与传统的信道估计

方法相比,基于 AEＧDRSN的联合优化方案在少量的导频开销下仍能实现高精度的信道估计,充分验证了该方案的有效性.

关键词:MIMOＧOFDM;导频设计;信道估计;自编码器;深度残差收缩网络
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JointOptimizationofPilotDesignandChannelEstimationBasedonDeepLearning
WANGAnyi,LIRuoman,LIXinyuandLIMingzhu
CollegeofCommunicationandInformationEngineering,Xi’anUniversityofScienceandTechnology,Xi’an７１０６００,China

　

Abstract　 Withthecontinuousinnovationanddevelopmentofmobilecommunicationtechnology,higherrequirementshave

emergedcommunicationreliabilityanddatatransmissionperformance．AccurateandefficientacquisitionofCSIisakeyprerequiＧ

siteforfullyharnessingthetechnicalpotentialofwirelesscommunicationsystems．Inresponsetothechallengesofhighpilot

overheadandlowchannelestimationaccuracyinMIMOＧOFDMsystems,ajointoptimizationschemeofpilotdesignandchannel

estimationbasedonDeepLearning(AEＧDRSN)isdesigned．TheschemeinitiallyutilizesConcreteAEtoidentifyandselectthe

pilotpositionswithmaximuminformationcontenttoachievepilotoptimization．Theoptimizedpilotpositionsaretheninputinto

theDRSNtoachievemoreaccurateCSIandfurthercompletetheaccurateestimationofthechannel．ExperimentalresultsdemonＧ

stratethatcomparedwithtraditionalchannelestimationmethods,thejointoptimizationschemebasedonAEＧDRSNcanstill

achievehighＧprecisionchannelestimationwithminimalpilotoverhead,fullyverifyingtheeffectivenessofthescheme．

Keywords　MIMOＧOFDM,Pilotdesign,Channelestimation,Autoencoder,Deepresidualshrinkagenetwork

　

１　引言

第五代(５thGeneration,５G)移动通信对数据传输速率、

频谱利用率和通信可靠性提出了更高要求.多输入多输出

(MultipleInputMultipleOutput,MIMO)[１]和正交频分复用

(OrthogonalFrequencyDivision Multiplexing,OFDM)[２Ｇ３]技

术是关键的５G技术,OFDM 技术将频率选择性 MIMO信道

转换成并行的 MIMO信道,能在时变无线信道上提供较高的

传输速率和频谱效率,对多个新兴领域具有重大影响,受到研

究人员的广泛关注.针对 MIMOＧODFM 系统子载波峰均功

率比较高的问题,文献[４]通过在 OFDM 信号序列中添加映

射信号序列降低了系统的计算复杂度.文献[５]针对集成通

信雷达的 MIMOＧOFDM 系统,提出了一种基于三阶张量的

规范多元分解并行的估计方法,优化了功率分配.

信道估计是指通过接收信号中可确定的模型参数来尽可

能准确地估计信道状态信息(CSI),以便接收端正确接收发送

端传输的数据.准确高效地获取CSI是实现无线通信系统各

项技术潜能的先决条件.目前,常用的信道估计方法有:基于

最小二乘法(LeastSquares,LS)的信道估计[６]、基于最小均方

误差(MinimalMeanSquareError,MMSE)的信道估计[７]、自
适应信道估计[８]以及盲和半盲信道估计[９Ｇ１０].

在时变 MIMO通信系统中,随着收发两端天线数量的增

加,开销呈线性增长,因此无线信道的CSI矩阵维度较大.传

统的信道估计算法(如 LS,MMSE等)需要大量的导频来进

行信道估计,降低了频谱效率、增加了算法复杂度.针对时变

MIMO信道需要估计的信道系数众多,文献[１１]利用时延域



的稀疏性及空间域的高相关性,将信道估计问题转换为压缩

感知(CompressedSensing,CS)问题,设计了一种新型的准块

同步正交匹配追踪算法来估计信道.针对透镜天线阵列的宽

带毫米波大规模 MIMO系统,文献[１２]考虑了光束斜视效应

并提出了基于降维波束空间渐进支持检测的信道估计算法,

随后通过探索贝叶斯学习(BayesianLearning,BL),提出了基

于高斯过程超参数优化的信道估计算法.文献[１３]提出了一

种用于多用户 MIMOＧOFDM 系统的优化半盲稀疏的信道估

计算法.文献[１４]结合卷积神经网络与极化编码,提出了一

种名为CNNＧCENet的优化信道估计技术,提高了系统的可

靠性和整体效率.

在信道估计的经典算法中,将导频等间隔规律布置(如块

状、梳状等)在子载波上被证明是最优的做法.MIMO 信道

在角度域和时域都表现出稀疏性,针对此类稀疏信道,根据

CS理论中恢复矩阵的设计准则可以推理出:随机选取若干时

频块用于导频传输,可以有效提升时域稀疏信号的信道估计

性能.但在实际 MIMOＧOFDM 系统中,发送端每次发送数

据时都随机选择导频位置并不现实.文献[１５]提出一种由优

化算法改进的洗牌蛙跳算法,通过降低互相干值提高了 CS
理论的信道估计性能(频谱效率提高了４．７％).文献[１６]针

对 MIMOＧOFDM 系统中稀疏信号信道估计及导频优化问

题,提出了一种名为随机搜索移位算法的快速导频优化算法,

此算法的运算复杂度低、运算时间不受发射天线数影响.文

献[１７]提出了一种针对 OFDM 系统的分布式蚁群优化算法

用于导频设计,该方法基于 CS的互相关性,利用 Pearson相

关系数消除了载波频偏的影响,在广义移位不变性的基础上,

使用了改进导频设计和权衡导频设计的两种导频设计方法.

文献[１８]研究了导频对 MIMOＧOFDM 水声通信系统信道估

计误码率(BitErrorRate,BER)的影响,提出了一种采用互不

相干特性(MutualIncoherenceProperty,MIP)的非正交导频

图案设计方法,湖泊实验结果表明该非正交导频模式在 BER
方面优于正交导频模式.

根据上述分析可知,导频位置与通信系统的不适配会严

重影响导频辅助信道估计的精度,因此针对导频设计和信道

估计的联合研究具有重要意义.本文针对 MIMOＧOFDM 信

道估计中估计精度低及导频开销大的问题,提出了一种基于

自编码器(Autoencoder,AE)和深度残差收缩网络(DeepResiＧ

dualShrinkageNetwork,DRSN)的神经网络模型 AEＧDRSN,该

模型可以在较少的导频开销下提升信道估计的精度.

２　系统模型

MIMOＧOFDM 系统如图１所示,系统的发送端天线数量

为 Nt,接收端天线数量 为 Nr,天 线 均 使 用 均 匀 线 性 天 线

(UniformLinearAntenna,ULA).

图１　MIMOＧOFDM 系统结构

Fig．１　StructureofMIMOＧOFDMsystem

　　MIMO信道对非视距(NonＧLineofSight,NLOS)信号具

有较高的路径损耗,仅存在少量主要路径,具有明显的空间/

角度稀疏性.多径 MIMO信道的矩阵增益H 可以表示为:

H＝ NtNr

L ∑
L

l＝１
αlar(φr

l)aH
t (φt

l) (１)

其中,H 是一个大小为 Nr×Nt 的矩阵,L 表示主要路径数,

αl~N(０,δ２
α)表示第l条路径的传输增益,φr

l∈[０,２π]和φt
l∈

[０,２π]分别表示第l条路径的到达角(AngleofArrival,AoA)

和出发角(AngleofDeparture,AoD).ar(φr
l)和at(φt

l)分别表示

天线阵列在接收端和发送端的响应向量,可以表示为:

ar(φr
l)＝[１,e

－j２πλdrsinφr ,􀆺,e
－j２πλ

(Nr－１)drsinφr ]T (２)

at(φt
l)＝[１,e

－j２πλdtsinφt ,􀆺,e
－j２πλ

(Nt－１)dtsinφt ]T (３)

其中,λ表示载波波长,dr 和dt 表示接收端和发送端相邻天

线间距.

Ar＝[ar(φr
１),ar(φr

２),􀆺,ar(φr
L)] (４)

At＝[at(φt
１),at(φt

２),􀆺,at(φt
L)] (５)

第nt 根发射天线和第nr 根接收天线之间的信道脉冲响

应为hnrnt (t).忽略频偏及初始时间延迟,则接收端第nr 根接

收天线处接收到的信号可以表示为:

ynr
(t)＝ ∑

Nt

nt＝１
hnrnt (t)snt (t)＋znr

(t) (６)

其中,snt (t)是发送端的原始信号,znr
(t)是均值为０、方差为

δ２ 的加性高斯白噪声.

进一步地,考虑包含 Ns 个 OFDM 符号、Nf 个子载波的

情况,此时第nr 根接收天线处接收到的信号可以表示为:
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Ynr ＝Hnrnt ☉S＋Znr
(７)

其中,S∈ ℂN
f

×Ns 为 发送信号;Hnrnt ∈ ℂN
f

×Ns 为 信道矩阵;

Znr ∈ℂN
f

×Ns 为 加性高斯白噪声;运算 符 ☉ 表 示 哈 达 玛 积

(HadamardProduct),即 两 个 矩 阵 的 对 应 元 素 相 乘.Ynr
,

Hnrnt ,S和Znr 的第i行第j列元素分别为是ynr
(t),hnrnt (t),

snt (t)和znr
(t).

为了尽可能从接收信号中恢复原始发送信号,OFDM 系

统采用基于导频辅助的信道估计方案:发送端传输收发双方

均已知的导频序列至接收端,接收端利用这些已知的导频序

列计算出导频位置处的CSI,再对数据部分的 CSI进行估计,

从而获得估计信道矩阵H
∧
.LS算法的复杂度低,未考虑噪声

的影响,准确性较差,可以表示为:

H
∧

ls＝X－１Y (８)

MMSE算法在LS算法的基础上充分考虑了信道噪声的

影响,是理论最优的估计方法,但 MMSE的估计过程要进行

大量的矩阵求逆运算,计算复杂度较高,可以表示为:

H
∧

mmse＝RHH(RHH＋δ２(XXΗ)－１I)－１H
∧

ls (９)

其中,RHH 表示信道频域响应的自相关矩阵,δ２ 表示噪声功

率,I表示单位矩阵.

信道估计的性能与导频数量、导频分配方案密切相关.

传统的导频均匀分配方案主要包括梳状、块状和混合状３种

类型.梳状导频是指在频域内等间隔地插入导频序列,并在

频域内进行信道估计,其在时域上呈现连续性,可以有效削弱

时间选择性衰落的影响.块状导频是指在一个 OFDM 符号

内的所有子载波上插入导频序列,其在频域上是连续的,在时

域上则呈等间隔分布,可以有效抵抗频率选择性衰落的影响.

混合状导频为梳状和块状导频的折中方案,导频符号在时域

和频域上均为离散分布.

然而,导频的均匀分配方案未充分考虑导频位置对信道

插值的影响,且未能基于信道特性优化导频分配,这导致其往

往无法实现对当前信道模型的最优导频配置.目前,针对等

间隔(见图２(a))导频模式的局限性,采用自适应不等间隔

(见图２(b))的导频模式能更加灵活地适应信道条件的变化.

(a)等间隔 (b)不等间隔

图２　导频分配方案

Fig．２　Pilotallocationpatterns

３　基于AEＧDRSN的导频设计与信道估计

本文提出的 AEＧDRSN网络由两部分构成:一部分是基于

Concrete分布的ConcreteＧAE网络,用于导频优化;另一部分是

基于残差收缩的DRSN网络,用于信道估计.如图３所示.

ConcreteＧAE网 络 相 较 于 其 他 基 于 深 度 学 习 (Deep

Learning,DL)的特征选择方法而言,在寻找信息量最大的特

征和去除噪声信息等冗余特征方面具有更好的性能.在训练

阶段,首先利用ConcreteＧAE网络进行导频优化设计,具体来

说就是利用ConcreteＧAE网络寻找含噪信道中信息量最大的

特征子集,在时频网格中选择出导频信息最丰富的位置,获得

优化后的导频模式.然后将优化后的导频模式输入 DRSN
网络进行进一步优化,最终实现信道的精确估计.

图３　AEＧDRSN网络框架

Fig．３　FrameworkofAEＧDRSNnetwork

３．１　基于自编码器的导频优化

导频设计问题的核心在于选择合适的时频位置进行导频

传输,以便基于 DL的信道估计获得最佳性能.在基于 AEＧ

DRSN的联合优化方案中,ConcreteＧAE网络的编码器作为

特征选择器,在训练阶段生成输入特征的随机线性组合,逐步

平滑收敛至一个由k个特征构成的离散组合,最终识别出信

息量最丰富的k个导频位置,从而为特定信道模型生成近似

最优的导频模式.通过上述方式可以有效降低网络的导频

开销.

００３ ComputerScience 计算机科学 Vol．５２,No．１１,Nov．２０２５



AE由两个级联的神经网络组成(见图４),分别为编码器

(Encoder)和解码器(Decoder).AE是一种特殊的神经网络

架构,主要通过无监督的方法先将输入数据x压缩成低维表

达y,即潜在空间表示(LatentＧSpaceRepresentation,LSR),再

利用低维表达重构回高维的数据表达x~,最后对比输入x和

重构的输出x~,计算误差进行迭代优化并通过反向传播更新

网络参数.其主要应用在数据降维、数据降噪和特征提取.

(a)编码器 (b)解码器

图４　ConcreteＧAE网络结构

Fig．４　StructureofConcreteＧAEnetwork

传统的基于神经网络的 AE通常由多个具有激活函数和

偏置项的神经网络单元组成,但神经网络的优化过程是基于

最小化损失函数来进行的,并不能直接进行导频设计.文献

[１９]使用了 ConcreteＧAE进行离散特征选择,可有效识别信

息量最大的特征子集并高精度重建原始图像.实验结果表

明,ConcreteＧAE在特征选择和数据重建方面明显优于许多

常用算法.

ConcreteＧAE是标准化 AE针对离散特征选择的改进型

网络.特征选择的关键步骤是选取合适的特征选择矩阵,常

规方法是使用范数约束的特征选择矩阵(使矩阵每一行只有

一个１,每一列也尽量只有一个１).而 ConcreteＧAE网络使

用Concreteselectorlayer作为编码器,解码器则使用常规的

深度神经网络(DeepNeuralNetwork,DNN).其中,Concrete

selectorlayer是基于一个连续分布的、有单一封闭导数的

Concreterandomvariables[２０](见式(１０))设计的.

mj＝
exp((logαj＋gj)/T)

∑
d

k＝１
exp((logαk＋gk)/T)

(１０)

其中,mj 为输出向量,j为特定样本向量中的第j 个元素;

T∈(０,∞)为 Temperature参数(也称温度参数).当T 取值

较大时,mj 没有oneＧhot特性,输出向量为多个特征的线性组

合;当T 趋于０时,Concreterandomvariables会趋于一个离

散分布,此时mj 有一定概率变为oneＧhot向量,即选中某一

特定特征.αj∈Rd
＞０初始化为很小的正数,随着网络不断训

练迭代,最终会变得很稀疏.gj 为一个d 维向量,由 Gumbel

分布中采样而来.

３．２　基于深度残差收缩的信道估计

信道估计的目标是通过发射机发送已知的训练序列或导

频符号,接收机根据接收到的信号及其在信道中的传输结果,

估算信道的状态信息或信道矩阵.为了提高复杂环境下的信

道估计精度,将接收机恢复发送比特的任务类比为人工智能

的“图像识别”任务,将数据帧视作“图像”进行处理,设计出一

种低复杂度的信道估计方法.具体而言,DRSN 网络的输入

为经过ConcreteＧAE优化后的时频网格中信息量最大的k个

导频位置,网络的输出为通过估计得到的信道矩阵.

随着技术 的 发 展 与 研 究 的 深 入,为 了 解 决 当 数 据 量

大、模型复杂时,浅层神经网络不能有效提取出数据样本

中的关键特征,而单纯叠加网络层数又会出现过拟合、梯

度爆炸及梯度消失的问题,He等[２１]在 CNN 的基础上引入

了具有跨层连接的残差模块,提出了残差网络(ResidualNetＧ

work,ResNet).为了提高 ResNet从强噪声中识别数据特征

的能力,Zhao等[２２]将软阈值函数作为非线性层嵌入传统

ResNet结构中,提出了深度残差收缩网络(DRSN).DRSN
在ResNet的基础上加入了注意力机制和软阈值化,其基本模

块如图５所示.

图５　DRSN基本模块图

Fig．５　DRSNbasicmodulediagram

图５中,C为输入图像的特征通道数,W 为图像的宽度信

息,H 为图像的高度信息.

DRSN的基本模块由基本残差单元、利用注意力机制灵

活调整阈值的阈值子网络和软阈值化３个模块组成.

１)软阈值化

当输入数据噪声强度大、冗余度高时,可以采用软阈值

化/软阈值函数作为神经网络的激活函数,消除噪声影响.软

阈值函数的表达式如式(１１)所示:

y＝

x－τ, x＞τ

０, －τ≤x≤τ

x＋τ, x＜－τ

ì

î

í

ïï

ïï

(１１)
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其中,y为输出特征,x 为输入特征,τ为软阈值函数的特征

阈值.

进行软阈值化时,首先要设置一个正数τ作为函数阈值

(阈值不能太大,否则输出将全为０),再将其他特征朝着０进

行搜索调整.阈值的大小对软阈值化的输出效果有着直接影

响,其输入Ｇ输出关系图如图６所示.

图６　软阈值化输入Ｇ输出图

Fig．６　SoftthresholdinginputＧoutputdiagram

由图６可知,软阈值化是一种非线性变化,与当前 DL领

域常用的非线性映射(ReLU 激活函数)有很多相似之处.但

相较于 ReLU,采用软阈值化能更加灵活地设计“待删除”(置

于０)的特征值区间.

２)注意力机制

注意力机制通过对不同的特征区域分配不同的权重,使

网络能将注意力集中于局部关键信息.引入注意力机制可以

强化局部关键特征、弱化干扰特征,从而提高网络模型的泛化

能力,具体表达式为:

fattention((K,V),Q)＝∑
N

i＝１
weighti􀅰V (１２)

其中,K 和V 为 键 值 对 (KeyＧValue);Q 为 查 询 (Query);

weighti 为归一化权重,通常通过计算查询向量Q或键向量K
的相似度得到的,可以表示为:

weighti＝softmax(si)＝ exp(si)

∑
N

j＝１
exp(sj)

(１３)

其中,si 表示查询向量Q 与键向量K 的相似度,si(Q,K)＝

Q∗KT.

结合式(１２)与式(１３),注意力机制的表达式可整理为:

fattention((K,V),Q)＝∑
N

i＝１
weighti􀅰V＝∑

N

i＝１

exp(si)

∑
N

j＝１
exp(sj)

􀅰V

(１４)

DRSN在基本残差模块的基础上增加了一个小型旁路子

网络以学习不同样本的阈值权重,子网络引入软阈值化来消

除与噪声相关的特征,其中软阈值化的阈值τ可以通过注意

力机制根据不同样本含噪量的不同进行灵活调整,形成动态

阈值更新结构,避免了固定阈值的不适应性.阈值子网络输

出的阈值为:(各个特征通道绝对值的平均值)×(一组取值为

０到１之间的加权系数),其中加权系数通过函数sigmoid生

成,可以确保所有阈值均为正数且数值不会过大.

３．３　训练流程

训练过程分为两个阶段:第一阶段是导频优化设计,由

ConcreteＧAE网络实现,此阶段的核心研究思路是在时频域

中选择信息量最丰富的导频插入位置.具体而言,随着 ConＧ

crete选择层网络的不断优化迭代,导频位置将不断更新,直

至找到信息量最丰富的特征子集,从而确定导频图案.第二

阶段则专注于信道估计,确定最佳导频插入位置后,将优化后

的导频信息输入深度残差收缩网络完成信道的精确估计.为

保证网络整体优化方向的准确性,本文采用了组合损失函数

来进行训练.

导频设计的关键在于如何在时频域中选择信息量最丰

富的导频插入位置,可将此问题视为特征选择优化问题.

ConcreteＧAE网络作为一种端到端可微分的全局特征选择

方法,能够有效识别信息量最大的特征子集,从而获得特

定信道模型下的近似最优导频模式.设用于选择的时频

网格含噪信道为Hnoisy,含噪信道通过导频和接收信号逐元

素相除获得,即 Hnoisy＝Ynr ØS,Ø 表 示 两 个 矩 阵 的 对 应 元

素相除,将矩阵 Hnoisy打平得到向量化表示hnoisy∈ℂ１×D,其

中 D＝Nf×Ns 为向量化后的时频网格长度.将hnoisy作为

导频优 化 网 络 ConcreteＧAE 的 输 入,则 网 络 编 码 器 (ConＧ

creteLayer层)的 输 出 为hp,nosiy∈ ℂ１×k,hp,nosiy是hnoisy中k
个信息量最大的特征子集.ConcreteＧAE网络编码器的输

出可以表示为:

hp,nosiy＝fencoder(hnoisy) (１５)

在训练阶段,通过计算解码器输出的信道估计结果与原

始含噪信道之间差异的２Ｇ范数,量化二者之间的偏差.再对

所有样本求平均偏差,以更全面地评估模型在整个训练数据

集上的性能.通过最小化式(１６)中的损失函数,更新编码器

参数αj 及解码器权值ω 并优化自编码器模型.

AE(hnoisy)＝１
N ∑

N

n＝１
‖fdecoder(hn

p,noisy)－hn
noisy‖２

２ (１６)

其中,N 为训练样本数,fdecoder(􀅰)为解码器函数,‖􀅰‖２ 为

２范数.

将经过ConcreteＧAE选择后的导频hp,nosiy输入 DRSN 网

络,DRSN学习从hp,nosiy到真实信道hp,nosiy的映射.DRSN 网

络的输出可以表示为:

H
∧

＝fDRSN(h
∧
p,nosiy) (１７)

其中,fDRSN(􀅰)表示 DRSN网络.

DRSN网络的目标是通过优化算法提高信道估计的准确

性,从而降低误码率.为了实现这一优化目标,DRSN网络通

过最小化以下损失函数进行迭代更新.

DRSN(hp,nosiy,hp,nosiy)＝Ε[‖fdecoder(hn
p,noisy)－hn

noisy‖２
２]

(１８)

最后,AEＧDRSN网络同时开展导频优化和信道估计过

程,为使二者相互制约,引入组合损失函数,则总损失函数可

以定义为:

AE_DRSN＝ AE＋ε DRSN (１９)

其中,ε表示权重系数.

４　仿真结果与性能分析

为了 验 证 本 文 所 设 计 的 AEＧDRSN 网 络 在 MIMOＧ

OFDM 系统下的估计性能,本文以 MATLABR２０２２a为实验

平台,构建了一个 MIMOＧOFDM 系统模型并生成仿真数据
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集,使用PyTorch２．１深度学习框架构建了 AEＧDRSN 网络

模型,仿真流程图如图７所示.仿真实验中,一个时隙中包含

１４个OFDM 符号,频域上有７２个子载波,即频域中有６个资

源块(ResourceBlock,RB),每个 RB中有１２个子载波.仿真

的信道环境为带宽１．６MHz、频率２．１GHz、用户设备(User

Equipment,UE)的速度为５０km/h的 VehＧA 信道模型,主要

仿真参数如表１所列.采用 MSE作为评价指标来衡量信道

估计值和真实值之间的差异.

图７　网络仿真流程图

Fig．７　Flowchartofnetworksimulation

表１　信道的主要仿真参数

Table１　Mainsimulationparameterofchannel

参数名称 数值

发送端天线 ３２
接收端天线 １６

系统带宽/MHz １．６
载波频率/GHz ２．１

子载波数 ７２
OFDM 符号数 １４

用户设备速度/(km/h) ５０

对于ConcreteＧAE网络的解码器,使用的是７层卷积神

经网络,隐 藏 层 的 激 活 函 数 采 用 的 是 ReLU.所 提 出 的

DRSN 网 络 是 一 个 ６ 层 的 神 经 网 络,采 用 的 激 活 函 数 是

LeakyReLU.使用 Adam进行优化训练,初始学习率设置为

０．０００１,batch_size和epoch分别设置为２５６和３０,主要参数

如表２所列.为评估所设计算法在不同信噪比(SNR)环境中

的性能,利用 MATLAB在SNR为０~３０dB的环境下生成了

８００００个样本数,其中７００００个样本用于训练,１００００个样本

用于测试,测试集与训练集的比例为１∶７.

表２　网络的主要仿真参数

Table２　Mainsimulationparameterofthenetwork

参数名称 数值

训练样本 ７００００
测试样本 １００００

SNR范围/dB ０~３０
bath_size ２５６
epoch ３０
学习率 １０－４

激活函数 ReLU,LeakyReLU
优化器 Adam

不同信道条件下固定样式的导频方案通常不是最优解决

方案,根据信道参数的动态变化灵活设计相应导频图案,可以

更好适应复杂环境,满足信道估计的性能要求.AEＧDRSN
信道 估 计 方 案 首 先 利 用 ConcreteＧAE 网 络 进 行 导 频 优 化

设计,图８为采用导频优化估计方法与常规估计方法的估计

性能对比分析实验结果.

(a)pilot＝８

(b)pilot＝１６

图８　导频设计估计方法与常规估计方法的性能对比

Fig．８　Performancecomparisonofpilotdesignestimationand

conventionalestimation

如图８所示,经过导频优化后的估计方法相较于传统的

等间隔均匀插入导频的估计方法,信道估计精度显著提高.

尤其是当导频数目相对较少时,导频优化后的方法对信道估

计精度的提升更为明显.仿真结果表明,AEＧDRSN 网络采

用的针对 MIMOＧOFDM 系统的导频优化信道估计方法不仅

能提高信道估计的精确度,还能有效降低导频资源的消耗.

AEＧDRSN信道估计方案在 ConcreteＧAE导频优化设计

的基础上,进一步引入 DRSN 网络以提升信道估计精度.除

了是否进行导频优化设计外,导频的数量也是影响信道估计
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精度的一个重要因素.因此,图９通过对比不同导频数目下

DRSN网络的信道估计性能,探究导频数量这一关键变量对

估计性能的影响.

图９　AEＧDRSN信道估计精度对比(不同导频数目下)

Fig．９　ComparisonofAEＧDRSNchannelestimationaccuracy
(underdifferentpilotnumbers)

由图９可知,随着导频数目的增加,DRSN网络的估计精

度相应得到提升,当SNR＞１８dB时,pilot＝１６和pilot＝４８
的估计精度基本相同,且pilot＝８的估计精度也达到了较好

效果.仿真结果表明,AEＧDRSN估计方案有较好的鲁棒性.

图１０和图１１为不同信道估计算法的性能对比图,仿真

实验将本文提出的 AEＧDRSN信道估计算法与经典的 LS、插

值最小均方误差(InterpolatedMMSE)、ConcreteＧAE及理想

MMSE算法的信道估计性能进行对比分析.

图１０　不同算法性能对比(pilot＝８)

Fig．１０　Performancecomparisonfdifferentalgorithms(pilot＝８)

图１１　不同算法性能对比(pilot＝１６)

Fig．１１　Performancecomparisonofdifferentalgorithms(pilot＝１６)

理想 MMSE算法在接收端只估计导频位置的信道信息

且需要二阶统计信道信息与噪声方差作为先验信息,这在实

际通信中是很难实现的,因此将理想 MMSE算法作为性能的

上界.如图１０所示,当pilot＝８时,AEＧDRSN 方案的性能

明显优于LS,InterpolatedMMSE和 ConcreteＧAE算法,且当

SNR＞２１dB时,AEＧDRSN 的估计性能接近理想 MMSE算

法.如图１１所示,当pilot＝１６时,LS,InterpolatedMMSE,

ConcreteＧAE和 AEＧDRSN算法性能相较于pilot＝８时均有

所提 升,其 中 LS 算 法 尤 为 显 著,逐 渐 接 近 Interpolated

MMSE算法.在高信噪 比 条 件 下,AEＧDRSN 算 法 与 理 想

MMSE算法的差距进一步缩小.仿真结果表明,AEＧDRSN
的信道估计方案与传统的估计方案相比,在估计精度方面具

有显著优势.

结束语　本文在 MIMOＧOFDM 系统下,设计了一种名

为 AEＧDRSN的方案,用于对导频设计和信道估计进行联合

优化.该方案首先利用ConcreteＧAE网络在时频网格中寻找

信息量最大的导频位置,再将所选导频输入 DRSN 网络进行

训练.仿真结果表明,当导频数pilot＝１６时,AEＧDRSN方案

的信道估计精度位于１０－３与１０－４之间,其性能优于InterpoＧ

latedMMSE算法和 ConcreteＧAE算法.且在高信噪比条件

下,AEＧDRSN与理想 MMSE算法之间的差距更小,表现出

明显的优势.因此,该方案能解决 MIMOＧOFDM 系统下信

道估计存在的信道估计精度低、导频开销大的问题.

在本文信道仿真中,采用了 VehＧh信道模型,然而在实际

应用中并不存在理想信道.在后续工作中,可以进一步考虑

更加趋于真实情况的衰落信道模型.
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