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摘　要　近年来深度学习算法在计算机视觉领域取得了显著的进展,但是由于复杂交通图像中存在目标尺寸小、特征信息不明

显、易受干扰等问题,目标检测精度依旧不高.针对这一问题,对最先进的检测模型 YOLO１１进行改进,设计了多尺度特征融

合模型 ETFＧYOLO１１n(EffectiveTrafficFeatureYOLO).首先,设计了三重特征融合模块 TFF,将主干网络提取到的不同尺

寸特征信息进行有效融合;其次,设计了基于混合空洞卷积的特征加强模块 HDCFE,并添加至模型的颈部网络中整合不同感

受野提取到的特征,降低因为遮挡等情况对模型的干扰;最后,用提出的 GeoCIoU 替代 CIoU,通过两个不同的惩罚项,模型能

更精准地反馈检测框与真实框的匹配情况.所提出的 ETFＧYOLO１１n在交通数据 KITTI上 AP达到６５．６％,mAP＠０．５达到

９０．７％,与基线模型 YOLO１１n相比分别提升了２．４个百分点和１．２个百分点,体现了良好的检测效果.此外,ETFＧYOLO１１n
在 COCOＧTraffic数据集上 AP和 mAP＠０．５分别达到了４２．５％和５９．８％;所提出的方法迁移至 YOLOv８模型,在 KITTI数

据集上 AP和 mAP＠０．５分别达到６６．９％ 和９１．５％.实验结果表明,所提出的方法能显著提升模型的检测能力,且对不同模

型和数据集都有较好的泛化性,在精度与参数量上达到了很好的平衡１).

关键词:目标检测;多特征融合;交并比;特征加强;复杂交通场景
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Abstract　Deeplearningalgorithmshavemadesignificantprogressinthefieldofcomputervisioninrecentyears,buttheaccuracy
ofobjectdetectionincomplextrafficscenesisstillunsatisfactoryduetothesmallsizeoftrafficobjects,inconspicuousfeature,

andsusceptibilitytointerference．Toaddressthisproblem,thispaperimprovesthestateＧofＧtheＧartYOLO１１anddesignsthe

ETFＧYOLO１１nbasedonmultiＧscalefeaturefusion．Firstly,itdesignsTFF,whicheffectivelyfusesthefeatureinformationofdifＧ

ferentsizesextractedfromthebackbone．Secondly,itdesignsHDCFE,effectivelyintegratesthefeaturesextractedfromdifferent

receptivefieldsandreducestheinterferenceonthedetectioneffectofthemodelduetoocclusionandoverlapping．Finally,theproＧ

posedGeoCIoUisusedtoreplaceCIoU,andthemodelcanprovidemoreaccuratefeedbackonthematchingofthepredictedbox

andthegroundＧtruthboxthroughthetwodifferentpenalizationterms．TheETFＧYOLO１１nachievesanAPof６５．６％andmAP＠

０．５of９０．７％onKITTIdataset,whichisimprovedby２．４percentagepointsand１．２percentagepoints．Inaddition,ETFＧYOＧ

LO１１nachieves４２．５％ APand５９．８％ mAP＠０．５onCOCOＧTraffic,andEFTＧYOLOv８nachieves６６．９％ APand９１．５％ mAP

＠０．５onKITTIdataset．TheresultsshowthattheproposedmethodssignificantlyimprovetheperformanceandhavegoodgeＧ

neralizationabilitytodifferentmodelsanddatasets,achieveagoodbalancebetweentheaccuracyandparameters．Thesourcecode

hasbeenopened．

Keywords　Objectdetection,MultiＧfeaturefusion,InteroverUnion,Featureenhancement,Complextrafficscenarios

　



１　引言

目标检测是计算机视觉领域中一个非常具有挑战性的任

务,旨在对图像中的目标进行定位和分类[１].在过去的几十

年中,目标检测经历了从基于人工设计的方法到基于深度学

习的方法的不同发展阶段.相比于传统的手工特征设计方

法,基于深度学习的目标检测方法避免了繁琐的手工设计过

程,学习快速,泛化能力强,可以分为单阶段算法、两阶段算法

和基于 Transformer的检测算法.单阶段算法直接在输入图

像上进行目标检测,具有较高的实时 性,包 括 SSD(Single

ShotMultiＧboxDetector)[２]、YOLO(YouOnlyLookOnce)系

列算法[３Ｇ９];两阶段算法先生成一组候选区域,再在候选区域

内进行检测,以 FasterRＧCNN(FasterRegionConvolutional

NeuralNetwork)[１０]为代表;Transformer系列算法 的 代 表

DETR(DEtectionTRansormer)[１１],采用编码器Ｇ解码器构架,

实现端到端目标检测.

据公安部相关数据显示,截至２０２４年６月底,全国汽车

保有量为４．４亿辆[１２].对交通图像实施精准检测能准确识

别出车辆、道路标志等物体,从而有效降低交通事故发生率,

保障驾驶人员与行人的生命安全,对人类社会、经济具有重大

意义,但是目前自动驾驶系统的可靠性与智能性还不能完全

满足实际应用需求.

YOLO系列算法采用的路径聚合网络中,自下而上路径

将低层特征转移到高层特征,自上而下路径将特征从高层转

移到低层,多采样过程会导致特征信息丢失,影响特征提取的

效果,且不同层之间存在语义鸿沟,若将其直接融合,效果通

常不好;交通图像目标分布不均匀、视觉特征不明显,缺乏边

缘、颜色等细节信息,网络很难获得准确的细节特征.

为解决上述问题,本文提出了 ETFＧYOLO１１n算法,具

体贡献如下:(１)设计三重特征融合模块 TFF(TripleFeature

Fusion),将提取到的多特征层进行融合;(２)设计基于混合卷

积的特征加强模块 HDCFE(HybridDilatedConvolutionFeaＧ

tureEnhancement),增强模型的全局信息处理能力;(３)提出

GeoCIoU(GeometricallyImprＧovedCompleteIoU),加入点对

点距离度量,提升准确性.

本文在 KITTI[１３]上验证模型的有效性,同时在 COCOＧ

Traffic数据集和 YOLOv８[７]上验证泛化性.结果表明,ETFＧ

YOLO１１n的 AP和 mAP＠０．５分别达到６５．６％和９０．７％,

在提升０．３×１０６参数量的情况下,平均检测精度提升２．４个

百分点,能精准检测交通图像中的目标.

２　相关工作

２．１　YOLO１１网络

YOLO是JosephRedmon在２０１５年提出的实时目标检

测方法,YOLO１１[９]是 Ultralytic公司在２０２４年９月发布的

最新一代目标检测算法.如图１所示,YOLO１１由输入(InＧ

put)、主干(Backbone)、颈部(Neck)、输出(Output)４部分组

成.YOLO１１精度与速度全面提升,广泛应用于检测、分割等

领域,其主要创新如下:(１)设计了 C３k２,C３k２是 CSP(Cross

StagePartialNetwork)的更快实现;(２)改进 C２PSA模块,增

强特征提取能力.YOLO１１有n,s,m,l,x共５种模型,但交

通目标检测要在提升精度的同时兼顾模型大小,因此本文在

nano模型上进行实验.

图１　YOLO１１模型结构

Fig．１　ArchitectureofYOLO１１model

２．２　多尺度特征融合

大量的研究表明,多尺度特征融合应用到检测任务中效

果显著,是因为网络深层特征具有较强语义特征,低层级特征

具有更高分辨率和更多细节信息,通过各层的组合达到互补

的效果,模型能得到更高的检测精度.

Lin等[１４]提出了 FPN(FeaturePyramidNetwork),对多

级预测特征层进行检测.Liu等[１５]在 FPN 的基础上加入了

自顶向下和自底向上的双向融合骨干网,提出 PANet(Path

AggregationNetwork).Lan等[１６]提出 FFAN(FeatureFuＧ

sionandAttentionNetwork).Lu等[１７]提出 CAＧFPN(ChanＧ

nelＧspaceAdaptiveEnhancementFPN),通过提取不同特征的

内在关系,实现多特征自适应融合.

本研究基于多尺度特征融合,通过有效融合Backbone和

Neck提取到的不同特征信息,有效弥补了特征在采样中丢失

的不足,解决了非相邻层级特征融合效果较差的问题.

２．３　边界框回归损失函数

IoU(InteroverUnion)[１８]是目标检测的常用指标,用于

衡量预测框与真实框之间的重叠情况.基于IoU 的损失函

数能引导模型朝提高IoU的方向更新,通过直接优化两框的

重叠程度来准确地定位目标,提升检测性能.

Rezatofighi等[１９]提出了 GIoU(GeneralizedＧIoU),引入最

小外接矩形,能关注不重叠区域.Zheng等[２０]提出了 DIoU
(DistanceIoU)和CIoU(CompleteIoU),DIoU 引入两框中心

点的距离,CIoU引入高宽比作为惩罚项.Gevorgyan等[２１]提

出了SIoU(SCYLLAＧIoU),重新定义角度惩罚项,同时包括

角度损失、距离损失、形状损失、IoU 损失.Luo等[２２]提出

UIoU(UnitedＧIoU),动态地将模型的注意力从低质量预测框

转移到高质量预测框.将本文策略与现有方法进行对比,结

果如表１所列.
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表１　不同IoU回归损失方法的对比

Table１　ComparisonofdifferentIoUregressionlossmethods

方法 贡献 存在的问题

IoU[１８] 能够准确描述预测框和真实框之间的匹配程度 当真实框与预测框无重叠时,IoU为０,无法回归

GIoU[１９] 引入最小外接矩形,能更精准反映预测框与真实框的重合度
两框完全重叠时,GIoU退化为IoU,同样存在损失为０的情况,无

法精准定位

DIoU[２０] 将真实框和预测框中心点之间的欧氏距离作为回归对象
当IoU值和两个框的中心点距离一样时,DIoU 的值一致无法优化

模型

CIoU[２０] 在IoU的基础上,引入真实框与预测框的高宽比作为回归对象 预测框与真实框的长宽比一致时,惩罚项为０,此时模型无法优化

SIoU[２１] 考虑了两框之间的角度差异,重新定义距离损失
需要设置多个IoU阈值来进行计算,需要根据不同数据集而调整,
泛化性差

UIoU[２２] 兼顾IoU权重和置信度信息,对不同质量预测框的权重,关注高

质量预测框
需要提前为不同数据集设置不同超参数“ration”,泛化性较差

GeoCIoU(Ours)
最小化预测框和真实框之间的左上和右下点距离,通过两种不同

的惩罚项,使得训练反馈更准确

　　本研究也基于IoU 回归损失,对 YOLO１１算法使用的

CIoU进行改进,提出 GeoCIoU,引入点对点距离作为额外惩

罚项,有效解决了预测框与真实框具有相同高宽比时无法回

归的问题,提升了回归的准确性.

２．４　注意力机制

注意力机制是一种常用的提升模型性能的方法.它通过

对输入数据进行加权处理,使模型更专注于图像中的重要信

息,能有效聚焦于图像中与目标相关的区域.

Hu等[２３]提 出 了 通 道 注 意 力 SE(SqueezeandExcitaＧ
tion).Woo等[２４]提出了结合信道和空间信息的注意力机

制 CBAM (ConvolutionalBlock Attention Module).Ren
等[２５]提出了用 于 自 动 驾 驶 的 即 插 即 用 注 意 力 机 制 CuDＧ
AM (CurioＧsityＧdriven Attention Mechanism). Vaswania
等[２６]提出的 Transformer模型采用自注意力机制 SA 对输

入序列中的每个位置进行加权求和,捕捉向量之间的依赖

关系.Carion等[１１]结合自注意力与编码器和解码器,设计

了端 到 端 的 目 标 检 测 模 型 DETR(DeterTransformer).

Anthony等[２７]提出了定向注意力 DA(DirectedAttention),
它将自注意力头限定在固定视野内,提高了模型在目标检

测中的泛化能力.
注意力机制被广泛应用于提升模型的检测精度,在之后

的工作中也将尝试使用 Transformer结构和混合注意力机制

对交通图像的精准目标检测进行研究.

３　基于多尺度特征加强的交通目标检测

本章首先介绍了改进后的网络整体结构,然后依次介绍

了 TFF模块、HDCFE模块以及 GEOCIoU 函数在 YOLO１１
模型上的应用.

３．１　ETFＧYOLO１１n模型结构

本文提出了 ETFＧYOLO１１n模型,模型整体结构如图２
所示.本文 设 计 了 TFF 模 块 和 HDC 模 块,TFF 模 块 将

Backbone提取到的不同层级特征进行融合;HDCFE模块获

取不同感受野的特征信息,增强模型的表达能力;此外,还设

计了 GeoCIoU来替换CIoU并训练模型.

图２　ETFＧYOLO１１n网络结构

Fig．２　ArchitectureofETFＧYOLO１１nnetwork

３．２　三重特征融合模块

在特征提取网络中,浅层特征细节信息丰富而语义性较

差;而深层特征经过更多层卷积等操作后,语义信息更强,但
是分别率较低,在卷积大量卷积和上采样过程中,特征信息会

被削弱.为增强主干网络和颈部网络在特征提取和融合方面

的能力,设计了 TFF模块(TripleFeatureFusion).
如图３所示,TFF是一种高效的多特征融合模块,有３个

不同尺寸的输入,分别为大(Large)、中(Middle)、小(Small)特
征图.该模块具体流程如算法１所示,通过自适应最大池化

和自适应平均池化,将l层特征图调整为与中间层特征图m

２５１ ComputerScience 计算机科学 Vol．５２,No．１２,Dec．２０２５



相同的大小;通过最近邻插值将s的尺寸调整为与中间特征

图 m 相同的大小.由于较深层特征包含更多语义信息,因此

本文获取s层的空间注意力,并将生成的注意力作用于 m 层

特征图,以提高模型对不同目标的理解能力.将经过处理的

特征图l、增强后的特征图 m 沿通道维度拼接.与普通场景

相比,交通图像中目标遮挡问题严重,TFF 综合利用不同尺

度的信息,提高了模型对交通场景中细节特征的提取.

图３　三重特征融合模块结构

Fig．３　Architectureofthetriplefeaturefusionmodule

TFF模块的伪代码如算法１所示.
算法１　三重特征融合模块(TFF)
输入:不同尺寸特征图l,m 和s
输出:融合后的特征图output
１．调整大尺度特征图:使用自适应最大池化和平均池化,调整l为目

标尺寸.

l_resized＝ad_maxpool(l,目标尺寸)＋ad_avgpool(l,目标尺寸)

２．调整小尺度特征s:通过最近邻插值将s调整为目标尺寸.

s_resized＝interpolate(s,目标尺寸,mode＝‘nearest’).

３．对 m层特征进行加强.

３．１．获取小尺度特征图s_resized空间注意力.

attention_map＝SpatialAttention(s_resized)

３．２．利用该注意力值增强中尺寸特征图.

m_enhanced＝m ∗attention_map＋m
４．特征拼接:将l_resized和 m_enhancd沿通道维度拼接.

output＝concatenate(l_resized,m_enhanced)

３．３　基于混合空洞卷积的特征加强

３．３．１　混合空洞卷积

空洞卷积在扩大特征图感受野的同时降低了传统卷积带

来的资源消耗,网络保持高分辨率的同时,能捕捉到更广泛的

上下文信息.然而空洞卷积采取的是一系列非连续性采样,
也正因如此,图像的特征表示会变稀疏,模型在提取信息时会

忽略某些局部信息,有很多的特征无法被采集,从而影响模型

的检测效果.
混合空洞卷积 HDC(HybridDilatedConvolution)是整合

一组拥有不同组膨胀率的空洞卷积操作.如图４所示,采用

一组膨胀空洞率为１,２,３的混合空洞卷积,就能在有效扩展

感受野的同时,缓解非连续采样导致的特征丢失.

(a)空洞率为１ (b)空洞率为２ (c)空洞率为３

图４　混合空洞卷积

Fig．４　Hybriddilatedconvolution

３．３．２　基于混合空洞卷积的特征加强模块

为了增强模型对交通目标特征的表达能力,本文通过引

入不同大小空洞率的空洞卷积,对目标信息进行整合提取,以
便更精准地识别和定位图像中的目标信息,提升网络对全局

信息的理解能力.
如图５所示,本文首先通过一组１×１的卷积对特征图进

行分流,精心设计各路径的空洞率分别为１,３,５(没有公约

数,避免采样点过于集中),同时引入残差连接,得到增强后的

特征图.该模块充分利用空洞卷积能改变特征图感受野的优

势,提取到不同感受野下的特征信息,最大程度确保了特征提

取过程中的连续性与高效性.交通图像的背景元素与目标具

有相似的局部特征,HDCFE通过整合不同感受野分支特征

信息,使模型对交通图像全局信息进行特征感知的能力得到

加强.

图５　基于混合空洞卷积的特征加强模块结构

Fig．５　Architectureofhybriddilatedconvolutionfeatureenhancement

module

３．４　GeoCIOU
YOLO１１使用CIoU作为边界框损失函数,考虑了目标框

的长宽比、中心点距离等因素.计算式如式(１)－式(３)所示:

CIoU＝IoU－ ρ２(box１,box２)
c２ ＋αv( ) (１)

α＝ v
(１－IoU)＋v

(２)

v＝４
π２ arctanωbox１

hbox１
－arctanωbox２

hbox２
( )

２
(３)

其中,ρ代表两框中心点之间的欧氏距离,c代表最小外接矩

形对角线长度,α是权重参数,v用于衡量两框的宽高一致性.
此时,若预测框与真实框两者具有相同高宽比,那么仅将

高宽比作为惩罚项的 CIoU 将失去有效性,这将极大程度地

限制模型的精度,导致样本不平衡.因此,本文设计了一种新

的基于IoU的度量方法 GeoCIoU.在CIoU的基础上引入另

一惩罚因子,通过最小化预测框和真实框之间的左上和右下

点距离,通过两种不同的惩罚项,使得训练反馈更准确.其计

算过程如式(４)－式(６)所示:

GeoCIoU＝IoU－ω１× ρ２(box１,box２)
c２ ＋αv( ) －

ω２× d２
１

w２＋h２＋ d２
２

w２＋h２( ) (４)

d１＝ (xpred
１ －xgt

１ )２＋(ypred
１ －ygt

１ )２ (５)

d２＝ (xpred
２ －xgt

２ )２＋(ypred
２ －ygt

２ )２ (６)

其中,d１ 和d２ 如图６所示,分别表示预测框与真实框间左上

角的距离和右下角的距离;ω１ 和ω２ 是两个惩罚项的权重系

数,关于此系数,将在４．４节中详细介绍.
复杂交通图像中的小目标较多,长宽比例差别较小,加入

点对点的距离度量,能够精细地反映框的每个边界、每个角落
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之间的差异,从而增强框的位置和形状的稳定性,从更多维度

来评估框的匹配度,包括目标框边界的逐点位置、形状等.基

于此,训练过程中的损失反馈能更加精确地引导模型去学习

准确的边界框位置,更适配交通场景中各类目标的检测需求.

图６　GeoCIoU回归损失

Fig．６　GeoCIoUregressionloss

３．５　小结

本章介绍基于多尺度特征加强的交通目标检测方法,提

出 ETFＧYOLO１１n 模型,设计 TFF 模块融合多尺度特征、

HDCFE 模块利用混合空洞卷积增强表达,并改进边界框损

失函数为 GeoCIoU,以提升模型检测精度.

４　实验结果分析

本章介绍了实验中使用的数据集和评价指标,描述了实

验的细节,对 GEOCIoU策略系数进行了讨论,将本文方法与

目前国际前沿方法进行对比,通过消融实验对各个策略的有

效性进行了探究,并分析说明了模型复杂度等情况.

４．１　数据集

本文主要在交通类数据集 KITTI上进行实验,此外在

COCOＧTraffic数据集上验证了模型的泛化能力.

(１)KITTI[１３].该数据集是自动驾驶常用数据集之一,

有汽车、行人、有轨电车、自行车、货车、卡车６个类别,随机分

配给训练集６９８１幅图像,测试集５００幅图像.

(２)COCOＧTraffic.COCO数据集是目标检测领域最具

挑战性的数据集,共８０类别,１６４０００幅图像,包含大量小目

标和密集目标.COCOＧTraffic从中提取７８６９４幅交通图像,

包含行人、自行车、汽车等１２类,其中６２０１６幅图用于训练,

１６６７８幅图用于验证.

４．２　实验设置

为了确保实验的公平性,本文所涉及的全部实验均与

YOLO１１n基线模型一致且满足以下条件:(１)使用深度学习

框架PyTorch,其版本为１．７．１;(２)CPU为４ＧcoreIntel(R)XeＧ

no(R)Sliver,GPU为４０GB的TeslaA１００;(３)训练轮次epochs
设为１００,批量大小batchsize为１６;(４)使用SGD优化器进行

训练,初始学习率设置为０．０１,动量设置为０．９３７.

４．３　评价指标

本文使用准确率(Precision,P)、召回率(Recall,R)、平均

检测精度(AveragePrecision,AP)、参数量(Parameters,PaＧ

rams)、计算量(FloatingPointOperations,FLOPs)、每秒传输

帧数(FramesPerSecond,FPS)衡 量 模 型 的 效 果.定 义 如

式(７)－式(１２)所示:

P＝ TP
TP＋FP

(７)

R＝ TP
TP＋FN

(８)

AP＝∫
１

０
P(R)dr (９)

Params＝(Cink２＋１)Cout (１０)

FLOPs＝２HW(Cink２＋１)Cout (１１)

FPS＝ １
Averageinferencetime×１０－３×B

(１２)

其中,真 阳 性 (TruePositive,TP)、假 阳 性 (FalsePositive,

FP)、假阴性(FalseNegative,FN)分别表示正确预测的正样

本的数量、预测错误的负样本的数量、预测错误的正样本的数

量;H 和 W 分别表示输入图像的高、宽;Cin和Cout是输入和输

出的通道数;Averageinferencetime是模型平均推理时间;B
是训练过程中的批量大小.AP 表示所有类别的的平均检测

值,与非极大抑制中交并比的阈值有关;mAP＠０．５是阈值为

０．５时 AP的值.

４．４　GeoCIoU的对比实验

如式(４)所示,GeoCIoU 损失函数通过两个不同的惩罚

项探究预测框与真实框的匹配情况,因此需要为这两个不同

的惩罚项分配合理的系数.为了更好地平衡框的形状和位置

差异,本文进行进一步实验,探究不同的权重系数ω１ 和ω２ 对

模型检测效果的影响.

如表２第２－４行所列,与 CIoU 相比,GeoCIoU 增加惩

罚项后都能帮助模型提升检测精度.当ω１＝０．６,ω２＝０．４
时,平均检测精度达到６４．８％,与基线模型相比提升了１．６
个百分点,此时 GeoCIoU的优化效果达到最佳.因此本文后

续实验将ω１ 和ω２ 分别设为０．６和０．４.

表２　GeoCIoU不同权重系数对比实验结果

Table２　ExperimentalresultswithdifferentweightsofGeoCIoU

Methods ω１ ω２ AP/％ mAP＠０．５/％

baseline(CIoU) － － ６３．２ ８９．５

＋GeoCIoU ０．５ ０．５ ６３．９ ８９．５

＋GeoCIoU ０．６ ０．４ ６４．８ ８９．９

＋GeoCIoU ０．７ ０．３ ６４．５ ８９．５

４．５　对比实验

本文在 KITTI上进行实验,不仅与 YOLO 系列算法、

FasterRＧCNN[１０]、DETR[１１]进行比较,还与交通领域专门方

法SＧPANet[２８]和 YOLOM[２９]进行比较.SＧPANet对 PANet
进行优化并加入改进的 CBAM,YOLOM 综合利用多空间金

字塔特征和焦损函数,它们被证明在交通场景中有良好的

检测能力.如表３所列,本方法的 AP和 mAP＠０．５分别达

到６５．６％和９０．７％,参数量却仅有２．９×１０６,检测性能优于

绝大多数先进的检测方法,参数量是 DETR模型的１/１５,却

有着更好的检测精度.本文方法参数量和检测精度都优于

SＧPANetＧtiny;ETFＧYOLO１１ 的 nano 模 型 检 测 效 果 与

YOLOMs模型相近,但参数量和计算量远少于 YOLOMs.
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表３　在 KITTI数据集上的对比实验

Table３　ComparativeexperimentsontheKITTIdataset

Methods Backbone Epoch AP/％ mAP＠０．５/％ Params FLOPs
FasterRＧCNN[１０] ResnetＧ５０ １００ ４８．５ ６０．４ － －

DETR[１１] ResnetＧ５０ １００ ５４．９ ８８．９ ４．１３×１０６ １０１．３×１０９

DETR[１１] ResnetＧ１０１ １００ ５７．４ ８９．５ ６．０２×１０６ １８６．０×１０９

YOLOv５n[３] CSPDarkNet５３ １００ ６３．３ ８９．１ ２．５０×１０６ ７．１×１０９

YOLOv６n[４] CSPDarkNet５３ １００ ６１．４ ８７．３ ４．３０×１０６ １１．８×１０９

YOLOXＧtiny[５] CSPDarkNet５３ １００ ５５．１ ８４．４ ６．５０×１０６ ６．５×１０９

YOLOv７Ｇtiny[６] CSPDarkNet５３ １００ ４１．７ ６４．２ ６．００×１０６ １３．９×１０９

YOLOv８n[７] CSPDarkNet５３ １００ ６５．４ ９０．３ ３．００×１０６ ９．０×１０９

SＧPANetＧtiny[２８] CSPDarkNet５３ １００ ５４．２ ８４．３ ３．８０×１０６ ５．７×１０９

YOLOMs[２９] CSPDarkNet５３ １００ ６５．２ ９１．５ ９．３０×１０６ ２６．９×１０９

YOLO１１n(baseline)[９] CSPDarkNet５３ １００ ６３．２ ８９．５ ２．６０×１０６ ６．３×１０９

ETFＧYOLO１１n(Ours) CSPDarkNet５３ １００ ６５．６(＋２．４) ９０．７(＋１．２) ２．９０×１０６ １０．６×１０９

４．６　消融实验与结果分析

为验证本文所提出３种策略的有效性,如表４所列,进行

了消融实验,训练轮次为１００,实验参数按４．２节设置.

本文的基线模型为 YOLO１１n,根 据 表 中 前 ４行 的 数

据,TFF模块、HDCFE模块、GeoCIoU 回归损失都适用于

复杂交通场 景 中 的 目 标 检 测,在 增 加 参 数 量 不 多 的 情 况

下,平均检测精度分别提升了１．３个百分点、１．２个百分点、

１．６个百分点.表４中第５－７行将３种策略两两分组,结果

显示,平均检测精度都有所提升,这验证了本文提出策略的有

效性.

３种策略组合使用结果如第８行所示,AP和 mAP＠０．５
分别达到６５．６％和９０．７％,与基线模型相比分别提升了２．４
个百分点和１．２个百分点,这说明本文方法能有效提升模型

对交通图像目标的检测精度.

表４　在 KITTI数据集上的消融实验结果

Table４　AblationexperimentresultsontheKITTIdataset

TFF HDCFE GeoCIoU AP/％ mAP/＠０．５％ Params FLOPs FPS
× × × ６３．２ ８９．５ ２．６×１０６ ６．３×１０９ ６７２
√ × × ６４．５ ９０．０ ２．７×１０６ ６．８×１０９ ６２５
× √ × ６４．４ ９０．１ ２．９×１０６ １０．２×１０９ ５８７
× × √ ６４．８ ８９．９ ２．６×１０６ ６．４×１０９ ６５２
√ √ × ６５．０ ９０．４ ２．９×１０６ １０．６×１０９ ５５７
× √ √ ６５．１ ９０．３ ２．９×１０６ １０．２×１０９ ５６１
√ × √ ６５．２ ９０．１ ２．７×１０６ ６．８×１０９ ５９３
√ √ √ ６５．６(＋２．４) ９０．７(＋１．２) ２．９×１０６ １０．６×１０９ ５２９

　　图７为 ETFＧYOLO１１n方法在 KITTI数据集上的可视

化结果,第１行为原图,第２行为热力图,第３行为最终结果

图.结果显示,本文提出的 ETFＧYOLO１１n方法在目标特征

提取以及检测方面都展示出良好性能.

图７　ETFＧYOLO１１n在 KITTI数据集上的可视化结果

Fig．７　VisualizationresultsofETFＧYOLO１１nonKITTI

如图８所示,本文将 ETFＧYOLO１１n的各项精度与基线

模型 YOLO１１n进行了可视化比较,其中图８(a)是 YOLO１１,

图８(b)是ETFＧYOLO１１n,横坐标代表训练的轮次,而纵坐标

代表检测精度,不同颜色曲线代表不同的精度评价指标.可

以直观看到,本文方法的召回率、精确率、AP、mAP＠０．５等

指标都有所上升.

(a)YOLO１１n

(b)ETFＧYOLO１１n

图８　KITTI数据集上的精度曲线

Fig．８　AccuracycurvesonKITTIdataset

４．７　泛化性验证

(１)在不同数据集上的泛化性验证

本文使用 COCOＧTraffic数据集对 ETFＧYOLO１１n模型
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在不同数据集上的泛化性进行了验证.如表５所列,在该数

据集上 AP和 mAP＠０．５的值分别达到了４２．５％和５９．８％,
与基线模型相比,提升了１．３个百分点和１．２个百分点.与

KITTI数据集上的结果相似,无论精度还是参数量,本文方

法在COCOＧTraffc上的结果都优于大多数先进的目标检测

算法.在COCOＧTraffic数据集上的可视化结果如图９所示.

表５　COCOＧTraffic数据集上的泛化性实验结果

Table５　GeneralizationexperimentalresultsonCOCOＧTraffic

Methods Backbone AP/％ mAP＠０．５/％ Params
SSD[２] VGG１６ ４８．４ ２８．７ －

RetinaNet[３０] VGG１６ ３６．１ ５６．４ －
YOLOv５s[３] CSPDarkNet５３ ３６．９ ５５．５ ７．１×１０６

YOLOXs[５] CSPDarkNet５３ ３９．０ ５９．７ ９．０×１０６

YOLOv７Ｇtiny[６] CSPDarkNet５３ ４１．７ ６４．２ ６．０×１０６

YOLOv８n[７] CSPDarkNet５３ ３８．９ ５４．８ ３．０×１０６

YOLO１１n
(baseline)[９] CSPDarkNet５３ ４１．２ ５８．６ ２．６×１０６

ETFＧYOLO１１n
(Ours) CSPDarkNet５３

４２．５
(＋１．３)

５９．８
(＋１．２) ２．９×１０６

图９　ETFＧYOLO１１n在COCOＧTraffic数据集上的可视化结果

Fig．９　VisualizationresultsofETFＧYOLO１１nonCOCOＧTraffic

(２)在模型上的泛化性验证

如表 ６ 所 列,将 所 提 出 的 ETFＧYOLO 方 法 应 用 于

YOLOv８n,并 在 KITTI 上 进 行 验 证. 结 果 显 示,ETFＧ

YOLOv８n的 AP和 mAP＠０．５分别达到６６．９％和９１．５％,

提升了１．５个百分点和１．２个百分点.由此可见,本文方法

在不同模型上都表现出很好的泛化性.

表６　在 YOLOv８模型上的泛化性实验结果

Table６　GeneralizationexperimentalresultsonYOLOv８model

Methods AP/％ mAP＠０．５/％ Params
YOLOv８n[７] ６５．４ ９０．３ ３．０×１０６

ETFＧYOLOv８n(Ours) ６６．９(＋１．５) ９１．５(＋１．２) ３．３×１０６

４．８　模型复杂度分析

交通图像目标检测需兼顾准确率和精度,如表７所列,本

文算法的参数量和计算量约为 DETR的１/１５,却有更好的检

测效果;检测精度虽不如 YOLOv９s,但它引入辅助分支增加

检测 头,参 数 量 和 计 算 量 是 本 文 算 法 的 ４ 倍 左 右;与

YOLOv５n,YOLOXＧtiny,YOLOv７Ｇtiny,YOLOv８n等算法相

比,本文算法有最高的检测精度.

表７　模型复杂度对比

Table７　Comparisonofmodelcomplexity

Methods AP/％ Params FLOPs

DETR[１１] ５４．９ ４１．３×１０６ １０１．３×１０９

YOLOv５n[３] ６３．３ ２．５×１０６ ７．１×１０９

YOLOXＧtiny[５] ５５．１ ６．５×１０６ ６．５×１０９

YOLOv７Ｇtiny[６] ４１．７ ６．０×１０６ １３．９×１０９

YOLOv８n[７] ６５．４ ３．０×１０６ ９．０×１０９

YOLOv９s[８] ６９．１ ９．６×１０６ ３８．７×１０９

ETFＧYOLO１１n(Ours) ６５．６ ２．９×１０６ １０．６×１０９

本文算 法 ETFＧYOLO１１n 的 参 数 量 相 比 基 线 模 增 加

０．３×１０６,计算量增加４．０×１０９FLOPs.然而,这一改变是基

于交通目标检测场景复杂性与精准性需求权衡后的结果.综

上,本文算法在复杂度和检测精度中做到了较好平衡,有较高

的应用价值.

４．９　小结

本章通过设置公平实验条件,对比 GeoCIoU 不同权重系

数确定最佳值,将所提方法与前沿算法进行对比,开展消融实

验验证本文策略的有效性,且验证了模型泛化性、分析复杂

度,证明了ETFＧYOLO１１n性能优,实用性强.

结束语　为研究复杂交通场景中的目标检测中特征信息

不明显、易丢失等问题,本文提出了基于特征加强的单阶段目

标检测算法 ETFＧYOLO１１n,实现交通场景图像目标的高性

能检测.设计 TTF模块,融合不同尺度特征信息,进一步提

升模型对交通目标的捕捉能力;在模型的 Neck中,设计并引

入了 HDCFE模块,以增强模型上下文全局特征提取能力;设

计 GeoCIoU函数,使模型训练过程更专注于高质量锚框.实

验结果显示,本文方法能有效提升模型对交通图像中目标的

检测能力,优于多数先进的目标检测算法,在不同数据集和不

同模型上都表现出较强的泛化能力.

对未来工作的展望:(１)无人驾驶等实际交通监控场景需

要实施传输数据,对模型复杂度提出更高要求,本文方法计算

量有一定增长,之后将精简冗余结构,在不损失检测精度的前

提下削减参数量与计算量,并尝试在无人驾驶汽车上进行部

署;(２)鉴于交通图像里不同类别样本数量存在差异,后续将

深入探究如何在目标检测流程里实现困难样本的自动甄别与

选取,减少样本不均衡导致的检测偏差.
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