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摘　要　基于传统深度学习的高光谱图像去噪方法通常难以捕捉空间位置的长程相关性和全局不规则局部块的相似性,导致

去噪后细节信息丢失和结构完整性不足.为此,提出一种新的面向高光谱图像去噪的超像素级图特征学习方法,旨在利用图神

经网络提取空谱特征,捕捉不规则局部块空间位置的长程相关性,以保留纹理细节和结构信息.首先,设计了门控注意力模块

来抑制噪声并增强光谱相关性,为后续的超像素分割奠定基础.然后,设计了超像素级图聚合模块,将高光谱图像按空间维分

割成多个空间相连的超像素,并使用共享线性层学习超像素中像素的加权值.接着,使用图卷积更新节点信息,从而有效地保

持高光谱图像结构的完整性和内部细节的清晰度.最后,利用高光谱图像的低秩性,在训练过程中引入核范数正则化进行约

束,提出了低秩Ｇ空谱损失,以关注结构信息的保留.实验结果表明,所提方法在性能上优于当前先进方法.

关键词:高光谱图像去噪;图神经网络;深度学习;空谱特征;核范数
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Abstract　HyperspectralimagedenoisingmethodsbasedontraditionaldeeplearningusuallyhavedifficultycapturingthelongＧ

rangecorrelationofspatialpositionsandthesimilarityofglobalirregularlocalblocks,resultinginlossofdetailedinformationand

insufficientstructuralintegrityafterdenoising．Tothisend,thispaperproposesanewsuperpixelＧlevelgraphfeaturelearning
methodforhyperspectralimagedenoising,whichaimstousegraphneuralnetworkstoextractspatialＧspectralfeaturesandcapＧ

turethelongＧrangecorrelationofspatialpositionsofirregularlocalblockstopreservetexturedetailsandstructuralinformation．

Firstly,agatedattentionmoduleisdesignedtosuppressnoiseandenhancespectralcorrelation,layingthefoundationforsubseＧ

quentsuperpixelsegmentation．Then,asuperpixelＧlevelgraphaggregationmoduleisdesigned,whicheffectivelymaintainsthe

structuralintegrityandclarityofinternaldetailsofthehyperspectralimagebysegmentingthehyperspectralimageintomultiple

spatiallyconnectedsuperpixelsaccordingtothespatialdimensionsandusingasharedlinearlayertolearntheweightedvaluesof

pixelsinthesuperpixel．Then,graphconvolutionisusedtoupdatethenodeinformation．Finally,nuclearnormregularizationisinＧ

troducedinthetrainingprocessforconstraintbytakingadvantageofthelowrankofhyperspectralimages,andalowＧrankＧspatial

spectraldenoisinglossisproposedtofocusonpreservingstructuralinformation．Experimentalresultsshowthattheproposed

methodoutperformsthecurrentadvancedmethodsinperformance．

Keywords　Hyperspectralimagedenoising,Graphneuralnetworks,Deeplearning,SpatialＧspectralfeatures,Nuclearnorm

　

１　引言

高光谱图像(HyperspectralImages,HSI)蕴 含 丰 富 的 光

谱信息,成为了目标检测[１]、环境监测[２]和城市规划[３]等领域

的关键载体.然而,成像设备的内在缺陷或周围大气 条 件 引

起的噪声,如高斯噪声、条纹状噪声及脉冲式 噪 声 等[４],严 重

破坏了 HSI空谱结 构 的 完 整 性,降 低 了 分 析 结 果 的 精 确 度.

因此,探索有效的 HSI去 噪 方 法,对 于 提 升 高 光 谱 图 像 应 用

的整体性能,具有重要的理论价值和实际意义.

现有的 HSI去噪技 术 主 要 分 为 基 于 模 型 驱 动 的 方 法 和



基于数据驱动的方法[５].前者主要基于对噪声特性的先验假

设,通过建立优化模型并采用迭代技术达到 去 噪 目 的[６].该

方法通常利用 HSI的 非 局 部 自 相 似 性[７Ｇ８]、平 滑 性[９Ｇ１０]、稀 疏

性[１１Ｇ１２]以及低 秩 性[１３Ｇ１４]等 内 在 特 性,提 供 了 良 好 的 理 论 基

础,但往往需要复杂的迭代计算和精细的参数调整.因此,在

实际应用中,基于模型驱动的方法常面临计算成本高和处理

时间长等问题,难以有效应对 HSI复杂多变的噪声干扰.

随着基于数据驱动的深度学习技术的快速发 展,基 于 深

度学习的 HSI去噪方法,尤其是卷积神经网络(Convolutional

NeuralNetwork,CNN)已 展 现 出 强 大 潜 力.２０１７ 年,Xie
等[１５]首次将深度级联 CNN 应用于 HSI去噪任务,显著提升

了去噪性 能,开 创 了 深 度 学 习 方 法 在 该 领 域 的 先 河.Yuan
等[１６]利用多尺度二 维 卷 积 构 建 了 空 谱 深 度 残 差 CNN,用 于

提取多尺度特征.Dong等[１７]则提出了基于三维 U 型递归神

经网络的空谱表 示 学 习 方 法,以 处 理 HSI的 三 维 空 谱 结 构.

为应对三维 CNN 参数量大、训练困难 的 问 题,Ma等[１８]结 合

二维与三 维 CNN,设 计 了 增 强 型 非 局 部 级 联 注 意 力 网 络.

Kan等[１９]通过引入三维可分离卷积进一步减少了参数量,并

开发了基 于 注 意 力 机 制 的 密 集 网 络.针 对 复 杂 噪 声 环 境,

Torun等[２０]提出了光谱自调节残差模块,并通过多模型融合

增强了网络的 适 应 能 力.Pan等[２１]则 通 过 挖 掘 HSI噪 声 的

内在特性来估计光谱噪声分布,并以此为基础设计了一种引

导机制,实现了 更 为 精 细 的 去 噪 效 果.尽 管 基 于 CNN 的 方

法在去除空间和光谱噪声方面表现出一定的有效性,但其依

赖滑动窗口的操作机制限制了提取空间位置长程相关性的能

力,如图１(a)所 示.这 种 局 限 性 导 致 其 在 全 局 一 致 性、细 节

保留以及计算效率等方面仍存在明显不足.

(a)CNN (b)GNN

图１　CNN 和超像素级的 GNN 在信息处理方面的差异

(电子版为彩图)

Fig．１　DifferencesininformationprocessingbetweenCNNand

superpixelＧlevelGNN

为此,近期部分研究者将 Transformer[２２]引入 HSI去 噪

任务.通过自注意力机制建模空间位置上任意两个像素间的

相关性,Transformer能够捕捉全局空谱信息,减少细节丢失.

Li等[２３]分别在 HSI的空间和光谱维度上使用 Transformer,

构造了一种空谱 Transformer.Lai等[２４]则将 CNN 的高效性

与 Transformer捕捉全局 空 谱 相 关 性 的 优 势 结 合,提 出 了 一

种混合光谱 去 噪 Transformer.然 而,真 实 HSI中 像 素 间 的

相关性通常是稀疏的,而非全局相关的.Transformer全连接

的建模方式,导致这些方法仅关注像素级别的上下文信息,难

以有效捕捉全局范围内不规则局部相似块之间的纹理细节和

结构特征,且往往具有较高的计算复杂度.这种局限 性 使 得

在处理 HSI时,局部细节信息容易丢失,结构边缘变得模糊,

从而影响图像的清晰度.

此外,传 统 损 失 函 数 未 能 有 效 约 束 HSI的 空 谱 结 构 特

性,导致去噪结果在空间细节保留和光谱连续性上存在显著

偏 差.针 对 这 一 问 题,Zhang等[２５]提 出 了 一 种 空 谱 梯 度 损

失,以减少光谱失真.Wang等[２６]则 设 计 了 一 种 基 于 全 变 分

损失的空谱 Transformer,以保持 HSI的平滑结构.然而,这

些方法忽略了干净 HSI在空间维度上的低秩先验,导致去噪

结果的空间结构一致性不足.

综上所述,现有的 HSI去 噪 方 法 尽 管 已 取 得 一 些 成 果,

但仍存在以下关键问题亟需优化.

１)全局与局部特征的平衡:现有方法难以同时有 效 捕 捉

HSI全局空间位置的长程相关性和局部细节信息,导 致 去 噪

结果难以兼顾全局一致性与细节保留.

２)不规则局部相似块的长程建模:对 HSI中不规则局部

相似块的长程相关性捕捉不足,导致结构完整性难以保持,边

缘模糊或纹理失真问题突出.

３)空谱结构的有效约束:去噪后,HSI的光谱连续性和空

间连贯性缺乏有效约束,易出现光谱失真或空间结构退化,影

响后续分析与解释.

为解决 这 些 问 题,将 图 神 经 网 络 (Graph NeuralNetＧ

works,GNNs)引 入 HSI去 噪 任 务.GNNs在 处 理 图 结 构 数

据和建 模 复 杂 关 系 方 面 表 现 出 色,被 广 泛 应 用 于 推 荐 系

统[２７]、医学图像分割[２８]和 HSI分 类[２９]等 任 务.HSI同 类 地

表物质常聚成不规则局部块,分散于多个区域,且局部块内像

素光谱特征相关 性 强[３０].如 图 １(b)所 示,黄 色 与 灰 色 超 像

素呈现相似植被分布的不规则地表,黑线表示超像素质心(节

点)之间的连接.因此,基于超像素级的 GNN 能有效捕捉全

局不规则相似块的空间相关性,较传统方法保留了更多的边

缘细节等结构信息.而在 HSI去噪任务中,噪声干扰超像素

分割的准确性,利 用 GNN 联 合 空 谱 特 征 解 决 边 缘 结 构 丢 失

的问题尚未得到充分探索.本文旨在确保超像素分割准确的

基础上,充分挖掘超像素级构图潜力,以提取超像素 级 特 征,

保证去噪后 HSI结构完整,提升网络去噪性能.

为此,本文提出了一种新的面向 HSI去噪的超像素级图

特 征 学 习 方 法 (SuperpixelＧLevelGraph Feature Learning
MethodforHyperspectralImageDenoising,SGFL).它 主 要

由门控光谱注意力模块和卷积增强的超像素级特征提取模块

组合而成,是自适应学习噪声特征的 HSI去噪模型.门控光

谱注意力模块通过融合通道注意力和门控机制的优势,提升

光谱相关性,在网络前部抑制噪声.而卷积增强的超 像 素 级

特征提取模块先使用超像素级的图聚合模块进行超像素级特

征提取,通过建模不规则局部块的空间长程相关性,有效整合

全局空谱信息,在去噪时恢复边缘结构并保留细节纹理;再使

用混合空洞卷积[３１]和 门 控 光 谱 注 意 力 模 块 增 强 其 空 间 和 光

谱维信息.此外,本文引入核范数正则化和光谱差分约束,促

进空间结 构 学 习 并 保 持 光 谱 连 续 性,进 而 恢 复 真 实 完 整 的

HSI.总之,SGFL框架巧妙地结合了 HSI的低秩性、不规则
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局部块的全局自相似性、全局光谱强相关性以及空谱结构,旨

在保留更多的细节和结构信息,显著提升了 HSI去噪性能.

本文主要贡献如下:

１)设计了门控光谱注意力模块,用于捕捉全局背 景 信 息

与局部显著特征之间的互补性,以此自适应地区分噪声和有

效信息,增强了光谱相关性,确保超像素分割的准确性.

２)设计了超像 素 级 图 聚 合 模 块.通 过 分 割 HSI为 超 像

素,并利用共享线性层学习超像素的加权系数,有效地保持了

边缘结构完整性和局部纹理清晰度.

３)设计了均方误差损失、空间维矩阵的核范数正 则 化 以

及光谱差分约束相融合的低秩Ｇ空谱损失,确保了空间维度的

低秩特性,并增强了光谱连续性.

２　超像素级图特征学习方法

假设Y∈ℝH×W×B 是有噪声的 HSI,H 和 W 是 空 间 分 辨

率,B 是光谱波段的数量.HSI噪声退化模型描述为:

Y＝X＋N
∧

(１)

其中,X∈ℝH×W×B 是 无 噪 声 的 HSI,N
∧

∈ℝH×W×B 是 噪 声,如

高斯噪声、条纹噪声、脉 冲 噪 声、Deadline噪 声 及 其 混 合 噪 声.

为从Y 中有效恢复X,本文提出超像素级图特征学习方法,去

噪后的 HSI表示为X
∧

∈ℝH×W×B.网络整体框架如图２所示.

图２　网络整体框架示意图

Fig．２　Schematicdiagramoftheoverallnetworkframework

　　首先,为使后续超像素级的图聚合模块能够精准地使用

简单线性迭代聚类算法[３２],使用三维卷积、动态卷积[３３]和二

维卷积对含噪声的 HSIY 进行预处理,而后采用门控光谱注

意力模块强化光谱相关性.经过处理,光谱维度从 B 降至C,

且C 远小于B.上述操作能够以 函 数 f(􀅰)予 以 表 征,所 得

结果记为P０∈ℝH×W×C,即:

P０＝f(Y) (２)

然后,为保持结构完整性并增强网络的表示能力,本文构

建了卷积增强的超像素级特征提取模块.该模块在网络中连

续堆叠n 层,通过跳跃连接将每层输出直接传递到后续所有

层,直至第n 层,强化特征传输和融合.对于第i层输出Pi∈

ℝH×W×C,有:

Pi＝∑
i－１

k＝０
Pk＋CSFE(Pi－１),i＝１,２,􀆺,n (３)

其中,CSFE(􀅰)表示卷积增强的超像素级特征提取模块,由

超像素级的图聚合模块、混合空洞卷积[３１]以及门控光谱注意

力模块搭建而成.超像素级的图聚合模块专注于提取超像素

级特征.混合空洞卷积膨胀率为[１,３,５,１,３,５],通过提取空

间维度上的多尺度特征,增强局部细节和结构信息.门控光谱

注意力模块进一步增强光谱相关性,以便更好地学习复杂噪声

特征.这些模块相互协同,有效提取和融合了多层次特征.

接着,利用 Transformer作为特征增强模块,对第n 层的

输出特征表示Pn 进行全局信息增强,以提升特征表示的全面

性和准确性.若用E∈ℝH×W×C 表示网络学习到的噪声,则去

噪后的特征表示R∈ℝH×W×C 可由式(４)得到:

R＝F－E (４)

最后,R 被传入一个三维卷积Rec(􀅰)重构,以学习和恢

复潜在干净的 HSIX
∧

∈ℝH×W×B,即:

X
∧

＝Rec(R) (５)

下面介绍网络的关键模块:门控光谱注意力模 块 和 超 像

素级的图聚合模块.

２．１　门控光谱注意力模块

网络预处理 操 作 会 在 一 定 程 度 上 降 低 光 谱 相 关 性.因

此,本文结合门控机制与文献[３４]的通道注意力模块,设计了

门控光谱注意力模块.如图３所示,根据通道注意 力 机 制 生

成注意力图a∈ℝ１×１×C:

a＝ρ(MLP(Max(Fin))＋MLP(Avg(Fin))) (６)

其中,Fin∈ℝH×W×C 是输入特征图,Max(􀅰)和 Avg(􀅰)分别

表示平均 和 最 大 池 化 层,MLP(􀅰)是 共 享 的 多 层 感 知 器,

ρ(􀅰)为Sigmoid函数.

图３　门控光谱注意力模块示意图

Fig．３　Schematicdiagramofthegatedspectralattentionmodule
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　　其次,将注意力图a乘Fin,得到光谱注意力特征图Fatt∈

ℝH×W×C:

Fatt＝Fin􀱋a (７)

其中,􀱋 表示逐元素相乘.

之后,通过门控机制进一步增强特征图,其经过一个１×
１卷积层Conv(􀅰),并通过Sigmoid函数生成门控信号.

最后,将门控信号与Fin逐元素相乘,进行信息传递,得到

增强后的特征图Fout∈ℝH×W×C:

Fout＝Fin􀱋ρ(Conv([Fin,Fatt])) (８)

其中,[􀅰,􀅰]表示按通道维拼接.

上述模块通过捕捉全局背景信息和局部显著特征的互补

性,自适应地区分光谱维噪声和有效信息.之后通过 门 控 机

制增强光谱间的相关性,为后续特征提取提供更好的基础.

２．２　超像素级的图聚合模块

传统图像的超像素通常采用简单线性迭代聚类算法进行

分割[３５].该算法作为前向传播中的非参数化预处理模块,不

包含可学习参数,因此不参与网络的训练过程.然后,求超像

素内所有像素的平均值,并将其作为超像素的质心,以此构建

GNN 的节点.该方法生成的关联矩阵值为０或１,表示像素

与超像素之间的对应关系.然而,这种简单的连接方 式 在 从

HSI的图表示恢复到网格表示的过程中,会导致严 重 的 过 平

滑问题,影响网络对噪声的学习和对细节信息的修 复.为 克

服此问题,设计超像素级的图聚合模块,如图４所示.

１)图编码器.图编码器是关键组件,其核 心 是 生 成 关 联

矩阵,细节如图５所示.首先,采用简单线性迭代聚类算法将

输入特征图F∈ℝH×W×C 划分为S 个空间相连且光谱相似的

超像素集Si＝{zi
１,zi

２,􀆺,zi
Pi

},i＝１,２,􀆺,S.其 中,zi
Pi 表 示

在Si 中的第Pi 个像素,Pi 表示第i 个超像素Si 中包含的 像

素总数(Si∩Sj＝Ø,∀i≠j,且 H×W ＝∑
S

i＝１
Pi).接着,通过设

置共享线 性 层 来 学 习 超 像 素Si 中 各 像 素 的 权 值 系 数θi ∈

ℝ１×Pi,i＝１,２,􀆺,S.最后,对Si 加权求和,得到超像素加权

质心vi∈ℝ１×C,i＝１,２,􀆺,S:

vi＝θi∗Si (９)

其中,∗表示矩阵乘法.由于超像素中所包含像素数量不同,

无法将上述分割方法直接集成到超像素级图聚合模块中.受

文献[３６]启发,通过应用数据转换,允许特征在像素和超像素

之间传播,如图 ５所示.具体地,设 Q∈ℝN×S 是 像 素 与 超 像

素之间的关联矩 阵,其 中 S 表 示 超 像 素 数 量,N 表 示 输 入 特

征图F 的所有像素数量,则有:

Qi,j＝
θi,ifzi∈Sj

０,ifzi∉Sj
{ ,Z＝Flatten(F) (１０)

其中,Flatten(􀅰)表 示 按 空 间 维 度 展 平 HSI数 据,zi 表 示

Z∈ℝN×C 中的第i 个像素,Sj 是第j 个 超 像 素,Qi,j表 示 在 位

置(i,j)处Q 的值.然后,使用式(１１)表示图编码器:

V＝Q
∧

TFlatten(F) (１１)

其中,V＝(vi)S×C 是节点特征矩阵,Q
∧

∈ℝN×S 表示按列归一化

的Q,即Q
∧

i,j＝Qi,j/∑kQk,j.而后,构建一个节点数为 S 且节

点特征维度为C 的图 ＝(V,A),其中 A＝(aij)S×S 是邻接 矩

阵,aij是节点i 和节点j 之间的边权值.

图４　超像素级图聚合模块示意图

Fig．４　SchematicdiagramofthesuperpixelＧlevelgraph

aggregationmodule

图５　图编码器的示意图

Fig．５　Schematicdiagramofthegraphencoder

　　２)图 聚 合.通 过 式(１１),可 以 快 速 将 HSI编 码 为 图 节

点.下面利用 GNN 进行处理,构建包含空谱信息的图结构,

有效揭示 HSI的空间特征.首先,计算图 中节点特征 间 的

余弦相似度.第i个节点特征vi 和第j 个节点特征vj 之间的

余弦相似度mij为:

mij＝ vT
ivj

‖vi‖２ ‖vj‖２
,j≠i (１２)

其中,‖􀅰‖是欧几里德范数.对于第i个节点,选择 K 个相

似度最高的节点作为邻居, i 是其邻居节点集合.因此,图

的邻接矩阵A＝(aij)S×S 满足:

aij＝
mij, ifj∈ i

０, ifj∉ i{ (１３)

最后,对于第i个节 点,更 新 后 的 特 征 向 量v′i∈ℝ１×C 是

其所有邻居特征的加权和:
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vi′＝φ(∑
j∈ i

aijvjW) (１４)

其中,W∈ℝC×C 是参数矩阵,φ(􀅰)是 LeakyReLU 激活函数.

完成全局相似节 点 的 特 征 聚 合 后,更 新 节 点 特 征,记 为V′＝
(vi′)S×C.

３)图解码器.为将节点特征传播到像素,利 用 关 联 矩 阵

Q 定义图解码器,通过将图特征投影回图像空间,形成三维立

方体特征图,记作S∈ℝH×W×C:

S＝Reshape(QV′) (１５)

综上,超像素级的图聚合模块在捕捉不规则局 部 块 的 空

间长程相关性和保持清晰度方面表现出色.此外,超 像 素 的

聚合方式允许模型在更大范围内考虑相似特征,更全面地提

取了空谱特征,增强了模型对复杂噪声的适应性.

２．３　低秩Ｇ空谱损失

传统 的 均 方 误 差 损 失 spatial 能 较 好 恢 复 HSI的 空 间

信息:

spatial＝‖X
∧

－X‖２
２ (１６)

其中,X
∧
,X∈ℝH×W×B 分别是去噪后和干净的 HSI.HSI去噪

不能仅关注空间信息,还需重视结构特征.由于干净 HSI在

空间上通常具有低秩性,为有效抑制噪声并保持图像空间结

构,本文引入 X
∧

的 空 间 维 度 矩 阵X
∧

flatten∈ℝN×C (N 是 空 间 维

像素总数,C 是光谱通道数)的核范数正则化 nuclear:

nuclear＝‖X
∧

flatten‖∗ (１７)

其中,‖􀅰‖∗ 表示矩阵的核范数. nuclear促使去噪后 HSI在

空间维度上保持低秩特性,从而保留图像的结构信息.

此外,为了抑制光谱失真,本文还引入了文献[２５]的光谱

差分约束 spectral:

spectral＝‖D
∧

－D‖２
２

D
∧

:,i＝Flatten(X
∧

:,:,i＋１－X
∧

:,:,i)

D:,i＝Flatten(X:,:,i＋１－X:,:,i)

ì

î

í

ï
ï

ïï

,i＝１,􀆺,C－１ (１８)

１)https://rslab．ut．ac．ir/data

其中,X
∧

:,:,i,X:,:,i∈ℝH×W 表 示X
∧

和 X 的 第i 个 波 段 的 二 维

图像矩 阵;D
∧
,D∈ℝN×(C－１)表 示 X

∧
和 X 的 光 谱 差 分 矩 阵;

D
∧

:,i,D:,i∈ℝN×１表示 D
∧

和 D 的第i 列向量.去噪 后 HSIX
∧

光谱恢复越好,D
∧

与 D 差异就越小.

综上,本文构造的低秩Ｇ空谱损失 为:

＝ spatial＋λ１􀅰 nuclear＋λ２􀅰 spectral (１９)

其中,λ１ 和λ２ 为超参数.

３　实验及结果分析

３．１　数据集

本文使用３个 HSI数 据 集１)来 评 估 SGFL 模 型 的 有 效

性:WashingtonDCMall(WDC),Urban和IndianPines(IP).

WDC数据集被用 于 模 拟 数 据 实 验,Urban和IP数 据 集 则 被

用于真实数据实验.

１)WDC.该 数 据 集 通 过 HYDICE 机 载 传 感 器 采 集

而来,其空间分辨率为１２０８×３０３,包含１９１个波段.首先,将

该数据 集 划 分 为１０８０×３０３×１９１ 的 训 练 数 据 集 和 ２００×

２００×１９１的测试数 据.然 后,向 WDC 数 据 集 中 添 加 合 成 噪

声.最后,对数据进行裁剪,并将采样步长设定为３４,以生成

６４×６４×１９１的立方体 样 本.为 了 高 效 训 练 HSI去 噪 模 型,

对训练样本进行多角度图像旋转以及多尺度大小调整,与文

献[１９]一致.同时,为全面评估不同 HSI去噪方法在各种噪

声下的表现,在 WDC数据集上合成两类常见噪声,即高斯噪

声和混合噪声,进行模拟实验.

(１)高斯噪声.与文献[１６]一致,对 WDC数据集分别加

入不同噪声水平σ＝[５０ ７５ １００]的高斯噪声.

(２)混合 噪 声.采 用 文 献[２０]中 的 复 杂 混 合 噪 声 模 型.

每个波段都受到噪声水平为１０~７０的随机变化的高斯 噪 声

的影响,增加了噪声的不确定性.此外,每个波段还受到一种

或多种特定类型噪声的污染,包括条纹噪声、Deadline和脉冲

噪声.条 纹 和 Deadline通 过 在 波 段 的 随 机 行 或 列 中 选 择

５％~１５％的位置添加,以模拟现实中条纹和竖线的干扰.在

每个受脉冲噪声 影 响 的 波 段 随 机 分 配 值 为１０％~７０％的 噪

声强度,以模拟现实中的突发干扰.

２)Urban.该数据集也由 HYDICE获取,共３０７×３０７个

空间像素,其中每个像素表示２m×２m 的地表面积,共有２１０
个波段.

３)IP.该数据集由机载可见 光 红 外 成 像 光 谱 仪 采 集,包

含１４５×１４５空间像素以及２２４个光谱波段.

为了将SGFL应用 于 真 实 HSI数 据 集(Urban和IP)的

去噪,对这两 个 数 据 集 进 行 了 处 理.以 Urban数 据 集 为 例,

首先对其进行数据归一化处理.然后,按照空间维度 进 行 裁

剪,裁剪后的尺寸与训练集的一致,均为６４×６４,采样步长设

定为２７,生成６４×６４×２１０的立方体样本.将 处 理 好 的 UrＧ

ban数据集输入在 WDC数据集上训练好的去 噪 模 型 中 进 行

泛化实验(混合噪声情形).最后,对去噪后的立方体样 本 进

行复原,重叠部分采用取平均策略进行处理.

３．２　实验设置

１)实现细节.所有实验均在一台配备 NVIDIAGeForce

RTX２０８０TiGPU(１１GB显存)的 Windows服务器上完 成.

实验配置如下:操作系统为 MicrosoftWindows,编程语言 使

用Pythonv３．８．１８,深度学习框架为PyTorchv１．９．０,并集成

CUDA１０．２加速库以支持 GPU 计算.SGFL网络参数通过

Xavier初始化器[３７]进行初始化,并使用 Adam 优化器[３８]进行

更新.初始 学 习 率 为 ０．０００２,批 量 大 小 设 为 ４.模 型 经 过

６００轮训练,每６０轮后学习率按０．５的因子衰减.对每个噪

声水平进行１０次重复实验,以确保评估结果的准确性和稳定

性.预处理阶段,C 设置为６４.网络中,使用n＝２层卷积增

强的 超 像 素 级 特 征 提 取 模 块(ConvolutionＧEnhancedSuperＧ

pixelFeatureExtractionModule,CSFEM)提取细节与结构信

息.为确保超像 素 级 的 图 聚 合 模 块(SuperpixelＧLevelGraph

AggregationModule,SGAM)中 邻 接 矩 阵 A 的 稀 疏 性,将 K
值和S 值分别经验性地设定为２０和６４.同时,λ１ 和λ２ 也经
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验性地设置为０．０１.关 于 超 参 数n 和S 的 影 响 分 析 详 见 第

３．６节.SGFL的 详 细 设 置 如 表 １所 列,其 中 GSAM(Gated

SpectralAttentionModule)表示门控光谱注意力模块.

表１　SGFL的网络设置

Table１　NetworkssettingofSGFL

操作 输入大小 输出大小

预处理

１９１×３×３Conv H×W ×B H×W ×C
３×３动态卷积[３３] H×W ×C H×W ×C

３×３Conv H×W ×C H×W ×C
GSAM H×W ×C H×W ×C

CSFEM
×２

SGAM H×W ×C H×W ×C
混合空洞卷积[３１] H×W ×C H×W ×C

GSAM H×W ×C H×W ×C
Transformer[２２] H×W ×C H×W ×C

重构 １９１×１×１Conv H×W ×C H×W ×B

２)度量指标.在模拟实验中,使用４个度量指标来评估

去噪效果:平均峰值信噪比(MeanPeakSignalＧtoＧNoiseRatio,

MPSNR)、平 均 结 构 相 似 度 (Mean StructureSimilarity,

MSSIM)、平 均 特 征 相 似 度 (MeanFeatureSimilarity,MFＧ

SIM)和平 均 光 谱 角(MeanSpectralAngle,MSA).通 常,较

高的 MPSNR,MSSIM 和 MFSIM 值,及较低的 MSA 值,表明

去噪效果更佳.对于没有参 考 HSI的 真 实 HSI数 据 集 的 泛

化实验,本文采用无参考评估指标 QＧmetric[４０]来评估去噪后

其空间信 息 的 保 持 情 况.QＧmetric值 越 高,表 示 去 噪 后 的

HSI质量越好,且图像在视觉上具有更明显的几何特征,尤其

是清晰度和对比度得到了增强.

３)对比方法.在 模 拟 和 真 实 数 据 集 实 验 中,将 SGFL 与

多种 先 进 的 数 据 驱 动 HSI去 噪 方 法 进 行 比 较,包 括 HSIDＧ

CNN (SpatialＧSpectral Deep Convolutional Neural NetＧ

work)[１６],ENCAM(Enhanced NonＧLocalCascade Network

withAttention Mechanism)[１８],AODN(AttentionＧBasedOcＧ

taveDenseNetwork)[１９],MACNet(ModelＧAssistedNonＧLoＧ

calNeuralNetworkt)[３９],HSDT(HybridSpectralDenoising
Transformer)[２４],SST(SpatialＧSpectralTransformer)[２３]以 及

SMＧCNN (SelfＧModulating Convolutional Neural NetＧ

work)[２０].

３．３　模拟的 WDC实验

１)定量评估.表 ２列出了各项指标的平均值和标准差,

其中最优结果以粗体显示,次优结果则用下划线突出.首先,

在 高 斯 噪 声 情 形 下,SGFL 方 法 取 得 了 最 高 的 MPSNR,

MSSIM 和 MFSIM 值,同 时 达 到 了 最 低 的 MSA 值.这 些 指

标表明,SGFL在应对 高 斯 噪 声 时,能 够 有 效 降 低 空 间 噪 声,

显著提高图像清晰度和视觉效果.其次,在混合噪声情形下,

SGFL在 MSSIM,MFSIM 和 MSA 这３个度量指标上同样优

于其他方法.这意 味 着,SGFL 能 够 更 好 地 恢 复 和 增 强 HSI
的对比度,特别是在 MSA 值上表现尤为突出,直观展示了其

在去噪过程中对 HSI的光谱信息破坏较少,从而更好地保留

了 HSI的真实信息.

表２　WDC数据集的定量比较

Table２　QuantitativecomparisonsofWDCdataset

对比方法
噪声水平为σ＝５０的高斯噪声

MPSNR↑ MSSIM↑ MFSIM↑ MSA↓

噪声水平为σ＝７５的高斯噪声

MPSNR↑ MSSIM↑ MFSIM↑ MSA↓
HSIDＧCNN[１６] ２８．６５０２±０．００４３ ０．９４７８±０．０００１ ０．８８０１±０．０００１ ０．１１７９±０．０００１ ２６．３５４４±０．０１１５ ０．９１６０±０．０００３ ０．８５６７±０．０００３ ０．１３８４±０．０００２
ENCAM[１８] ２９．７５４９±０．００３５ ０．９５８１±０．０００１ ０．９０１６±０．０００１ ０．１０１６±０．０００１ ２７．５６４２±０．０８７０ ０．９２３７±０．００１２ ０．８６８３±０．００２７ ０．１５３２±０．００１９
AODN[１９] ３０．６７２４±０．００９６ ０．９６９０±０．０００１ ０．９０６３±０．０００１ ０．０８３１±０．０００１ ２８．０６３５±０．０２２７ ０．９４７４±０．０００３ ０．８８２９±０．０００３ ０．１０３９±０．０００３

MACＧNet[３９] ３０．１６０８±０．０１８９ ０．９７２１±０．０００１ ０．９０７６±０．０００１ ０．０８５５±０．０００１ ２８．０２２３±０．０２３４ ０．９４４４±０．０００４ ０．８６２１±０．０００５ ０．１１３２±０．０００２
HSDT[２４] ３２．０５８２±０．００９７ ０．９７７１±０．０００１ ０．９２１８±０．０００１ ０．０６７２±０．０００１ ３０．２００２±０．０１３８ ０．９６５６±０．０００１ ０．９０７１±０．０００２ ０．０７６１±０．０００１
SST[２３] ３３．００７９±０．０００１ ０．９８１０±０．０００１ ０．９２８１±０．０００１ ０．０６２６±０．０００１ ３１．０９０４±０．０１５５ ０．９７２７±０．０００２ ０．９１１６±０．０００３ ０．０７５０±０．０００２

SMＧCNN[２０] ２９．１８２１±０．００２５ ０．９５２４±０．０００１ ０．８９５６±０．０００１ ０．１０８８±０．０００１ ２６．８６１１±０．００３９ ０．９２３２±０．０００１ ０．８７２８±０．０００１ ０．１３３０±０．０００１
SGFL(Ours) ３３．３７３４±０．００９８ ０．９８２７±０．０００１ ０．９２９３±０．０００１ ０．０６２０±０．０００１ ３１．２８８２±０．０１１８ ０．９７３８±０．０００１ ０．９１５２±０．０００２ ０．０７１１±０．０００２

对比方法
噪声水平为σ＝１００的高斯噪声

MPSNR↑ MSSIM↑ MFSIM↑ MSA↓

混合噪声

MPSNR↑ MSSIM↑ MFSIM↑ MSA↓
HSIDＧCNN[１６] ２４．１６０８±０．９１２４ ０．８７０８±０．００８２ ０．７５３０±０．０４８０ ０．１８２０±０．０１４４ ２６．６０６８±０．０２７８ ０．９１５６±０．０００３ ０．８５４０±０．０００３ ０．１４３９±０．０００２
ENCAM[１８] ２５．３７１３±０．７３１５ ０．８７４９±０．０５４３ ０．８３９２±０．０４００ ０．１９２７±０．０００２ ２９．０５２７±０．０９４２ ０．９５１６±０．０００６ ０．８９４９±０．０００９ ０．１１１４±０．００１０
AODN[１９] ２５．２１１５±０．０１７２ ０．９０２６±０．０００６ ０．８４８６±０．０００２ ０．１４１１±０．０００２ ２９．４０３６±０．０５６０ ０．９６１６±０．０００６ ０．８８３０±０．０００７ ０．０９５７±０．０００７

MACＧNet[３９] ２６．６６６７±０．０４１４ ０．９２２９±０．０００４ ０．８５４６±０．０００５ ０．０９０１±０．０００３ ３０．０３７４±０．３００７ ０．９７３５±０．００１２ ０．８９３５±０．００２３ ０．１００７±０．００２４
HSDT[２４] ２９．３１３８±０．０１５３ ０．９５９０±０．０００１ ０．８９５９±０．０００３ ０．０８２６±０．０００１ ３２．６２０５±０．２６５３ ０．９７９６±０．０００７ ０．９０８８±０．００１１ ０．０７０５±０．００１９

SST[２３] ２９．５１０１±０．０１６２ ０．９６２１±０．０００１ ０．８９８３±０．０００３ ０．０８４５±０．０００２ ３２．０５７７±０．２６８７ ０．９７８６±０．０００９ ０．９１７７±０．００１９ ０．０７３５±０．００２１
SMＧCNN[２０] ２５．４４４６±０．００２７ ０．８９８５±０．０００１ ０．８５７９±０．０００１ ０．１４８２±０．０００２ ２９．４０２８±０．２８６４ ０．９５５１±０．００２５ ０．８９９２±０．００２１ ０．１０５０±０．００２７
SGFL(Ours) ２９．７０７６±０．０１７５ ０．９６４０±０．０００１ ０．９０３１±０．０００２ ０．０７９１±０．０００２ ３２．３９６３±０．２０６９ ０．９８０３±０．０００８ ０．９２４１±０．００１５ ０．０６５４±０．００１３

　　２)可视化比较.为直观展示实际效果,本文精心挑 选 两

个代表性案例进行 视 觉 比 较.图 ６和 图 ７分 别 比 较 了 不 同

方法在噪声水平为σ＝１００的高斯噪声 以 及 混 合 噪 声 下 去 噪

的结果,其中选择 WDC 数据的第 １７、第９４和第１８４波段组

合成伪彩色 图 像 进 行 可 视 化.通 过 放 大 细 节 区 域 可 以 观 察

到,与其他方法相比,SGFL在去噪图像中保留了更多的建筑

物屋顶边缘信息,图像清晰度更高.具体而言,在图６中噪声

水平为σ＝１００的 高 噪 声 强 度 条 件 下,HSIDＧCNN,AODN 和

HSDT 方法的去噪结果表现出边缘模糊和过度平滑,导致一

些细 节 丢 失.相 比 之 下,ENCAM,MACＧNet,SST 和 SMＧ

CNN 方法的去噪效果较 好,但 图 像 中 仍 残 留 可 见 的 噪 声 点.

同样,图７展示的混合噪声去除场景中,这些方法也遇到了类

似的问题,要么平滑了边缘信息,要么噪声去除不完全.进一

步观察可视化 图 像 中 植 被 区 域 的 去 噪 效 果 可 以 判 断,SGFL
的处理结果更接近原始干净图像,特别是在植被分布和植被

与道路之间清晰 的 边 界 方 面.这 些 分 析 表 明,SGFL 在 保 留

结构信息、内部 细 节 以 及 图 像 清 晰 度 方 面 表 现 良 好,在 HSI
去噪中表现出色.
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(a)干净图像 (b)噪声图像 (c)HSIDＧCNN (d)ENCAM (e)AODN

(f)MACＧNet (g)HSDT (h)SST (i)SMＧCNN (j)SGFL

图６　在(１７,９４,１８４)３个波段下,噪声水平为σ＝１００时 WDC的去噪结果可视化

Fig．６　DenoisingresultvisualizationforWDCwithanoiselevelof１００inthecaseofbands(１７,９４,１８４)

(a)干净图像 (b)噪声图像 (c)HSIDＧCNN (d)ENCAM (e)AODN

(f)MACＧNet (g)HSDT (h)SST (i)SMＧCNN (j)SGFL

图７　在(１７,９４,１８４)３个波段下,WDC对混合噪声的去噪结果可视化

Fig．７　DenoisingresultvisualizationforWDCwithmixturenoiseinthecaseofbands(１７,９４,１８４)

　　３)光谱特 征 差 异.为 评 估 各 种 HSI去 噪 方 法 在 处 理 带

高噪声水平σ＝１００的 WDC数据集时的实际性能,在光谱维

度上绘制了不同方法对应的光谱特征差异曲线,如图８所示.

图的纵轴表示去噪后 HSI与无噪声 HSI之间的数值(Digital

Number,DN)差 异,(１)到 (９)分 别 表 示 噪 声 图 像 以 及 经

HSIDＧCNN,ENCAM,AODN,MACＧNet,HSDT,SST,SMＧ

CNN 和SGFL方法去噪后的光谱差异曲线;横轴表示光谱波

段数量.这些曲线 表 示 在 WDC 的 空 间 维 度 上 像 素(２,１００)

和(７８,１５９)处无噪声光谱与去噪后光谱之间的差异值.在这

两个像素中,与其他方法相比,SGFL显示的光谱差异曲线更

平滑,其 差 值 更 接 近 于 零.这 充 分 表 明,SGFL 在 保 留 噪 声

HSI的原始光谱特征方面具有更高的可靠性和准确性.

(a)像素(２,１００)的光谱差异图 (b)像素(７８,１５９)的光谱差异图

图８　各方法去噪后 HSI在(２,１００)和(７８,１５９)两像素光谱与无噪声光谱间的差异

Fig．８　DifferencebetweenthetwoＧpixelspectralofHSIat(２,１００)and(７８,１５９)afterdenoisingbyeachmethodandthenoiseＧfreespectrum

３．４　真实数据集实验

本节在真实 HSIUrban和IP数 据 集 上 进 行 泛 化 实 验.

使用带混合噪声的 WDC数据集上训练好的模型对 Urban和

IP数据集进行测试,以验证其在去除真实混合噪声方面的去
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噪性能和泛化能力.

表３列出了所有方法在 Urban和IP 数据集上去噪后的

定量评估结果,最优和次优结果以粗体和下划线标记.SGFL
在 Urban和IP 数据 集 中 均 实 现 了 最 高 的 QＧmetric,表 明 其

在图像视觉清晰度和色彩对比度方面表现最佳.

图 ９和图１０给出了伪彩色图像可视化结果,图９中伪彩

色图像通过组合 １１０８和 ２０８波段生成,图１０中伪彩色图像

通过组合 ２,３和 ２０３波段生成.为了展示去噪质量,每个结

果都包 含 局 部 细 节 的 放 大 视 图.在 图 ９ 中,HSIDＧCNN,

AODN和 MACＧNet方法在 Urban中去除密集和条纹状噪声

方面仍显不足;同时,ENCAM,HSDT,SST 和SMＧCNN 方法

在部分区域出现了不同程度的局部模糊.在图 １０中,MACＧ

Net和 SST 方 法 在 抑 制 噪 声 和 保 持 色 彩 对 比 度 方 面 表 现 良

好.这些方法尽管在去噪方面效果显著,但去噪结果 中 仍 然

可见残留的密集和条纹状噪声,如图９(e)和图９(g)所示.进

一步观察放大区域的去 噪 可 视 化 效 果 发 现,ENCAM 和 HSＧ

DT方 法 在 处 理 图 像 边 缘 时 存 在 模 糊 现 象.此 外,HSIDＧ

CNN,AODN 和SMＧCNN 方法在去噪过程中过度平滑,导致

部分图像细节丢失,整体清晰度降低.相反,SGFL方法能够

保留更多的纹理细节和结构信息,同时增强图像清晰度和色

彩对比度.这不仅提升了两个数据集的图像质量,还 为 后 续

分析任务提供了更加丰富和清晰的数据支持.

表３　真实数据集下的 QＧmetric

Table３　QＧmetricinrealdatasets

数据集 带噪声 HSI HSIDＧCNN ENCAM AODN MACＧNet HSDT SST SMＧCNN SGFL(Ours)

Urban ０．０６３３ ０．１８１８ ０．１８１９ ０．２２４３ ０．１６１８ ０．１８６３ ０．１８４２ ０．２０１５ ０．３０８８７
IP ０．０２７１ ０．１８３４ ０．２２４６ ０．１９４１ ０．３１９０ ０．２３２９ ０．３１６４ ０．１５７６ ０．３２７５６

(a)噪声图像 (b)HSIDＧCNN (c)ENCAM (d)AODN (e)MACＧNet

(f)HSDT (g)SST (h)SMＧCNN (i)SGFL

图９　真实数据集 Urban上的去噪结果

Fig．９　DenoisedresultsonrealＧworldUrbandataset

(a)噪声图像 (b)HSIDＧCNN (c)ENCAM (d)AODN (e)MACＧNet

(f)HSDT (g)SST (h)SMＧCNN (i)SGFL

图１０　真实数据集IP上的去噪结果

Fig．１０　DenoisedresultsonrealＧworldIPdataset

３．５　消融实验

本节通过消融实验来验证 SGFL方法的有效性,重 点 关

注SGAM,GSAM 和 nuclear对模型性能的影响.此外,还评估

了使用 Transformer和混合空洞卷积的有效性.具体设计了

以下模型:“模型 １”“模型２”“模型 ４”和“模型５”分别用３×３

卷积替换SGFL 中 所 有 的 SGAM,GSAM,Transformer和 混

合空洞卷积,同时保持其他组件与 SGFL 一致;“模型 ３”在设

置的低秩Ｇ空谱 损 失 中 删 除 nuclear,模 型 设 置 与 SGFL 一 致.

上述模型均在噪声水平为１００的高斯噪声以及混合噪声条件

下进行评估,实验结果如表４和表５所列.
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所 有 实 验 均 在 WDC数 据 集 上 进 行. 通 过 比 较“模 型

１”“模 型２”“模 型３”和 SGFL得 到,SGAM 通 过 提 取 不 规

则 局 部 块 的 全 局 相 似 特 征 来 保 留 结 构 完 整 性,相 对 于 未

考 虑 该 特 征 的 模 型,有 效 提 升 了 网 络 的 去 噪 性 能.

GSAM 网 络 初 期 抑 噪 和 增 强 光 谱 相 关 性 效 果 显 著.

nuclear通 过 约 束 HSI在 空 间 维 保 持 低 秩 性,有 效 地 进 行 去

噪,使 HSI恢 复 得 更 加 真 实. 此 外,“模 型 ４”“模 型 ５”和

SGFL 之 间 的 比 较,验 证 了 Transformer在 全 局 上 下 文 信

息 增 强 以 及 混 合 空 洞 卷 积 在 提 取 多 尺 度 特 征 强 化 局 部 细

节 和 结 构 信 息 方 面 的 有 效 性. 这 些 技 术 的 应 用 使 SGFL
在 处 理 复 杂 多 变 的 噪 声 时 表 现 出 色,显 著 提 升 了 去 噪 后

HSI的 图 像 质 量.

总之,对SGFL模块的消融研究 充 分 验 证 了 所 提 出 的 模

块在改善 HSI去噪效果方面的有效性.

表４　噪声水平为σ＝１００时的消融实验

Table４　Ablationexperimentwiththenoiselevelof１００

模型 SGAM GSAM nuclear
特征增强

模块

混合空洞

卷积
MPSNR↑ MSSIM↑ MFSIM↑ MSA↓

１ √ √ √ √ ２９．４０７５±０．０２３７ ０．９６２６±０．０００１ ０．９０２０±０．０００２ ０．０８１１±０．０００２
２ √ √ √ √ ２９．５１１８±０．０１７８ ０．９６２９±０．０００１ ０．９００９±０．０００２ ０．０８０６±０．０００２
３ √ √ √ √ ２９．３０８６±０．０１５０ ０．９６１７±０．０００１ ０．９００７±０．０００２ ０．０８０６±０．０００１
４ √ √ √ √ ２８．９１６６±０．０１５２ ０．９５７５±０．０００１ ０．８９５１±０．０００２ ０．０８４１±０．０００２
５ √ √ √ √ ２９．５９６０±０．０１８１ ０．９６３６±０．０００１ ０．９０２２±０．０００３ ０．０８０３±０．０００２

SGFL √ √ √ √ √ ２９．７０７６±０．０１７５ ０．９６４０±０．０００１ ０．９０３１±０．０００２ ０．０７９１±０．０００２

表５　混合噪声下的消融实验

Table５　Ablationexperimentundermixturenoise

模型 SGAM GSAM nuclear
特征增强

模块

混合空洞

卷积
MPSNR↑ MSSIM↑ MFSIM↑ MSA↓

１ √ √ √ √ ３２．０６８９±０．２３２１ ０．９７８６±０．００１０ ０．９２２１±０．００２１ ０．０６７６±０．００１４
２ √ √ √ √ ３１．８３９３±０．１８８９ ０．９７７６±０．０００９ ０．９１８１±０．００１７ ０．０６９１±０．００１３

３ √ √ √ √ ３１．５１８２±０．１２４２ ０．９７７１±０．０００８ ０．９１７３±０．００１３ ０．０６９６±０．００１１

４ √ √ √ √ ３１．２４３６±０．１５４３ ０．９７５２±０．０００９ ０．９１３８±０．００１８ ０．０７３８±０．００１５

５ √ √ √ √ ３１．６４８２±０．１５６３ ０．９７７０±０．０００８ ０．９１７５±０．００１５ ０．０６９２±０．００１４

SGFL √ √ √ √ √ ３２．３９６３±０．２０６９ ０．９８０３±０．０００８ ０．９２４１±０．００１５ ０．０６５４±０．００１３

３．６　超参数讨论

本节研究了SGFL中的两个关键超参数对模型性能的影响,

分别是CSFEM 的层数n 和简单线性迭代聚类算法划分的超像

素个数S.实验基于 WDC数据集展开,通过分析不同噪声条

件下网络的去噪性能,探讨了超参数n(n＝１,２,３,４)和S(S＝

３２,６４,１２８)型性能的影响.具体实验结果如表６和表７所列.

表６　n的影响

Table６　Impactofn

指标
n

１ ２ ３ ４

σ＝１００

MPSNR↑ ２９．５２９７±０．０１６１ ２９．７０７６±０．０１７５ ２９．５５６４±０．０１８５ ２９．５８８８±０．０２０８
MSSIM↑ ０．９６４２±０．０００１ ０．９６４０±０．０００１ ０．９６３３±０．０００２ ０．９６３７±０．０００１
MFSIM↑ ０．９０３１±０．０００１ ０．９０３１±０．０００２ ０．９０２１±０．０００２ ０．９０２８±０．０００２

MSA↓ ０．０７９８±０．０００２ ０．０７９１±０．０００２ ０．０８０２±０．０００２ ０．０８０１±０．０００２

混合噪声

MPSNR↑ ３１．９９５５±０．１７３２ ３２．３９６３±０．２０６９ ３１．７６４２±０．１１６５ ３１．７９５４±０．１４８７
MSSIM↑ ０．９７９３±０．０００９ ０．９８０３±０．０００８ ０．９７７８±０．０００７ ０．９７７８±０．０００８
MFSIM↑ ０．９２１５±０．００１９ ０．９２４１ ±０．００１５ ０．９１７９±０．００１３ ０．９１８８±０．００１５

MSA↓ ０．０６７４±０．００１３ ０．０６５４±０．００１３ ０．０６９８±０．００１２ ０．０６９４±０．００１２

表７　S 的影响

Table７　ImpactofS

指标
S

３２ ６４ １２８

σ＝１００

MPSNR↑ ２９．４８７３±０．０１８６ ２９．７０７６±０．０１７５ ２９．５１９８±０．０２３２
MSSIM↑ ０．９６２９±０．０００１ ０．９６４０±０．０００１ ０．９６３７±０．０００１
MFSIM↑ ０．９０１１±０．０００２ ０．９０３１±０．０００２ ０．９０１６±０．０００２

MSA↓ ０．０８０６±０．０００２ ０．０７９１±０．０００２ ０．０８１１±０．０００２

混合噪声

MPSNR↑ ３１．９３９１±０．２１１７ ３２．３９６３±０．２０６９ ３１．５６８４±０．１３０３
MSSIM↑ ０．９７８７±０．０００９ ０．９８０３±０．０００８ ０．９７７５±０．０００７
MFSIM↑ ０．９２０３±０．００１６ ０．９２４１±０．００１５ ０．９１８３±０．００１２

MSA↓ ０．０６７７±０．００１３ ０．０６５４±０．００１３ ０．０７０２±０．００１１

　　根据表 ６的结果,当n 值从１增加到２时,在噪声水平为

σ＝１００的高斯噪声和混合噪声条件下,网络的去噪性能逐渐

提高;然而,当n 值进 一 步 增 加 到 ３ 时,去 噪 性 能 反 而 下 降.

这表明,在n＝２时,网络的去噪效果达到最佳,此时的特征增

７９１吴　颖,等:面向高光谱图像去噪的超像素级图特征学习方法



强效果最为显著,而n值的进一步增加可能导致特征表示的冗

余.因此,基于实验结果,经验性地选择n＝２来构建 SGFL.

由表７可知,当S 值为６４时,在噪声水平为σ＝１００的高

斯噪声和混合噪声条件下,网络的去噪性能达到最 优.这 可

能是因为当S 值 过 小 时,超 像 素 无 法 有 效 覆 盖 复 杂 结 构;而

当S 值过大时,计 算 复 杂 度 会 显 著 增 加,并 且 容 易 引 入 噪 声

干扰.经过在 WDC 数据集上的验证,经验性地选择 S＝６４,

并在其他数据集上保持一致,以确保模型的泛化能力.

３．７　模型复杂度分析

表８对比了不同方法的计算复杂度(包括浮点运算次数

和参数量)以及单张图像的推理时间.实验结果表明,本文方

法在维持较低计算开销的同时,实现了高效的推理.结 合 前

文分析,本文方法 在 所 有 HSI数 据 集 上 均 取 得 了 最 优 性 能.

综上,SGFL在计算效率与去噪性能之间实现了更优的平衡.

表８　模型复杂度与推理时间的对比

Table８　Comparisonofmodelcomplexityandinferencetime

方法
运算量/

GB
参数量/

MB
推理时间/
(s/img)

HSIDＧCNN[１６] １．５０２８ ０．３３５３ ０．０１４０
ENCAM[１８] １０．７８５５ ２．８２１３ ０．５１１３
AODN[１９] ３．７２７２ １．１２７３ ０．０２１９

MACＧNet[３９] ２．８４５２ ０．０９８２ ０．６８４２
HSDT[２４] ７２．５３９７ ０．５８４４ ３．７５６６
SST[２３] ９２．７８７６ ２２．６３６３ １．７２６０

SMＧCNN[２０] ９．８３０６ ０．２４８６ ０．０５１９
SGFL(Ours) １２．２８３０ ０．６９１３ ０．３９６９

结束语　本文提 出 了 一 种 面 向 HSI去 噪 的 超 像 素 级 图

特征学习方法.该模型创新性地设计了使用共享线性层学习

超像素中像素加权值的超像素级图特征聚合模块,通过捕获

全局不规则 局 部 块 的 相 似 性,不 仅 保 证 了 HSI结 构 的 完 整

性,还提高了 HSI的清晰度.为实现初始噪声抑制并增强光

谱相关性,设计了门控光谱注意力模块.此外,还设计了一个

低秩Ｇ空谱损失,通过引入核范数正则化,约束 HSI空间维的

低秩性,以保留更多的空间结构信息.实验结果表明,本文方

法在 HSI去噪上优于其 他 方 法.尽 管 本 文 方 法 在 复 杂 噪 声

条件下能够有效保持图像结构的完整性和光谱的连续性,但

其缺乏对像素级空间位置长程相关性的建模,这可能导致超

像素内部细节提取不够充分.未来的研究将重点探索自适应

稀疏邻接矩阵的构建方法,以进一步优化模型,增强其对细节

信息的保留能力,从而实现更精确、高效的混合噪声去噪.
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