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摘　要　针对传统粒子群优化算法在解决一些复杂优化问题时易陷入局部最优且收敛速度较慢的问题,提出一种多

策略混合的粒子群优化算法(HybridParticleSwarmOptimizationwithMultiplyStrategies,HPSO).该算法利用反向

学习策略产生反向解群,扩大粒子群搜索的范围,增强算法的全局勘探能力;同时,为避免种群陷入局部最优,算法对

种群中部分较差的个体实施柯西变异,以产生远离局部极值的个体,而对群体中较好的个体施以差分进化变异,以增

强算法的局部开采能力.对这３种策略进行了有机结合以更好地平衡粒子群算法全局勘探和局部开采的能力.将

HPSO 算法与其他３种知名的粒子群算法在１０个标准测试函数上进行了性能比较实验,结果表明 HPSO算法在求解

精度和收敛速度上具有较显著的优势.
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Abstract　Ahybridparticleswarmoptimizationwithmultiplystrategies(HPSO)wasproposedtosolvetheproblemof
beingeasytogetintothelocaloptimumandslowconvergencespeedforparticleswarmoptimizationalgorithm(PSO)in
dealingwithsomecomplicatedoptimizationproblems．TheHPSOusestheoppositionＧbasedlearningstrategytogeneraＧ
tetheoppositionＧbasedsolutions,whichenlargesthesearchrangeofparticleswarm,andenhancestheglobalexploration
abilityofthealgorithm．Atthesametime,inordertojumpoutofthelocaloptimum,theHPSOperformsCauchymutaＧ
tiononsomepoorerparticlestogenerateindividualsthatarefarfromthelocaloptimum,andthedifferentialevolution
(DE)mutationisemployedtoremainindividualstoimprovethecapacityoflocalexploitation．Theabovestrategiesare
combinedtobalancetheabilitiesofglobalexplorationandlocalexploitation,whichareexpectedtosolvesomehardoptiＧ
mizationproblemsbetter．TheHPSOandotherthreewellＧknownPSOswerecomparedon１０benchmarktestinstances
experimentally．TheresultsshowthattheHPSOperformssignificantadvantagesoverthecomparedalgorithmsinthe
solutionaccuracyandtheconvergencespeed．
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１　引言

粒子群优化算法(ParticleSwarm Optimization,PSO)是

由 Kennedy和Eberhart等[１]于１９９５年提出的一种群体智能

优化方法,其通过模拟自然界中鸟群或鱼群的觅食行为使得

群体达到最优.PSO算法具有概念简单、易于实现以及参数

较少等优势,备受研究人员的青睐.PSO 算法在求解一些最

优化问题时表现出了较强的全局搜索能力,并在多个科学与

工程领域中得到成功应用.虽然 PSO 算法已经表现出了较

好的性能,但它在解决一些复杂的优化问题时容易陷入局部

最优且收敛速度较慢.

随着群智能优化技术的发展,考虑不同学习机制或进化

范例的特点,并将它们有机结合,相互取长补短,克服算法本

身固有的缺陷渐,已成为群智能优化算法的一种新的发展趋

势[２].受此启发,本文提出一种多策略混合的粒子群优化算

法(HybridParticleSwarmOptimizationwithMultiplyStrateＧ
gies,HPSO),该算法具有如下特点:１)将反向学习机制(OpＧ
positionＧbasedLearning)引入 PSO 算法,产生当前群体对应

的反向种群.该策略有助于搜索更多的有效区域来提高群体

的多样性,以增强算法的全局搜索能力;２)对种群中较好的个

体实施差分进化的变异,使粒子群能在较优个体的邻域空间

内实施局部开采,以提高算法的求解精度;３)对种群中较差的

个体实施柯西变异以产生较远区间内的新解,避免种群陷入

局部最优而导致搜索进程停滞.在１１个典型测试函数上进

行数值实验,将本文算法与基本 PSO 算法以及 PSO 算法的

变体进行对比,实验结果表明本文算法在大部分测试函数上

具有更优的性能.



２　PSO算法

PSO算法是一种基于群体的随机搜索算法,对于D 维搜

索空间的优化问题,种群中的每个粒子表征一个候选解,具有

速度与位置两个属性,其在解空间中以一定的速度移动.在

算法的进化过程中,粒子的自身最优值(pbest)与群体的全局

最优值(gbest)均被记录下来,用于更新粒子的速度和位置.
假设当前第t代粒子群P(t)中包含了 N 个粒子,第i个

粒子xi＝(xi１,xi２,􀆺,xiD )的第j维速度分量vij和位置分量

xij在第t＋１代中的更新公式如下:

vij(t＋１)＝ωvij(t)＋c１rand１(pbestij－xij(t))＋
c２rand２(gbest－xij(t))

xij(t＋１)＝xij(t)＋vij(t＋１){ (１)

其中,i∈[１∶N],j∈[１∶D],ω 是惯性权值,且ω∈[０,１];

c１ 和c２ 为加速系数,且c１,c２∈[０,２];rand１ 和rand２ 为[０,１]
区间上均匀分布的随机数.

３　多策略混合的粒子群优化算法

３．１　反向学习机制

反向学习策略(OppositionＧBasedLearning,OBL)是一种

新型计算智能方法[３],其主要思想是:对问题的一个可行解,
同时计算并评估其反向解,从中选择较优的解作为下一代个

体.反向学习机制由于能拓展种群探索的空间,增加群体的

多样性,因此有利于改善算法的全局勘探能力.反向学习技

术自提出以来已被成功应用到多种优化算法中.下面给出反

向点(也可视为反向解)的定义.
定义１(反向解)　设在D 维搜索空间中一个可行解xi＝

(xi,１,xi,２,􀆺,xi,D),xi,j＝[aj,bj],j＝１,２,􀆺,D.设其反向

解xi′＝(x′i,１,x′i,２,􀆺,x′i,D),且满足式(２):

x′i,j＝ai,j＋bi,j－xi,j (２)
定义２(广义反向学习)　令x′i,j＝k(aj＋bj)－xi,j,其中

xi,j＝[aj,bj],i＝１,２,􀆺,|Popsize|,j＝ １,２,􀆺,D,|Popsize|
为粒子群的规模,D 为搜索空间的维度.

定义２中的k可以取不同的实数,当k＝０时其被称为基

于解对称的广义反向学习;当k＝０．５时其被称为基于对称区

间的广义反向学习;当k＝１时其被称为广义的反向学习;而
当k为[０,１]区间内的随机数时其被称为随机广义反向学习.

定义３(一般动态反向学习[４])　令x′i,j＝k(daj＋dbj)－
xi,j,其中daj 和dbj 分别表示当前代种群搜索空间中第j维

上的最小值和最大值,即:

daj＝min(Aj)

dbj＝max(Aj){ (３)

其中,Aj 为种群中的个体在第j 维上所有取值的集合,k∈
[０,１]为一般化系数.

下文通过一个实例来说明反向学习具有较强的全局勘探

能力[５].假设待优化问题 minf(q)＝‖q－A‖,优化问题搜

索空间的维度为２,A是优化问题的全局最优位置,并设其为

(１４,１５).假设决策变量x１ 和x２ 的取值范围为[０,２０],现从

决策空间中取一点p＝(９,８),其适应值为f(p)＝ ７４,根据

定义１可得其反向解点p′＝(１１,１２),其适应度值f(p′)＝

３２,显然f(p′)＜f(p),说明反向点更加接近最优解的位置.
本文算法利用一般动态反向学习策略产生反向种群,并

从当前种群和反向种群值中选择具有较好适应值的粒子组成

下一代粒子群.该学习机制的好处是既扩大了种群搜索的范

围,又避免了无效搜索,使得进化的群体能较快地收敛于全局

最优解.

３．２　差分进化变异

差分 进 化 算 法 (DifferentialEvolution,DE)最 初 是 由

Storn和Price[６]于１９９５年提出,与其他进化算法具有类似的

计算步骤,特点是使用了个体的差异信息.本文结合周新宇

提出的差分进化变异策略(DifferentialEvolution Mutation,

DEM)[７]来对种群值较优的个体实施 DEM 操作,以实现在优

质个体附近的局部搜索.一般地,种群中较好的粒子往往可

能更加靠近全局最优解,因此在这些优质个体附近进行搜索

将更可能发现全局最优解.在 DEM 策略中,有几个至关重

要的参数需要确定,DE主要有３个版本,其差别主要体现在

变异的方法上,根据变异个体的生成方式不同,DE的变异方

式也不同,常见的变异方式有３种:DE/rand/１/bin、DE/best/

１/bin和 DE/currentＧtoＧbest/２/bin.本文采 用 “DE/currentＧ
toＧbest/２/bin”变 异 方 式,设 粒 子 群 Pop＝ {X１,X２,􀆺,

X|Popsize|},则实施如式(４)所示的变异操作.

vi,j＝xi,j＋λ∗(xbest,j－xi,j)＋F∗(xr１,j－xr２,j) (４)
其中,r１≠r２≠r３≠i,r１,r２,r３∈{１,２,３,􀆺,N};变异算子F
(F∈[０,２])是一个常数因子,用于控制偏差变量的放大;λ是

一个附加的控制参数,xbest,j是当前种群最好个体的第j维分

量.然后采用如式(５)所示的交叉操作来生成新个体ui,j.

ui,j＝
vi,j, rand(０,１)≤CRorj＝rand(１,D)

xi,j, others{ (５)

其中,CR∈[０,１]为交叉概率,rand(０,１)为[０,１]之间均匀分

布的随机数,rand(１,D)是[１,D]之间的一个随机整数,这种

交叉可以保证ui 中至少有一个分量由vi 提供.需要说明的

是,本文只对各代粒子群中适应值排名前５０％的个体实施

DEM 操作.

３．３　柯西变异策略

Yao等[８]在一种快速的进化规划算法中提出利用柯西变

异(CauchyMutation)代替传统的高斯变异,实验结果表明了

柯西变异算子能加强算法的全局搜索能力.图１给出了柯西

分布(t＝１)和高斯分布(N(０,１))的密度函数分布.

图１　标准高斯和柯西分布概率密度函数曲线比较

从图１可以看出,在垂直方向上柯西分布略小于高斯分

布,但在水平方向上柯西分布则更加平滑地靠近水平轴.因

此,柯西分布产生的随机数分布更宽,离原点的距离较大,从
而保证了其能有较大的概率来产生远离局部最优且与父代差

异较大的解集粒子.
基于此,本文采用标准Cauchy变异策略(t＝１)产生远离

局部最优点的新解,这样既可拓展粒子搜索的范围,又能防止

算法陷入局部最优而早熟收敛.需要指出的是,这里对种群

中适应值排名后５０％的粒子实施扰动,式(６)给出了柯西变

异的方法.
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X∗
j ＝Xj＋Cauchy(０,１) (６)

其中,Xj 是粒子在第j 维的分量,X∗
j 为变异后的值,Cauchy

(０,１)是服从标准柯西分布的随机数.若变异后的个体的适

应值优于变异前的个体,则用变异后的个体取代原个体.

３．４　HPSO算法

在３．１节－３．３节的描述的基础上,算法１给出了 HPSO
算法的流程.
算法１　多策略混合的粒子群优化算法 HPSO
输入:种群规模|Popsize|,加速系数c１,c２,惯性权重 w,最大迭代次

数 Tmax,一般化系数k,一般动态反向学习概率 POL,差分进化

的缩放尺度F,差分进化的交叉概率CR
输出:算法获得的最优解

Step１　随机初始化规模为|Popsize|的粒子群,评估种群的个体适应

值,并设迭代器t＝０;

Step２　WHILE(t＜ Tmax)

Step３　　IF(rand＜ POL)

Step４　　对种群Pop(t)执行３．１小节所述的一般动态反向学习,产
生反向种群 OP(t);

Step５　　合并种群Pop(t)和 OP(t),并从中选择|Popsize|个较好个

体构成临时种群 TP(t);

Step６　　计算种群 TP(t)中的个体适应值,并依据适应值大小对种

群排名前５０％的个体实施３．２小节所述的差分进化变异;

对种余下的个体实施３．３小节所述的柯西变异;

Step７　　从变异前后所有粒子中选择|Popsize|个较好的粒子构成新

的种群;

Step８　ELSE
Step９　按照式(１)执行对粒子群的更新;

Step１０　 ENDIF
Step１１　 t＝t＋１
Step１２　END WHILE
Step１３　输出算法获得的最优解.

４　实验与结果分析

４．１　测试函数

实验采用表１所列的１０个测试函数,将这些函数按其属

性分为３类:单峰及简单的多峰函数(如f１－f２),它们主要

用来测试算法的寻优精度;非旋转的多峰函数(如f３－f６),
这些函数具有很多局部极值点,一般的算法较难找到全局最

优值,因此它们可以用来检验算法的全局搜索性能和避免早

熟的能力;带旋转的多峰函数(如f７－f１０),这些函数的全局

最优值均为０,维度D＝３０.

表１　数值实验使用的１０个测试函数

函数 函数名 变量范围 最优值

f１ Sphere [－１００,１００] ０
f２ Rosenbrock [－２．０４,２．０４] ０
f３ Griewanks [－６００,６００] ０
f４ Rastrigin [－５．１２,５．１２] ０
f５ Schwefel１．２ [－１００,１００] ０
f６ Schwefel２．２２ [－１０,１０] ０
f７ Step [－１００,１００] ０
f８ Quartic [－１．２８,１．２８] ０
f９ GeneralizedP１ [－５０,５０] ０
f１０ GeneralizedP２ [－５０,５０] ０

４．２　对比算法

为了检测本文 HPSO 算法的性能,选择了３种经典的

PSO算法与之比较,分别是标准的 PSO 算法[１]、精英反向学

习的粒子群EOBPSO 算法[７]以及混合了柯西变异和差分变

异的CDPSO算法[９Ｇ１０].为了保证实验的公正性,将这４种算

法所使用的共同参数都设为相同,而其他参数都与参考文献保

持一致,即最大迭代次数Tmax＝１０００,种群规模Popsize＝１００,
搜索空间维度D＝３０.为减少随机因素的误差,４种算法在

１０个测试函数上均独立运行３０次,统计其均值与方差.
这里借鉴文献[４]的数据统计与分析方法,即采用显著水

平为５％的双尾tＧtest检验标准来判断算法性能,结果如表２
所列.表２中的“＋”“＝”和“－”分别表示本文算法获得的结

果优于、相当于和劣于对应列的算法在对应行的测试函数上

的结果.最后根据获得“＋”“＝”和“－”的个数计算算法获得

的净胜分“Score”,即获得一个“＋”为１分,获得一个“＝”为０
分,获得一个“－”为－１分,“Score”则为得“＋”的数目减去得

“－”的数目.净胜分Score越大表明 HPSO算法于其他对比

算法具有更显著的性能优势.

表２　４种算法在１０个测试函数上的对比结果

测试函数 HPSO PSO EOBPSO CDPSO

f１

Mean ３．９６e－６５ ２．６７e－０１ １．５１e－１２ １．３５e－０６
Std． ６．６０e－６５ ７．４８e－０２ ２．０１e－１２ １．０６e－０６
tＧtest ＋ ＋ ＋

f２

Mean ７．１５e＋００ ４．６７e＋０１ ３．４４e＋０１ １．５５e－０１
Std． ７．６３e＋００ ６．７５e＋００ ９．２４e＋００ １．９４e－０１
tＧtest ＋ ＋ －

f３

Mean ０．００e＋００ ９．６５e－０３ １．６０e－１３ ８．６４e－０７
Std． ０．００e＋００ ２．３９e－０３ ２．４３e－１３ ８．１５e－０７
tＧtest ＋ ＋ ＋

f４

Mean ３．２８e＋００ ５．３１e＋０１ ７．３０e＋００ ９．６６e＋００
Std． ３．０３e＋００ ８．７５e＋００ ６．２８e－０１ １．１１e＋００
tＧtest ＋ ＝ ＝

f５

Mean １．６３e－０３ ３．６８e－０１ １．４０e－０１ ６．２１e－０１
Std． ２．３９e－０３ ２．６７e－０１ １．３１e－０１ ２．９７e－０１
tＧtest ＋ ＋ ＋

f６

Mean １．９７e－２４ ２．２４e＋００ １．０８e－０４ ５．１４e－０１
Std． ４．８３e－２４ １．９３e－０１ １．１７e－０４ ８．３３e－０２
tＧtest ＋ ＋ ＋

f７

Mean ２．１７e－０７ ８．８５e－０１ １．３３e－１０ ８．９５e－０６
Std． ９．５５e－０８ ２．１１e－０１ ２．５７e－１０ １．６６e－０５
tＧtest ＋ － ＋

f８

Mean ４．６８e－０２ ９．５８e－０１ ２．６３e－０４ １．１７e＋００
Std． １．０５e－０２ ２．０４e－０１ ９．５７e－０５ １．４３e－０１
tＧtest ＋ － ＋

f９

Mean １．９１e－３１ ６．８５e－０２ ９．３４e－１３ １．２５e－０４
Std． ３．７４e－３１ １．７６e－０２ １．２９e－１２ １．４７e－０４
tＧtest ＋ ＋ ＋

f１０

Mean ４．１１e－０４ １．４２e＋００ １．４６e－０３ １．２４e－０２
Std． ２．１９e－０４ ３．３６e－０１ １．６１e－０３ １．６６e－０２
tＧtest ＋ ＋ ＋
Better(＋) １０ ７ ８
Same(＝ ) ０ １ １
Worse(－) ０ ２ １

Score １０ ４ ７

由表２可知,HPSO算法在１０个测试问题上获得了７个

最好的均值,EOBPSO 算法获得了２个最好的均值,CDPSO
获得了１个最好的均值,而基本 PSO 算法在１０个测试问题

中未能获得任何最好的均值.从表２的tＧtest结果来看,HPＧ
SO算法与对比算法相比所获得的净胜分均大于０,其中对比

标准PSO算法的净胜分为１０分,对比 EOBPSO算法的净胜

分为４分,对比 CDPSO 算法的净胜分为７分.由此可见,

HPSO算法在１０个基准测试问题上获得了较显著的性能

优势.
下面通过分析各算法在１０个测试函数中获得的均值和

方差的排名来评估各算法的准确性和稳定性[１１Ｇ１２].由于４种

算法在１０个测试函数上均获得了求解结果的均值和方差,假
设UAg＝{p１,p２,􀆺,p１０}表示某算法Ag在１０个测试函数中

获得的均值排名集合,那么算法Ag的准确性可以通过公式

计算而获得,即算法的稳定性可以通过公式μAg ＝ １
１０ ∑

p∈UAg
p
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而获得,算法的稳定性通过公式σAg＝１
１０ ∑

p∈UAg

(p－μAg)２ 而获

得.图２给出了４种算法的均值和方差的排名.

图２　４种算法在所有测试函数上的均值与方差的排名

由图２可知,本文算法 HPSO获得的均值和方差排名处

于最左下角的位置,即 HPSO算法获得的均值和方差的排名

均优于其他３种对比算法;而EOBPSO算法的均值排名优于

CDPSO算法和基本PSO算法;CDPSO算法的均值和方差的

排名优于基本PSO算法.
进一步地,为检测算法的收敛速度,这里考察各算法在４

个较难测试的函数上前１００代所获得的求解结果,通过观察

各算法获得结果的变化趋势可以直观地判断出算法收敛速度

的快慢.需要说明的是,图３所使用的数据均来自各算法在

３０次独立运行中首次获得的结果.

图３　４种算法在４个测试函数上的收敛性曲线

从图３可以看出,HPSO 算法在Sphere函数、RosenbroＧ

ck函数和Schwefel１．２函数上具有相对最快的速度,该算法

在前２０代就即将靠近水平轴.而 HPSO算法在Step函数上

的收敛速度仅次于EOBPSO算法.因此,HPSO算法相对其

他３种PSO算法及其变种具有更优越的收敛性能.

结束语　本文提出一种混合多策略的粒子群优化算法

HPSO,以应对复杂优化问题的挑战.HPSO 算法将一般动

态反向学习策略引入PSO算法框架,通过产生反向种群来增

加粒子的多样性以增强算法的全局勘探能力;其次,该算法对

种群中较优的部分粒子实施差分进化的变异,使算法能在较

好的解点附近进行局部开采,以提高算法求解的精度;最后,

HPSO算法对种群中较差的个体实施柯西变异,以产生远离

较劣个体的解点,有利于算法跳出局部最优的“陷阱”.上述

３种策略有机结合,优势互补,能够较好地改善 PSO 算法的

性能.在１０个经典的测试函数上进行了对比实验,结果表明

本文算法具有较好的解题精度和收敛速度,是一种颇具前途

的算法.

未来将利用更多、更复杂的测试函数以及实践中的优化

问题来全面检验 HPSO算法的性能,并将一些新型的进化范

例引入基本PSO算法的框架中,不断提高算法的性能.
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