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摘 要 时间序列是按照时间排序的一组随机变量 ，它通常是在相等间隔的时间段 内，依照给定的采样率，对某种潜 

在过程进行观测的结果。时间序列数据广泛地存在于商业、农业、气象、生物科学以及生态学等诸多领域，从时间序列 

中发现有用的知识 已成为数据挖掘领域的研究热点之一。在时间序列表示方面，主要介绍了非数据适应性表示方法、 

数据适应性表示方法和基于模型的表示方法；针对时间序列的分类方法，着重介绍了基于时域相似性、形状相似性和 

变化相似性的分类算法，并对未来的研究方向进行了进一步的展望。 

关键词 时间序列，时间序列分类，时间序列表示 

中图法分类号 TP391．4 文献标识码 A DOI 10．11896／j．issn．1002—137X．2015．3．001 

Review of Time Series Representation and Classification Techniques 

YUAN J~dong WANG Zhi—hal 

(School of Computer and Information Technology，Beijing Jiaotong University，Beijing 100044，China) 

(Beijing Key I ab of Traffic Data Analysis and Mining，Beijing 100044，China) 

Abstract Time series is a set of random variables ordered in timestamp．It is often the observation of an underlying 

process，in which values are collected from uniformly spaced time instants，according to a given sampling rate．Since time 

series data exist widely in various application domains，such 38 finance，agriculture，meteorology，biological science，eco- 

logy and so on，discovering knowledge from time series has become one of the mainly research fields of data mining．In 

this paper，a comprehensive review on the existing time series representation and classification research was given．In the 

term of time series representation，three different categories named non-data adaptive，data adaptive and model based 

were summarized．A summary of several time series classification method，namely similarity in time，similarity in shape 

and similarity in change was also provided． 
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1 引言 

一 条时间序列是一组序列数据，它通常是在相等间隔的 

时间段内，依照给定的采样率 ，对某种潜在过程进行观测的结 

果。现实生活中，在一系列时间点上观测数据是司空见惯的 

活动[9]，比如在商业上，我们会观测 日股票闭盘价、周利率、月 

价格指数、年销售量等，图 1展示了某股票近 4年来 日股票闭 

盘价的时间序列；在气象上，我们会观测太 阳黑子的活动情 

况、每天的最高／最低温度温度、年降水量、每小时的风速等， 

图 2展示了 1770年到 1869年间太阳黑子的活动情况；在生 

物科学上，我们会观测每毫秒心电或脑电活动的状况等，图 3 

给出了某病人的心电图活动状况；另外，在农业上，我们会记 

录不同农作物每年的产量、土壤侵蚀情况、农产品出入口销量 

等方面的数字；在生态学上，我们会记录不同动物种群数量的 

变动情况等等。目前，时间序列数据正以不可预测的速度产 

生于现实生活中的几乎每一个应用领域 。 

如图 1一图 3所示 ，时间序列数据是实值型的序列数据， 

具有数据量大、数据维度高 以及数据是不断更新的等特点。 

直接在初始时间序列数据上进行挖掘工作是非常耗时的，为 

高效地处理时间序列数据，需采用一种简洁的方式来表示时 

间序列数据，此表示方法需要从时间序列的形状出发，并在降 

低时间序列维度的同时保持其重要的特征 。 

图 1 股票交易数据 
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图2 1770年到 1869年间太阳黑子的活动情况 

图 3 心电图不例 

另外，在时间序列分类问题中，任意实值型有次序的数据 

被当作一条时间序列 。时间序列分类的目标是首先从标 

定类标的训练集中学习到能够区分不同序列的鉴别性特征。 

然后，当遇到一条未标定类标的时间序列时，它能够 自动为该 

时间序列分配类标。时间序列分类问题与传统分类问题之间 

的差别在于，属性的次序在传统的分类问题中是不重要的，并 

且变量之间的相互关系独立于它们的相对位置；而对于时间 

序列数据而言，变量的次序在寻找最佳的辨别性特征时起着 

至关重要的作用L ，因此，时间序列分类问题已成为机器学习 

领域的诸多挑战之一。 

本文拟介绍时问序列的表示和分类方法，第 2节阐述时 

间序列数据挖掘的基本定义；第 3节描述时间序列表示的 3 

种方法，包括非数据适应性表示方法、数据适应性表示方法和 

基于模型的表示方法；第 4节主要介绍时间序列的不同分类 

方法，即基于时域相似性的分类算法、基于形状相似性的分类 

算法和基于变化相似性的分类算法；第 5节介绍时间序列表 

示和分类算法的进一步研究方向；最后对全文进行总结。 

2 相关定义 

本节介绍文中涉及到的基本定义。 

定义 1(时间序列数据集) D为一个时间序列数据集， 

其中包含有 ”条时问序列，即 D一{丁l， ，⋯， }。 

定义 2(时间序列) 时间序列 丁是一条长度为 m实值 

的序列，可表示为 丁一t。，t2，⋯，t⋯ 一般情况下，数据点 t ， 

t ，⋯⋯t是按照时间顺序排列 的，两两之间具有相同的时间 

间隔，此时的时间序列为离散型时间序列。连续型时间序列 

的观测值是在连续的时问点上取得的。另外，按照某一时间 

点上观测变量的多少，时间序列可划分为单变量时间序列和 

多变量时间序列，而本文只讨论单变量离散型时间序列的表 

示和分类算法。 

定义 3(时间序列子序列) 给定一条时间序列 T—tl， 

t。，⋯，t⋯其子序列S 一￡ ，t ，⋯，t 一1是一条 丁中从位置 

i开始长度为 z( ≤ )的连续子序列，此处 1≤ ≤m—z+1。 

定义 4(时间序列的表示) 给定一条长度为 的时间序 

列 T=t ，t：，⋯，￡ ，若维度为 ( 《m)的模型 与 丁非常接 

近，则称 为时间序列 丁的表示。 

定义 5(时间序列分类) 假设一个时间序列数据集中有 

”条时间序列，D— T ． ，⋯， }，每一条时间序列有 m个 
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观测值和一个类值 即 Ti一(t t ⋯，f ，c >。时间序列 

分类问题可以表述为一个将时间序列的观测值映射到类值的 

函数。 

厂 —————一  

dist(x． )一，、／ ∑( 一Y ) (1) 
V ，儿 l 

定义6(时间序列间的相似性度量) 为获得两条时间序 

列间的有效比对并保证缩放和偏移的不变性，在处理时间序 

列之前 ，须对每条时间序列进行规范化处理㈣]。另外，为允 

许不同长度时间序列间的比对，需要通过除以时间序列的长 

度来规范化距离 ，并称之为长度规范化(如式(1)所示)。 

为得到时间序列子序列与整个时间序列间的距离，短的 

子序列必须在长的序列上滑动以得到它们间的最短距离 ，我 

们称此距离度量为子序列距离，并定义为： 

subdist(x， )一min(dist(x， 『 r)) (2) 

其中， 表示时间序列y中长度为 f f的子序列。需要注意 

的是 ，subdist()得到的是两个时间序列间的最小距离。注意， 

为方便起见，我们将式 (1)中的规范化距离表示为欧氏距离 

(Euclidean Distance，ED)，而其他距离度量方式如曼哈顿距 

离 、动态时间规整(Dynamic Time Wrapping，DTW)等皆可应 

用于时间序列问的相似性度量。 

3 时间序列表示 

如前文所述，为有效存储和加快时间序列的处理过程，我 

们需要采用一种简洁的方法来表示高维的时间序列数据。怎 

样表示一条时间序列是时间序列挖掘的基础问题l2 ，一种有 

效的时间序列表示方法不仅能够允许序列间进行相似性 比 

对，也可以较好地应用于不同的数据挖掘任务中。时间序列 

表示方法的基本特征包括 ：有效地降低数据维度 ；强调局部或 

全局的形状特征 ；较低的计算消耗；能够根据约减后的表示较 

好地重构原数据；对噪音不敏感或者能够隐式地处理噪音 

等 。 

每一种时间序列表示方法都从不同侧面强调了上述的多 

个基本特征。根据不同的转换方式，Ratanamahatana和 Ke— 

ogh等人[5 将不同的时间序列表示方法分类为非数据适应 

性的、数据适应性的和基于模型的 3种，下面将一一阐述。 

3．1 非数据适应性表示方法 

在非数据适应性表示方法中，每一条时间序列的转换参 

数是一致的。频谱分析是一种比较常见的非数据适应性表示 

方法。Agrawal等人[1 首次采用离散傅里叶变换 (Discrete 

Fourier Transform，DFT)将时间序列映射到频域 ，并使用 一 

tree对序列进行索引和相似性查询。该方法有效解决了时间 

序列挖掘中“特征抽取的完备性”和“维度灾难”这两个问题。 

自从 DFT被应用于时间序列上之后 ，多数研究者采用欧氏距 

离来度量转换后的时间序列，而Bagnall等人 ]提出了一种基 

于似然函数的距离度量方式来 比较经过 DNF处理后的时间 

序列间的相似性。Chan等人[1l_首次提 出用离散小波变换 

(Discrete Wavelet Transform，DWT)来处理时间序列。DWT 

能同时表示时间序列中的时域和频域信息 ，而 DFT只能表示 

频域信息。Popivanov等人 l1 9]对比了不同小波变换在时问序 

列数据上相似性搜索的效率，通过实验验证了多贝西(Dau— 

bechies)小波相较于哈尔(Harr)小波的高效性(前者更光滑， 

拟合性较好)。Liabotis等人 ]采用小波变换来降低时间序 



列的维度 ，并使用 X-Trees进行索引，由于所用的小波变换更 

接近初始的时间序列，实验结果也表 明了此方法相 比较于 

DFT的高效性。 

除频谱分析之外，研究者还提出了其它专门用于时间序 

列表示的方法。比如，Keogh等人_31]提 出了一种基于逐段线 

性分割(Piecewise Linear Segments)的方法来表示时间序列 

的形状 ，此方法允许快速的时问序列分类、聚类以及相关反馈 

等工作 。之后，Keogh等人E 又提出了一种新的维度约减技 

术 PAA(Piecewise Aggregate Approximation)，通过在索引速 

度和灵活性等方面与传统的奇异值分解(Singular Value De— 

composition，SVD)、DFT和 DWT做 比较 ，阐述了 PAA在时 

间序列相似性度量和索引上的优势。 

3．2 数据适应性表示方法 

数据适应性表示方法在数据转换时 ，转换参数随着时间 

序列数据的变化而变化。非数据适应性表示方法可以转化为 

数据适应性表示方法，比如 Keogh等人[3a3在 PAA的基础上 

提出了一种 自适应的维度约减技术 APCA(Adaptive Piece- 

wise Constant Approximation)用于时间序列表示。 

众所周知，数值型高维时间序列数据是难以掌控的，但当 

把它们表示为符号序列而不是实值序列时，从 中挖掘和发现 

有趣的模式或规则将变得更加容易。I in等人[393提出了一种 

符号聚集近似 (Symbolic Aggregate approXimation，SAX)表 

示方法，该方法可以将初始的实值型高维数据转换成离散的 

低维数据。如 图 4所示，一条维度为 150的时 间序列经过 

SAX表示，转换成了维度为 10的符号序列“aaacddcbba”。在 

低维离散型的数据上进行搜索是更有效的。更重要的是 ，研 

究者可以更加容易地处理 SAX转换后的数据，比如可以从文 

本处理或者是生物信息处理 中借鉴相应的处理方法(如随机 

映射等)，也可以将哈希表、后缀树等数据结构应用到时间序 

列数据中。 

图 4 SAX表不 

时间序列 shapelets是时间序列 中能够最大限度地表示 
一 个类别的子序列 ，而时间序列表示的主要动机是通过一种 

简洁的方式突出数据的主要特征 ，正好与时间序列表示 的动 

机相符。时间序列 shapelets的具体概念是由 Ye等人~64,65 提 

出的。如 Esling等所述，此方法大大缩小了时间序列和形状 

分析间的差距E。 。 

3．3 基于模型的表示方法 

基于模型的表示方法假设一条时间序列是对某潜在模型 

的观察结果。Azzouzil等人l2 首次提出采用隐马尔科夫模型 

(Hidden Markov Model，HMM)来定义时间序列变量间的关 

系，并将此模型成功应用于石油勘探数据中。Kalpakis等 

人 。。采用求和 自回归移动平均模型(Auto Regression Inte— 

grated Moving Average，ARIMA)来简洁地表示时间序列，并 

为此表示方法定义了高效的相似性度量方式。Nanopoulos 

等人l_4B_提出了一种基于统计模型(如均值、方差等)的特征抽 

http：／／ ．es．ucr．edu／eamonn／time—

series
— data／ 

取方法来表示整个时间序列。一般情况下 ，基于模式的表示 

方法具有较强的可解释性 ，若两条时间序列可以由同一潜在 

模型的相同参数集表示，则认为它们是相似的。 

4 时间序列分类 

时间序列分类问题作为序列分类问题的一个分支_5 ，已 

经在时间序列挖掘领域引起了广泛关注。该问题广泛地存在 

于现实生活中的诸多领域，如健康信息处理中的心电图或脑 

电图分类哪]、气象中天气状况预测 ]、根据传感数据来区分 

不同的行 为动作I2。 、根据用电量来 区分不同的家用 电 

器[41]等。Keogh等人还专门收集了用于时问序列分类／聚类 

的 UCR数据集”。 

在时间序列分类问题 中，任意实值型有次序的数据被 当 

作一条时间序列 引。也就是说，数据是不需要在时间上有序 

的，任何逻辑上有序的实值型数据都可用于时间序列分类问 

题中。因此，研究者们也将时间序列分类方法用于植物叶片 

的识别、古文物中的箭头识别等 。 

由于时间序列数据的特殊性 ，时间序列分类问题面临着 

3个主要方面的挑战。首先 ，对于多数分类器如决策树或神 

经网络来说，输人数据为特征向量，然而时间序列数据并没有 

明确的特征；其次，尽管可以在时间序列上使用特征选择的方 

法，但由于时间序列特征空间的维度非常大，特征选择的过程 

是非常繁琐的，此举的计算量很大；最后 ，在某些应用中，除了 

精确的分类结果之外，我们还希望得到具有可解释性的分类 

器。但由于时间序列数据没有明确的特征，建立一个可解释 

性的分类器是非常困难的。 

所有的分类问题都依赖于数据问的相似性度量 ，时间序 

列分类问题也不例外。对于时问序列来说，同类时间序列间 

的相似性有以下 3种形式[4]。 

(1)时域相似性(Similarity in Time)：同一类别的时间序 

列都是在时间维度上对某一潜在相同曲线观察的结果，它们 

之间的不同可能是由噪音和相位漂移所引起的。1-NN分类 

器最适合处理此类问题 ，而 DTW 度量可缓解噪音等带来的 

影响。 

(2)形状相似性(Similarity in Shape)：同一类别的时间序 

列是通过一些相同的子序列或形状来区分的，而且这些子序 

列可能出现在时间序列的任意位置，这是它与时域上相似性 

的主要不同。子序列与时间的相关性越小，基于时域的卜NN 

分类器就越难处理此类问题，此时可通过使用基于时间序列 

特征的方法来区分不同的类别。 

(3)变化相似性(Similarity in Change)：最不容易被观察 

到的相似性 ，此类相似性 出现在 自相关性较强的序列中。此 

问题可以用产生式模式如隐马尔科夫模型(HMM)、自回归 

移动平均模型(AutoRegressive Moving Average，ARMA)等 

来处理。 

接下来 ，本文将详细阐述这 3种相似性以及相对应的分 

类算法。 

4．1 基于时域相似性的分类算法 

在过去的十多年中，针对时间序列分类问题的研究主要 
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集中在基于不同距离度量方式的最近邻(1一NN)算法上，如基 

于 ED或者 DTw 的 1-NN等~20,34]。Faloutsos等人㈣ 首次将 

欧氏距离用于时间序列子序列 的匹配算法 中。Pmtista等 

人l_6j提出了一种复杂性不变的距离度量方式 CID(Complexi— 

ty-lnvariant Distance)，用于缓解 1-NN在处理复杂和简单时 

间序列时遇到的困境 ，并指出，“尽管目前有大量的分类算法 

应用于时间序列分类问题中，但实验表明，简单的 卜NN分类 

器是很难被击败的”。另外 ，Buza等人口。 还介绍 了一种融合 

不同距离度量方式的 1-NN分类器。 

欧氏距离对噪音数据和相位漂移比较敏感，而 DTW 能 

够较好地处理时间轴上的变形。Ding和 Wang等人 对 

已有的时间序列维度约减和相似性度量方法做了统一的对比 

实验，并指出基于 DTW 的距离度量方法可能是当前最好的 

度量时间序列相似性的方法。Berndt等人 7]首次将之前应用 

于语音识别领域的 DTW度量方法应用于时间序列的模式发 

现中。随后，Keogh等人I3 将基于 DTW 的精确索引应用于 

时间序列挖掘中。Fu等人l2 ]将 DTW 和 US(UnFo,矾 Sca- 

ling)结合起来用于时间序列查询，并采用多维索引技术来提 

升查询效率。传统的DTW在计算两条时间序列间的距离 

时，对各对观测值赋予了相同的权重，而忽略了参考值和测试 

值之间的相位差 ，此缺陷可能引起形状相似性对比时的误分 

类问题。Jeong等人l_2叼为解决此 问题，提 出了一种加权的 

DTW来分类时间序列。虽然基于 DTW 的 1-NN分类器是 

难以击败的，但该算法需要消耗大量的运算时间，所以它并不 

能很好地处理需要实时反馈 的应用。为缓解此问题 ，Xi等 

人l_58]提 出将数据块消减 (numerosity reduction)技术应用于 

基于 DTW 的 1一NN分类器中，使之在拥有更快分类速度的 

同时保持较高的分类准确率。另外，Rakthanmanon等人l5l_ 

提出了一种基于 DTW 的快速的时间序列查询方法，并将其 

扩展到模式发现、聚类、分类以及时间序列数据流的挖掘中。 

尽管 卜NN分类器具有分类准确率高、易于实现等优点， 

但 卜NN分类器只能说明被分类对象与所分到的类别间具有 

较大的相似性，并没有指出它与其它类别之间具体的不同点， 

即分类结果的可解释性较差。另外 ，1-NN分类器是一种懒 

惰式的分类器，它需要为每一个测试实例建立相应的分类器， 

并且需要对比整个数据集，所 以采用 1一NN进行分类还需要 

消耗大量的时间和空间。 

4．2 基于形状相似性的分类算法 

基于时域相似性的时间序列分类器在分类时间序列时， 

倾向于从整个时间序列人手。然而 ，在许多时间序列数据集 

中，同一类别的不同时间序列问往往存在着较大的差异性 ．基 

于时域相似性的分类器并不能很好地处理这种差异性，而基 

于形状相似性的分类算法能够很好地发现区分不同类别的最 

佳特征。 

时间序列 shapelets是序列 中最具辨别性的子序列[6 。 

最初的基于 shapelets的分类算法是由 Ye等人[64,65]提出的， 

其采用信息增益度量数据的分裂点，并通过递归搜索最具有 

辨别性的shapdets来构建决策树。如图5所示，对于经典的 

Gun／NoGun(手中有枪／没枪)问题E64]，最佳 shapelet如加粗 

标注部分所示，它能够对 Gun／NoGun数据集进行准确分类。 

Mueen等人 力提出了使用逻辑 shapele*s来构建决策树的思 

· ‘ 

想，并采用加速技术和剪枝策略来提升文献[64]中算法的可 

解释性 和运 行效 率。Rakthanmanon等人 。 针对 原有 的 

shapdets发现算法在时间效率上 的不足，提 出了一种基 于 

SAX L 表示的快速 shapelets发现算法 ，此算法在提升发现 

shapelets速率的同时保证了一定的分类准确性。 

图 5 shapelet示例 

采用决策树解决时间序列分类问题的思想可追溯到 

Yamada等人l62_提出的二又分类树。在文献[62]中，作者提 

出了两种分裂策略，第一种策略通过穷举搜索得到信息增益 

最大的一条时间序列并将其作为分裂节点；第二种策略通过 

穷举搜索得到信息增益最大的一对时间序列并将其作为分裂 

节点。两种策略均采用 DTW 距离来度量时间序列的相似 

性。Balakrishnan等人L5 在获取分裂节点时，采用 ／e-means聚 

类(电一2)来发现不同类别的代表性序列，这些代表性序列并 

不是原有的时间序列，而是位于类簇 中心的一条抽象序列。 

Douzal-Chouakria等人_2l̈提出了一种综合考虑趋势相似与数 

值相似的时间序列相似性度量方法 ，并采用此度量方法建立 

能够处理时间序列的决策树。Deng等人E18]提出了一种随机 

森林方法_8]，用于解决时间序列分类问题 ，同时提出了一种联 

合信息增益和距离度量的评价方式来选取分裂节点。 

上述几种方法都是在发现 shapelets的同时构建分类器。 

而 Bagnall等人_4]强调了数据转换在时间序列分类 中的重要 

性，并指出解决时间序列分类问题的最简方式是将时间序列 

映射到其他辨别性特征容易被检测到的空间。作者通过在建 

造分类器之前将时间序列分类问题转换到其他空间，显著提 

升了分类的准确性。Lines等人 ]提出了一种基于 shapelets 

转换的时间序列分类方法 ，即将 shapdets的发现与分类器的 

构建过程相分离，其主要优点是优化了 shapelets的选择过程 

并能够灵活应用不同的分类策略。Hills等人L2 ]评估了其他 

3种不同的相似性度量方法(除信息增益外)：Kruskal Wallis、 

F-statistic、Mood’S median对 shapelets选择 的影响。另外， 

时间序列 shapelets还被广泛地应用于聚类[6 、姿势识别 、 

天气预测[ 、早期分类[60,61 等多个方面。 

如前文所述，由于时间序列数据没有明确的特征，建立一 

个可解释性的分类器是非常困难的，而关联规则能够对知识 

进行简洁、直观的描述。关联规则挖掘已引起了研究者广泛 

的关注，其在分类方面的成功应用包括生物数据_1 、关系数 

据．F12,1 3,36,43,55,56,66]、文本l2。]以及图[19,63 等等。高维的时间序 

列数据天然地需要强有力的分析工具来抽取出最显著的和令 

人信服的规则，用以揭示序列模式和类标之间的重要关系，并 

将实值型的序列数据转换成相对容易理解的知识 。但传统的 

关联规则挖掘算法(如 CBA[ 、CPAR[3 、CMARL ]等)主要 

致力于基于符号表示的事务数据挖掘。为将关联规则发现应 

用于时间序列数据中，我们需要将高维实值型序列离散化为 



低维的符号序列才能进行关联规则的发现。Das等人Ⅲ】5_通 

过聚类和离散化时间序列的子序列得到符号序列，并应用简 

单的规则发现方法来获取序列中的规则，但是此算法缺乏可 

解释性并且需要设置过多的参数。另外，尽管可以设置较高 

的支持度和置信度 ，仍可能从高维时间序列数据中发现大量 

的规则。TingE 等针对股票数据中的模式发现问题 ，提出了 

一 种基于关联分析的方法对股票数据进行预测 ，然而 ，它容易 

产生过量的规则 ，并且许多规则在分类过程中是无用的。 

4．3 基于变化相似性的分类算法 

基于变化相似性的分类算法本质上是基于模型的分类算 

法，比如 Zhong等人 6。]成功将广泛应用于语音识别领域的 

HMM模型应用于时间序列中的脑电图(EEG)分类问题。在 

临床学习方面，为对齐和分类时间序列基因表达式，Lin等 

人l_4。。提 出了一种辨别性的 HMM 模型来提升分类准确率。 

Povinelli等人l50]提出了一种基于相空间重构的高斯混合模 

型(Gaussian Mixture Models，GMM)，用于处理时间序列分 

类中的信号分类问题。Deng等人_1 ]提出将 自回归移动平均 

模型(AutoRegression Moving Average，ARMA)用于时间序 

列的辨别中。Nanopoulos等人l4 ]提出了一种用于时间序列 

分类 的多层 传 感 神经 网络方 法 (Multi—layer Perceptron， 

MLP)，此方法对数据的长度和噪音不敏感。尽管 HMM、 

GMM 等模型能突出时间序列间变化的相似性，但在分类准 

确性方面，它们中的多数被证 明不如 简单 的基 于 DTW 的 

1-NN算法 ]。 

5 进一步的研究方向 

时间序列的表示和分类方法在过去的十多年中得到了长 

足的发展 ，但现有的方法仍存在着不足之处 ，这也为我们未来 

的研究提供了一定的方向。 

(1)将时间序列表示技术与分类方法相结合。时间序列 

表示技术多用于时间序列的索引和相似性查询，并未能很好 

地与时间序列分类技术相结合 ，因此有必要针对不同表示方 

法在分类方面的适用性，分析设计出适用于时间序列分类的 

表示技术 ，并将其应用于时间序列分类中。另外 ，除了 SAX 

方法之外，现阶段研究者并没有提出其他能有效地将实值型 

时间序列转换为符号序列的方法，所 以将时间序列数据表示 

为符号序列仍具有巨大的研究空间。研究者可以从研究数值 

型属性的离散化方法出发，将普遍的离散化方法转变为适合 

于时间序列挖掘的离散化方法，或者从时间序列数据的本身 

特性出发 ，设计出适合不同时间序列数据的离散化方法。 

(2)研究时间序列中关联规则的发现方法，并将关联式分 

类应用于时间序列中。关联规则能够对知识进行简洁、直观 

的描述，依据关联规则进行分类 明显具有很强的可解释性。 

但传统的关联规则挖掘算法主要集中于基于符号表示的事务 

数据上 ，所以针对时间序列数据的关联规则挖掘主要存在两 

方面的挑战：一是必须将时间序列数据离散化为片段 ，然后将 

每一个片段转换成一个符号；二是尽管可以设置较高的支持 

度和置信度，仍可能从高维时间序列数据中发现大量的未能 

应用到最终分类过程中的规则。上述两方面的困难严重制约 

了关联规则在时间序列数据中的应用。另外，时间序列 motif 

是指反复出现在长时间序列中的子序列[14,38,45,46]，它的概念 

与频繁模式相近，亦可考虑将时间序列 motif的发现与关联 

规则的生成相结合，用于生成具有可解释性的分类器。 

(3)改进基于 shapelets的时间序列分类算法。其包括 ： 

研究时间序列中 shapelets的发现方法 ，提高 shapelets的发现 

效率(如采用启发式方法)和辨别性 ，降低 shapelets之间的相 

似性 ；将 shapelets的发现方法与不同种类的数据特征相结 

合 ，即根据不同的应用问题设计出不同评价策略的 shapelets 

发现算法；探索挖掘出的各个时间序列 shapelets之间的依赖 

关系等。另外，候选 shapelets最大、最小长度的设置也是一 

个难题。由于它们定义了候选 shapelets的长度范围，参数设 

置不对时可能发现不了最具有辨别性 的 shapelet，从而对分 

类器的准确率造成影响。 

(4)设计更好的分类器融合策略。分类器融合策略的主 

要思想是将多样性融入所集成的分类器中。这里所说的多样 

性包括 ：使用不同的分类算法训练每一个基分类器来构成一 

个异构的集成分类器；通过采样机制或直接复制实例为每一 

个基分类器提供不同的训练数据(Bagging思想)；随机选择 

不同的属性来训练每一个分类器；通过重新评估训练数据的 

权重来修正每一个分类器(AdaBoost思想)等。 

融合学习策略已被应用于时间序列数据挖掘中。Deng 

等人lI1 ]提出了一种集成多个时间序列分类树的时间序列森 

林(Time Series Forest，TSF)。BuzaE ]提出了一种集成灵活 

性与非灵活性距离度量的分类器。Bagnall等人[4]为了解决 

数据转换后可能引起的准确率大幅度差异的问题，提出了一 

种分类器集成策略来提升分类性能，此举降低了只在时间域 

上建立分类器时的可变性。此外，我们可以进一步设计 出综 

合考虑时域、形状和变化相似性的集成分类器 ，避免只在时间 

域上或形状相似性上建立分类器时所带来的偏差，并根据不 

同的数据集和不同的应用场景，为基分类器设置不同的权重。 

(5)多变量时间序列的表示和挖掘算法研究。研究者对 

时间序列的研究多数集中在单变量的时问序列表示和分类算 

法上，尽管 目前已经有一些针对多变量复杂时间序列的研究 

工作_2 ，但此部分的研究仍具有很大的发展空间。 

结束语 本文首先从 3个不同方面介绍了时间序列的表 

示方法，然后根据时间序列间不同的相似性度量方式 ，总结了 

3种不同的基于相似性的分类算法。由于时间序列数据的特 

殊性，现有的研究成果仍有许多不完善的地方 ，比如怎样将时 

间序列表示和分类方法相结合，怎样建造具有可解释性的分 

类器等，这些需要研究者进一步地努力。 
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