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摘　要　如今,工业设备不断向智能化、大型化发展,伴随着设备故障日益复杂多样,如何快速、准确地诊断故障成为

一个难题.通过研究,提出以大数据技术 Hadoop为平台,基于兴趣属性列的改进的fpＧgrowth算法作为数据挖掘方

法,来实现工业设备的故障诊断.实验以工业齿轮箱为例,首先选取两部分数据分别作为训练数据和测试数据,在预

处理阶段对训练数据进行空值处理、维度相关性分析以及抽样离散化数据;其次提出基于兴趣属性列的改进的并行

fpＧgrowth算法,从训练数据中挖掘出属性列与故障之间的关联规则;最后通过测试数据验证关联规则,证明了改进方

法的可行性.实验结果表明,基于兴趣属性列改进的并行fpＧgrowth算法能够在保证准确率的情况下进行快速故障

诊断.
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Abstract　Nowadays,industrialequipmentisbecomingmoreandmoreintelligentandlargeＧscale．AlongwiththeinＧ
creasinglycomplexanddiverseequipmentfailures,howtodiagnosefaultsquicklyandaccuratelyhasbecomeachalＧ
lenge．Hence,takingbigdatatechnologyHadoopasplatform,fpＧgrowthisutilizedasbigdataminingmethodtorealize
thefaultdiagnosisofindustrialequipment．Takingtheindustrialgearboxasexample,firstly,thetwopartsofdataare
selectedasthetrainingdataandthetestdatarespectively．Inpreprocessingstage,thetrainingdataisprocessedbynull
value,thecorrelationanalysisofdimensionanddiscretizationofdata．Secondly,thispaperputforwardanimprovedparalＧ
lelfpＧgrowthalgorithmbasedoninteresttominetheassociationrulesbetweenattributecolumnsandfaultsbythe
trainingdata．Finally,theassociationruleswereverifiedbythetestdatatoprovethefeasibilityoftheimprovedmethod．
ExperimentresultsshowthattheproposedinterestbasedimprovedparallelfpＧgrowthalgorithmcanperformfaultdiagＧ
nosisefficientlywithaccuracy．
Keywords　Faultdiagnosis,Hadoop,FpＧgrowth

　
　　随着大型智能化工业设备的发展和使用,设备故障变得

日益复杂,传统的诊断方法因存在局限性而无法进行快速有

效的诊断,人们希望可以从设备监控时产生的异常变化的数

据中发现数据与故障间的关系,来准确、快速地发现故障.而

在海量的数据中,工作人员难以从中发现有效的故障数据,更
无法快速地排查故障.随着大数据技术的发展,在高维的海

量大数据中分析和挖掘知识优势,有望解决传统故障诊断难

以解决的问题.因此,将大数据技术与故障诊断相结合,利用

其强大的数据处理和分析能力,能够很好地解决故障诊断中

的难题.

近年来,故障诊断问题受到国内外学者的广泛关注.文

献[１]提出了一种基于小波神经网络的故障诊断算法,给出了

一种改进的Laplacian特征映射算法,通过获得有效的特征信

号,并将特征信号输入到构造型小波神经网络中,来得到故障

类型.文献[２]提出基于遗传算法的随机森林模型对齿轮故

障诊断的研究,通过从振动信号中提取的时间、频率和时间频

率域来选择最佳条件参数,在受监督的环境下,利用基于遗传

算法的随机森林分类器来实现故障诊断.文献[３]给出了基

于 Hadoop的关联算法 Apriori对动车组进行故障诊断的大

数据解决方案,通过基于 Hadoop的 Apriori算法挖掘故障数

据间的关联规则,并匹配验证规则以实现故障诊断.综上,虽
然小波神经网络与基于遗传算法的随机森林模型能够较好地

进行故障诊断,但其更适用于较小数量级的数据,在处理海量

大数据时,小波神经网络的网络结构会随着样本集的增大而



增大,从而大大降低收敛速度;而基于遗传算法的随机森林模

型虽然能够很好地对高维数据进行诊断,但样本数据的增大

会使构建森林树模型变得庞大,从而导致处理时间过长或内

存不足等问题.而基于 Hadoop的 Apriori算法虽然在并行

计算处理大数据集时占有优势,但算法自身多次迭代访问事

务数据库,生成了大量候选集,降低了算法的整体效率和运行

时间.

本文针对处理海量大数据集及 Apriori算法的不足,提出

一种 Hadoop平台下基于兴趣属性列的fpＧgrowth算法.fpＧ

growth算法将事务数据在内存中以fpＧtree的方式来存储挖

掘,这个过程不会生成候选项集,并且只访问两次数据库.基

于hadoop并行挖掘与可选择兴趣列输出频繁集的改进,大大

提高了算法效率,同时将其应用于工业设备诊断,解决了传统

工业设备故障诊断的难题.

１　故障诊断模型的设计

工业齿轮箱故障诊断的架构如图１所示,主要包括数据

采集、数据存储、数据预处理、数据挖掘和故障诊断５个部分.

首先,通过传感器等其他数据采集技术采集数据,并存储于数

据库;其次,选取一部分数据作为训练数据,将另一部分数据

作为测试数据,并对其进行数据预处理,通过空值均值处理和

相关性分析对数据进行补全和数据降维;然后,通过 weka工

具对数据进行离散化处理,满足算法挖掘的数据形式的要求;

最后,在 Hadoop平台上对基于 MapReduce的fpＧgrowth算

法进行改进,使其可选择兴趣列输出有效频集,在满足用户兴

趣度的同时提高挖掘效率.本文以齿轮故障数据作为实验数

据,对改进算法进行挖掘,分析实际挖掘效果.

图１　故障诊断架构

２　数据预处理

２．１　空值处理

由于数据存储的失败、存储器损坏及某些机械因素导致

某些数据中存在空值时,为了满足数据的完备性和准确性,本

文将采用同类均值方法来填补对应的空值,即空值对应的该

属性列相同故障类型的均值.如果缺失值是连续型数据,则

以同类中该属性存在值的平均值来填补空值;如果缺失值是

离散型数据,则以同类中该属性的众数(即出现频率最高的

值)来填补空值.空值处理流程如图２所示.

图２　空值处理流程图

２．２　数据相关性分析

相关系数ρxy的取值范围为[－１,１],ρxy＝０时,称X 和Y
不相关;|ρxy|＝１时,称 X 和Y 完全相关,即 X 和Y 之间满

足Y＝a＋bX 的线性函数关系,其中a和b为常数;|ρxy|＜１
时,X 的变动将引起Y 的部分变动,ρxy 的绝对值越大.X 的

变动引起Y 的变动就越大,|ρxy|＞０．８时为高度相关,当

|ρxy|＜０．３时,为低度相关,其他为中度相关.

ρxy＝
１, b＞０
０, b＝０
－１, b＜０

{
相关性系数的计算式如下:

ρ＝ Cov(X,Y)
D(X) D(Y)

＝ ∑(x－x－)(y－y
－)

∑(x－x－)２∑(y－y
－)２

本文采用相关系数分析,通过相关性程度,在不损伤文本

核心信息的情况下剔除高度相关的冗余数据以尽量减少要处

理的数据,从而简化计算,提高数据处理的速度和效率.

２．３　数据离散化

由于fpＧgrowth算法无法有效挖掘连续型数据,对于离

散型数据能更准确地挖掘出数据间的关联关系.此外,有效

的离散化数据能够减少算法的计算时间、空间开销及抗噪能

力.因此,本文随机抽样故障数据,采用 weka数据挖掘工具

有监督的数据离散化,通过设定类别相关目标函数指标(如分

类错误率、熵增益等)对属性数据进行更准确的区间划分.

离散化过程描述:对连续型数据排序l＝v０＜v１􀆺＜vn;

选取候选断点ci＝(vi－１＋vi)/２,依次对子集计算信息熵为:

H(X)＝－∑
n

i＝１
p(xi)log２p(xi)

计算子集X 的信息熵与断点c条件下的X 的信息熵的

差值,即信息增益.公式如下:

G(c)＝H(X)－H(X|c)

通过计算比较不同断点取值的信息增益来寻找最优断

点,从而完成更准确的区间分化.

离散化部分数据划分区间如表１所列,由于属性种类较

多,我们只列举了部分属性的区间划分及命名,以tch属性为

例,划分４个区间分别为(－∞,－８９０９．８７９],(－８９０９．８７９,

－７６１３．２２３５],(－７６１３．２２３５,－５４９９．０５４],(－５４９９．０５４,

＋∞),分别对其命名为tch_１,tch_２,tch_３,tch_４.划分区间

９０５第６A期 张　斌,等:改进的并行fpＧgrowth算法在工业设备故障诊断中的应用研究



的断点分别为８９０９．８７９,－７６１３．２２３５,－５４９９．０５４,其他属

性的划分依次类推.

表１　离散化部分数据划分区间

属性名 区间名 区间范围 断点

tch tch_１ (＋∞,－８９０９．８７９] －８９０９．８７９
tch tch_２ (８９０９．８７９,－７６１３．２２３５] －７６１３．２２３５
tch tch_３ (－７６１３．２２３５,－５４９９．０５４] －５４９９．０５４
tch tch_４ (－５４９９．０５４,＋∞) ＋∞
ch１ ch１_１ (－∞,－５４１１．３１３] －５４１１．３１３
ch１ ch１_２ (－５４１１．３１３,－４２６９．９２１] －４２６９．９２１
ch１ ch１_３ (－４２６９．９２１,－４１５１．６６１５] －４１５１．６６１５
ch１ ch１_４ (－４１５１．６６１５,－４１３４．８７６５] －４１３４．８７６５
ch１ ch１_５ (－４１３４．８７６５,－４１２３．４３２] －４１２３．４３２
ch１ ch１_６ (－４１２３．４３２,－２３９８．３７３５５] －２３９８．３７３５５
ch１ ch１_７ (－２３９８．３７３５５,＋∞) ＋∞
􀆺 􀆺 􀆺 􀆺

３　基于兴趣列属性的分布式fpＧgrowth算法的实现

３．１　Hadoop
Hadoop[４]是开发和处理大规模数据的软件平台,它实现

在大量计算机组成的集群中对海量数据的分布式计算.整个

平台最核心的两个部分是 HDFS[５](HadoopDistributedFile
System)和 MapReduce[６].

HDFS[５]是 Hadoop的一个分布式文件系统.

HDFS的结构如图３所示,它采用 Master/Slave主从结

构.Namenode属于 Master节点,管理数据块映射及名称空

间,同时处理client的读写请求;Datanodes属于Slave节点,
负责存储client发送的数据块 Blocks,并执行数据块的读写

操作.

图３　HDFS的结构

MapReduce[６]是分布式计算框架,它能自动划分并处理

计算数据和计算任务,在集群节点上自动分配和执行任务以

及收集计算结果.

MapReduce的框架如图４所示,其定义 Map和 Reduce
两个抽象编程接口,由用户来编程实现.

图４　MapReduce的框架

Map过 程 的 输 入 来 自 HDFS 的 数 据 块,通 过 键 值 对

(key,value)的方式表示数据.Map函数将处理这些键值对

并输出新的键值对(key,value)作为中间数据.

Reduce过程的输入来自中间过程合并的相同key值的

键值对,经过进一步的处理,产生最终形式的结果存储到

HDFS.

３．２　fpＧgrowth关联算法

关联规则挖掘于２０世纪９０年代被提出之后迅速成为研

究的热点,传统的 Apriori算法能够很好地挖掘出关联信息,
但其缺点是反复扫描数据库并且在获得频繁集模式的同时生

成大量的候选频繁集.随后fpＧgrowth[７]算法被提出以解决

该问题.fpＧgrowth算法采用fpＧtree的数据结构对事务进行

压缩,无需产生候选频集直接得到频繁集,同时其只访问两次

数据库,相比 Apriori算法大大提高了挖掘效率.
一般而言,fpＧgrowth算法主要分为两个步骤:１)构建fpＧ

tree;２)从fpＧtree中挖掘频繁集.
在构建fpＧtree的过程中,首先扫描一遍数据,统计每一

项的频率,删除频率小于最小支持度的项(如最小支持度为

３).根据项频率由大到小的顺序对数据排序.

表２　事务数据

TID 项 频数排序项

１０１ f,a,c,d,g,i,m,p f,c,a,m,p
１０２ a,b,c,f,i,m,o f,c,a,b,m
１０３ b,f,h,j,o f,b
１０４ b,c,k,s,p c,b,p
１０５ a,f,c,e,l,p,m,n f,c,a,m,p

然后,删除不满足最小支持度的项,并按照频数排序,对
每一条数据依次添加构造fpＧtree,如图５所示.

图５　构建fpＧtree的过程

在挖掘频繁集的过程中,再扫描一遍数据,分别以表头项

作为条件模式基递归挖掘频繁集.以p为例,找出所有以p
为后缀点的分支,有‹f,c,a,m,p›和‹c,b,p›两条,以p为条

件,fpＧtree包含‹f,c,a,m＞和‹c,b›,然后递归挖掘新的fpＧ
tree,直到挖掘出所有频繁集组合.

综上可知,fpＧgrowth算法采用深度优先的处理方法,先
后两次遍历事务数据库,把信息压缩到一棵fpＧtree,递归地挖

掘频繁项集.由于此算法不产生候选项集,因此相对 Apriori
算法而言,其效率有一个数量级的提高.但是在处理大型数

据时,fpＧgrowth算法需要多次遍历频繁树,构造数据的整体

fpＧtree会非常庞大,会存在内存溢出的可能.同时,挖掘后将

输出大量频繁集,在某些实际场合有时仅仅需求某一列或某

几列的相关频繁集,用户则需要自己筛选出需求的频繁集,这
无意增加了额外的精力和时间.

３．３　改进实现及分析

针对fpＧgrowth算法的缺陷,提出基于 MapReduce对数

据进行并行挖掘来减少内存的开销,并在并行计算的同时可

选择地输出需求频繁集,这样大大提高了挖掘有用信息的

效率.
基于兴趣列属性的分布式fpＧgrowth算法的步骤如下:

１)数据分块

将分析的数据上传到hdfs文件系统上,然后集群会将数

０１５ 计 算 机 科 学 　２０１８年



据分成若干数据块(Block),并将数据存储到集群的各个节点

中,用于后续处理.

２)并行计算支持度与兴趣列

通过一次 MapReduce,计算每一个事务项数据的支持

度,同时输出支持度表(FList)以及兴趣选择表(CList).具体

地,每个 Map将从hdfs中读取若干个数据块(Blocks),Map
的输入是‹key＝ 事务项,value＝１›,key表示每一项信息,

value用来计数,每一项的初始化均为１,同时用“∗”标记选

择列的项信息.当集群中的所有 Map处理完数据之后,所有

相同的key键值对将被分配到同一个reduce中,即reduce的

输入为‹key＝事务项,value＝{１,１,􀆺,１}›.reduce对相同

key的 value求 和,输 出 为 ‹key＝ 事 务 项,value＝sum{１,

１,􀆺,１}›.最后,将得到按支持度降序排序的表(FList),同
时将标记过“∗”的选择列数据存储到表(CList).

３)FList分组

为了均衡集群的负载,将FList中的项分为N 组,每组都

有唯一的标识(group_id),将所有项以及其所对应的group_id
以 Hashmap的形式存储到内存中,形成的表记为 GList.

４)并行挖掘频繁模式树

该过程进行并行化 FPＧGrowth的挖掘工作.需要进行

一次 MapReduce计算,即每个 Map的输入来自第一步分发

的事务数据块,Map的输入是‹key,value＝事务数据›.同

时,map读取第三步生成的 GList数据表.从事务数据的最

后一项开始向前扫描,如果项 An在 GList中对应的标识

(group_id)是第一次被扫描,则输出{A０,A１,􀆺,An},否则不

会输出任何数据.最后将所有相同组别的事务数据放到同一

个reduce中,reduce的输入是‹key＝group_id,value＝{{事务

数据１},{事务数据２},􀆺,{事务数据 N}}›.每个reduce在

本地构建fpＧtree,然后递归构建条件fpＧtree,并将挖掘出的频

繁模式放入按支持度排序的大根堆中,输出支持度较高的频

繁模式‹key＝事务项,value＝{包含该事务项的频繁模式}›.

５)选择兴趣列输出频繁集

通过一次 MapReduce,挖掘频繁模式中兴趣列的频繁

集.将每个事务项作为key,然后输出包含该key的这条频

繁模式.每个 Map中的输出是‹key＝事务项,value＝{该节

点上的包含该item 的频繁模式}›,在reduce过程中,读取第

二步生成的选择列的 CList表中的事务项数据,对所有 Map
的输出结果进行筛选,最终的结果只输出 CList表中事务项

的key值包含的频繁集‹key,value＝{包含该事务项的所有频

繁集}›.
改进后的fpＧgrowth算法通过对 MapReduce的编写完成

并行运算,相比传统算法,其运算效率有大幅提高,随着事务

数据规模的扩大,这种优势更加明显.筛选兴趣列的改进是

指,在第二步并行计算支持度的过程中,通过 Map前的数据

初始化函数setup后获取所选兴趣列,在 Map阶段标记获取

兴趣数据列的事务项,在结束reduce过程后分别保存支持度

列表FList和标记的数据列表 CList,并且利用 DistributedＧ
Cache(MapReduce框架工具)在节点上执行之前拷贝缓存的

FList与CList路径到Slave节点上,用于后续兴趣列数据的

挖掘;最后选择输出频繁集的过程中,在初始化函数setup中

实现读取缓存的CList路径来访问得到CList的数据,在 Map
阶段只筛选CList包含的事务项的键值对‹key＝CList事务

项,value＝包含的所有频繁集›,reduce阶段合并key数据并

输出选择列的频繁集.
此外,改进后的算法可以根据自身需求对兴趣列进行选

择输出,而传统算法无法在挖掘过程中对用户需求的兴趣列

进行筛选,造成大量冗余频繁集的输出,因此改进后的算法在

满足用户兴趣列需求的同时大幅提高了算法的挖掘效率.

４　实验结果及分析

实验的开发环境包括:１)硬件环境,３台搭建 Hadoop集

群的PC服务器,其中１台３２G内存的主节点,２台３２G内存

的子节点;２)软件环境,需在 PC服务器上安装 Linux版本为

CentOSＧ６．４Ｇx８６_６４的操作系统,以及java开发软件 Eclipse
与１．７版本的jdk.

表３列出了由fpＧgrowth算法在支持度为０．１、置信度为０．５
时计算得到的故障规则.由表３可以看出,如规则为tch_４,

ch１_７,即齿轮箱的转速在tch_４即区间(－５４９９．０５４,＋∞)
范围内,输入轴X 位移在ch１_７即区间(－２３９８．３７３５５,＋∞)
范围内可推测得出点烛故障;如规则为tch_２,即转速在tch_２
即区间[－８９０９．８７９,－７６１３．２２３５)范围内可推测得出断齿故

障;如规则为tch_１,ch１_１,即转速在tch_１即区间(－∞,

－８９０９．８７９)范围内,输入轴 X 位移在ch１_１即区间(－∞,

－５４１１．３１３)范围内可推测得出磨损故障,其他依次类推.

表３　部分挖掘的关联规则

故障 改进fpＧgrowth
点烛 tch_４,ch１_７
点烛 ch６_８,ch１_７,tch_４
点烛 ch６_８,ch１_７
断齿 tch_２
断齿 ch１_３,tch_２
磨损 tch_１,ch１_１
磨损 ch５_９,ch１_１,tch_１

表４列出了通过挖掘的故障规则对不同条数的记录进行

判别的准确率.表４中的准确率基本在８０％左右,经过代码

计算对错误的记录进行分析时发现,断齿故障判别存在问题,

即将正常数据判别为断齿故障,分析得出部分故障规则影响

了故障判别,其原因可能是支持度与置信度的选择存在问题,

对其重新设置后进行测试.

表４　故障诊断的准确率

记录条数 正确条数 准确率

１０００ ８０２ ０．８０２
２０００ １６１７ ０．８０８５
３０００ ２４２５ ０．８０８３３３３３３
４０００ ３２２８ ０．８０７
５０００ ４０５２ ０．８１０４

表５列出了反复实验后得到的结果.结果表明在调整的

支持度与置信度分别为０．２和０．５的情况下挖掘出来的规则

具有更好的诊断效果.

表５　重置后的故障诊断准确率

记录条数 正确条数 准确率

１０００ １０００ １
２０００ ２０００ １
３０００ ２９８５ ０．９９５
４０００ ３９７７ ０．９９４２５
５０００ ４９８９ ０．９９７８

算法的运行时间对比如图６所示.
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图６　算法的运行时间对比

由图６可得,传统单机fpＧgrowth在数据量较少的情况

下具有绝对优势,到达一定数量级时计算时间会大幅上涨直

到内存不足而无法计算;改进后的fpＧgrowth由于基于 haＧ
doop的并行运算,在处理大数据量时具有一定优势,同时基

于兴趣列的选择后减少了频繁集输出的数量,从而较并行fpＧ

growth的计算效率有了一定的提升.
结束语　本文在传统FPＧgrowth算法的基础上提出了一

种改进算法,基于 Hadoop 框架,采用 MapReduce编程解决

了内存溢出的可能,同时实现了对兴趣属性列的筛选.实验

结果表明,海量大数据下,减少冗余信息的挖掘,提高了对有

效信息的挖掘效率;同时改进后的算法在工业环境设备下的

应用有效地解决了传统工业设备故障诊断的难题.
改进的算法虽然解决了大数据故障设备诊断过程中的瓶

颈,兴趣度的选择也提高了挖掘效率,但还存在一些问题,fpＧ

growth算法本身两次访问数据降低了算法效率,针对hadoop
集群而言,并行计算过程中可能存在负载不均衡问题,而且在

工业设备的应用过程中,前期需要足够的监控数据,否则无法

构造较好的模型.未来研究将减少算法的访问次数,同时实

现 MapReduce过程中负载均衡的优化,从而将其更好、更准

确地应用于工业设备检测.
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人健康状态的发展动向.改善老年人的生活质量与身体状况
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