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基于低开销可变形卷积的 MobileNet再轻量化方法

孙长迪 潘志松 张艳艳

陆军工程大学指挥控制工程学院　南京２１０００７
　(７３５１２０８７４＠qq．com)

　
摘　要　近年来,随着无人驾驶、无人机智能化、移动互联网的发展,低功耗、低算力的移动和嵌入式平台对轻量化的神经网络

需求日益迫切.文中基于可变形卷积和深度可分离卷积思想的启发,提出了一种低开销可变形卷积,其兼具了可变形卷积的高

效特征提取能力和深度可分离卷积的低运算量的优点.此外,在应用低开销可变形卷积的基础上,结合模型结构压缩的方法,

设计了４种 MobileNet网络再轻量化的方法.在 Caltech２５６,CIFAR１００和 CIFAR１０数据集上进行了实验,结果表明,低开销

可变形卷积在运算量增加不明显的情况下,可以有效提高轻量级网络的分类准确度.并且,结合所提出的４种 MobileNet再轻

量化方法,可以将 MobileNet网络的准确度提高０．４％~１％,与此同时网络运算量可以下降５％~１５％,即显著提高了轻量化

网络的各项性能,更加符合低功耗、低算力的现实需求,对于移动和嵌入式平台领域的智能化推进有着很重要的现实意义.

关键词:低开销可变形卷积;可变形卷积;深度可分离卷积;MobileNet;轻量化;图像分类

中图法分类号　TP３９１．４

　

ReＧlightweightMethodofMobileNetBasedonLowＧcostDeformableConvolution
SUNChangＧdi,PANZhiＧsongandZHANGYanＧyan
CollegeofCommandandControlEngineering,ArmyEngineeringUniversityofPLA,Nanjing２１０００７,China

　

Abstract　Inrecentyears,withthedevelopmentofunmanneddriving,intelligentUAVandmobileInternet,thedemandforlightＧ

weightneuralnetworkfromlowＧpower,lowＧcostmobileandembeddedplatformsisincreasinglyurgent．BasedontheideaofdeＧ

formableconvolutionanddepthwiseseparableconvolution,thispaperpresentsalowＧcostdeformableconvolution,whichhasthe

advantagesofhighＧefficiencyfeatureextractionabilityofdeformableconvolutionandlowcomputationalcomplexityofdepthwise

separableconvolution．Inaddition,onthebasisofapplyinglowＧcostdeformableconvolutionandcombiningwiththemethodof

modelstructurecompression,４lightweightmethodsofMobileNetnetworkaredesigned．ExperimentsonCaltech２５６,CIFAR１００

andCIFAR１０datasetsdemonstratethatlowＧcostdeformableconvolutioncaneffectivelyimprovetheclassificationaccuracyof

lightweightnetworkswithoutsignificantincreaseincomputationaleffort．Besides,theaccuracyoftheMobileNetnetworkcanbe

improvedby０．４％~１％ bycombiningthe４MobileNetreＧlighteningmethodsinthispaper,whilethenetworkcomputingload

canbereducedby５％ ~ １５％,whichsignificantlyimprovestheperformanceofthelightweightnetworkandbettermeetsthe

practicalneedsoflowpowerconsumptionandlowcomputingpower．IthasveryimportantpracticalsignificancefortheadvanceＧ

mentofintelligenceinthefieldofmobileandembeddedplatforms．

Keywords　LowＧcostdeformableconvolution,Deformableconvolution,Depthwiseseparableconvolution,MobileNet,Lightweight,

Imageclassification

　

１　引言

自 VggNet[１],ResNet[２]等卷积神经网络[３](Convolutional
NeuralNetworks,CNN)问世以来,CNN 在机器视觉领域深

耕细作,在不断刷新各大图像数据集的分类精度的同时,也带

来了网络模型参数多和运算量大的问题.以 ResNetＧ１５２[２]

网络为例,其在ImageNet数据集上 TopＧ１准确率可以达到

７８．３％,伴随而来的是多达２０MB的海量参数、高达４．３GB

的浮点数运算量以及接近２３０MB的存储空间.这对存储空

间有限、运算能力一般和功耗限制严格的移动和边缘设备极

不友好,间接地限制了卷积神经网络在无人驾驶、无人机智能

化、移动端等领域的应用.为了应对这些轻量级平台的智能

算法实现需求,网络的轻量化日益受到关注.

目前主流的网络轻量化思路可以分为两类[３]:一类是从

重构网络的基本单元入手[４],通过设计更高效、更轻便的特征

提取单元,在大幅度缩小网络尺寸的同时,仍能取得较好的



精度.如２０１６ 年 前 后 提 出 的 SqueezeNet[５],MobileNet[６],

ShuffleNet[７]等一系列网络,其中 MobileNet系列依托深度可

分离卷积(DepthwiseSeparableConvolution,DSC),在精度和

运算量上达到了较好的平衡,应用最为广泛.另一类是从压

缩网络结构的角度,在现有大型优秀网络的基础上,通过剪

枝、蒸馏、二值化等手段[８],对网络结构和参数进行压缩,以达

到轻量化网络的目的.以上两类网络轻量化思路的重点都是

如何权衡精度和运算量之间的矛盾,即当网络过 于 轻 量 化

时,其学习能力较弱,难以达到令人满意的精度;当过于侧

重提高精度时,网络轻量化效果又很难达到.如何在精度

和运算量之间进行折中选择,是轻量化网络研究值得关注

的问题.

本文受已有研究的启发,从重构网络的基本单元和压减

网络结构两个方向同时入手,寻找出一条改良现有轻量化网

络的新思路.首先,结合深度可分离卷积与可变形卷积[９]

(DeformableConvolution,DC)的优秀思想,改良出一种对轻

量化网络更加友好的低开销可变形卷积(LowＧcostDeforＧ

mableConvolution,LDC),并将其应用在现有的轻量化网络

上.然后,利用低开销可变形卷积丰富高效的特征学习能力,

逐步压减轻量化网络不同深度的结构,寻找出适应不同场景

的轻量化网络再改良组合方法.

本文的主要贡献如下:

(１)提出了一种低开销可变形卷积,可以无缝替代现有轻

量化网络中的卷积单元,在不改变网络其他结构的情况下,可

以增强网络的特征学习能力,提高网络的分类精度.

(２)基于低开销可变形卷积在轻量化网络上的应用,提出

了４种轻量化网络再调整的方法.实验结果表明,应用低开

销可变形卷积与应用可变形卷积的效果相当甚至更好;适当

缩减网络的层数,即在减少运算量的同时,仍能保持较好的分

类精度.

本文第２节主要阐述了近年来轻量化的相关研究工作;

第３节重点介绍了基于低开销可变形卷积的轻量化方法,并

给出了具体的实例化网络;第４节通过实验验证了本文方法

的有效性;最后总结全文.

２　相关工作

卷积神经网络起初是采用标准卷积单元进行特征值提

取,即采用固定的卷积大小与形状.近年来提出的许多卷积

神经网络改进方法不再拘泥于标准卷积单元,其中可变形卷

积和深度可分离卷积应用得最为广泛.

２．１　可变形卷积

卷积神经网络在非常规尺寸和未知形态变换等应用场景

下存在先天性的缺陷,其原因是卷积核固有的几何形状导致

卷积核仅可以对特征图的固定位置进行采样,同层的卷积核

的激活单元拥有相同的感受野,这就难以有效应对因位置、尺

度、形状发生变化的相同物体[１０],如图１(a)所示,三层３×３
标准卷积的一次采样并不能完全覆盖目标物体.

Dai等为了解决以上问题,提出了可变形卷积,通过对标

准卷积的采样点添加偏移地址,来实现卷积核自适应地定位

激活单元,从而使卷积神经网络能自适应聚焦在目标物体

上[１１],如图１(b)所示,三层３×３可变形卷积的一次采样可以

完全覆盖目标物体.

(a)标准卷积 (b)可变形卷积

图１　激活单元对比

Fig．１　Comparisonofactivationunit

可变形卷积中的偏移地址通过标准卷积核来获得,仅需

要额外增加很少的参数和运算量,通过梯度反向传播算法来

融入网络训练,不需要增加额外的标签信息.

假设有一个大小为K×K 的卷积核,包含 N(N＝K２)个

采样点,Wn和Pn分别表示第n个采样点的卷积权重和卷积预

先偏移值,当K＝３且Pn∈{(－１,－１),(－１,０),􀆺,(１,１)}

时,表示大小为３×３的标准卷积核.可变形卷积运算量的计

算式如式(１)所示:

Y(P)＝∑WnX(P＋Pn＋ΔPn)ΔMn (１)

其中,X(P)表示输入特征图 X 中位置P 的特征,Y(P)表示

输出特征图Y 中位置P 的特征,ΔPn和ΔMn分别表示第n 个

位置学习到的偏移和调节参数,其中ΔMn∈[０,１],P＋Pn＋

ΔPn限定在X 的尺寸内.

３×３的可变形卷积如图２所示,输入的特征图通过普通

卷积层(Conv)生成,与输入特征图尺寸相同,但通道数为

N＝３２的调节地址(ScalarField)和通道数为２N 的偏移地址

(OffsetField),即输入特征图的每个特征点上都有２N 个偏

移量(Offsets)和 N 个调节量(Scalars),它们分别对应该特征

点做３×３卷积操作时(见图２中的蓝色部分)N 个采样点水

平和垂直维度的偏移量和调节量.

图２　可变形卷积结构(电子版为彩图)

Fig．２　Structureofdeformableconvolution

可变形卷积不仅可以学习卷积采样点的偏移量ΔPn,还

可以学习各卷积采样点的调节量ΔMn.虽然可变形卷积学习

到偏移量ΔPn后,会按照学习的目标形状进行特征采样,但依

然会有采样点覆盖到非目标内容的情况,影响网络的判断.

为了减小背景噪声等非目标内容对特征输出的影响,可变形
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卷积还会学习各个采样点的影响调节量ΔMn,使网络更加

关注目标内容,减小非目标内容的影响.

２．２　深度可分离卷积

２０１７年 Google团队为应对智能手机和穿戴设备日益发

展的需要,依托于深度可分离卷积思想,开发出了轻量级卷积

神经网络 MobileNet,在算法层面有效地压缩了参数和运算

量,已被广泛应用于移动设备和终端设备[１２].

深度可分离卷积由深度卷积(DepthwiseConvolution)和
逐点卷积(PointwiseConvolution)两部分构成.其中,深度卷

积本质上属于分组卷积[１３](GroupConvolution)的一种,即每

个深度卷积核只对特征图的某一通道进行卷积(采样),每个

特征图只被一个深度卷积核卷积(采样),得到的深度卷积特

征图如图３(a)所示;逐点卷积核在深度卷积特征图的基础

上,逐点对深度卷积特征图进行１×１的卷积(采样),得到的

加权融合后的输出特征图如图３(b)所示.

(a)深度卷积 (b)逐点卷积

图３　深度可分离卷积的结构

Fig．３　Structureofdepthwiseconvolution

图４(a)为标准卷积核的示意图,图４(b)和图４(c)分别是

与其对应的深度卷积核和逐点卷积核的示意图.

(a)标准卷积核

(b)深度卷积核

(c)逐点卷积核

图４　卷积核尺寸对比

Fig．４　Comparisonofconvolutionsizes

图４中,I表示输入特征图的通道数,O 表示输出特征图

的通道数,K×K 表示卷积核的大小,H×W 表示输入特征图

的大小.

得到普通卷积的运算量为:

K∗K∗I∗O∗H∗W (２)

得到深度卷积的运算量为:

H∗W∗I∗K∗K (３)

得到逐点卷积的运算量为:

H∗W∗I∗O (４)

应用深度可分离卷积替代标准卷积后,运算量压缩比为:

H∗W∗I∗K∗K＋H∗W∗I∗O
K∗K∗I∗O∗H∗W ＝１

O＋ １
K２ (５)

相关实验表明[１４],卷积核大小为３×３时,用深度可分离

卷积替代标准卷积后,网络的运算量可以减少到原来的１/９~
１/８,而网络的精度变化几乎很小.这就使得 MobileNet系列

网络在训练过程中,可以极大地缩减梯度反向传播所需的时

间和运算量,而精度能得到最大程度的保证.

３　基于LDC的再轻量化方法

卷积神经网络在图像识别领域的成功,归功于卷积单元

可以更加高效地学习到图像的分类特征.然而,卷积单元在

参数和运算量上开销较大,不利于实现网络轻量化.为此,目
前主流的轻量化网络虽大多仍保留卷积单元,但都将其应用

在网络前端,即使用少量的卷积单元来提取简单特征.随后,

使用诸如深度可分离卷积等低运算消耗的特征提取单元来整

合深度特征,以实现网络分类.

本文方法主要考虑在改良标准卷积单元和网络结构的情

况下,进行LDC方法的网络设计.

３．１　低开销可变形卷积模块(LDC)

可变形卷积的设计初衷是将其用于大型网络,通过少量

增加参数(１~３kB)和运算量(１０~８０MB),来自适应地学习

特征采集的偏移与调节量,以大幅提高网络的分类精度.但

当将其应用在轻量级网络上时,其增加的参数和运算量就略

显庞大了.

本文受现有轻量级网络设计的启发,利用深度可分离卷

积(DCS)运算量较少、精度适中的特性,将其运用在可变形卷

积的偏移地址(OffsetField)和调节地址(ScalarsField)的学

习上,提出了一种深度可分离的可变形卷积,即低开销的可变

形卷积,如图５所示.其在大幅压缩可变形卷积操作所需运

算量的同时,保持不低于可变形卷积的学习能力,且可以与标

准卷积无缝替换,对轻量级网络更加友好.

图５　低开销可变形卷积

Fig．５　LowＧcostdeformableconvolution

图５中,I表示输入特征图的通道数,O 表示输出特征图

的通道数,H×W 表示特征图的尺寸大小,卷积核大小为

K×K,调节地址通道为 N＝K×K,偏移地址通道为２N.
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当应用１层标准可变形卷积取代１层标准卷积时,其运

算量为:

３N∗H∗W∗I∗K２＋H∗W∗I∗K２∗O＋Δ (６)

其中,Δ为固定值,表示除该层卷积外的其他层运算量之和,

为常数项.

当应用１层低开销可变形卷积取代１层标准卷积时运算

量为:

H∗W∗I∗K２＋３N∗H∗W∗I＋H∗W∗I∗K２∗
O＋Δ (７)

应用低开销可变形卷积替代传统可变形卷积后,运算量

压缩比为:

H∗W∗I∗K２＋３N∗H∗W∗I＋H∗W∗I∗K２∗O＋Δ
３N∗H∗W∗I∗K２＋H∗W∗I∗K２∗O＋Δ

＝ ４＋O＋Δ′
３N＋O＋Δ′

(８)

其中,Δ′同式(６)中的Δ,为常数项.

当N＝３×３时,用１层低开销可变形卷积替代标准可变

形卷积后,网络的整体运算量可减少１０％,而网络的分类精

度有所提高,且在网络的训练过程中,可以极大地缩减梯度反

向传播所需的时间和存储空间的占用[１５].

３．２　基于LDC的轻量级网络再轻量化方法

本文在结合LDC模块的基础上,提出了４种轻量级网络

的再轻量化方法,以验证LDC模块在轻量级网络上应用的有

效性,并探究其对轻量级网络结构调整的效果.

３．２．１　LDC０再轻量化方法

在原有轻量级网络的基础上,在不改变原有网络结构的

前提下,通过直接引入LDC模块无缝取代原有网络的卷积单

元,得到再轻量化网络 LDC０.期望通过 LDC模块强大的自

适应特征学习能力,在仅增加网络少量的参数和运算量的情

况下,使LDC０网络在分类精度上较原网络有更好的表现.

３．２．２　LDC１再轻量化方法

在LDC０再轻量化方法的基础上,尝试改变原有网络结

构,对原有轻量级网络的浅层结构进行网络压缩,以得到再轻

量化网络LDC１.同时,从改良特征提取单元和适当压缩网

络结构的角度入手,期望可以在不增加网络的参数和运算量

的情况下,使LDC１在分类精度上较原网络有更好的表现.

３．２．３　LDC２再轻量化方法

与LDC１再轻量化方法类似,在 LDC０再轻量化方法的

基础上,对原有轻量级网络的深层结构进行网络压缩,得到再

轻量化网络LDC２.与LDC１再轻量化方法做对比,以探究应

用LDC模块后压缩轻量级网络不同深度网络结构的影响.

３．２．４　LDC３再轻量化方法

结合 LDC１和 LDC２再轻量化方法,在 LDC０再轻量化

方法的基础上,同时对原有轻量级网络的浅层和深层结构进

行网络压缩,得到再轻量化网络 LDC３,即同时从改良特征提

取单元和大幅压缩网络结构的角度入手,期望可以在大幅减

少网络的参数和运算量的情况下,使 LDC３网络在分类精度

上仍然有不低于原网络的表现.

３．３　网络实例化

本文选取 MobileNetV３Ｇsmall(以下简称为 Mobilenet)作
为Baseline网络,通过本文的方法将 Mobilenet网络再轻量

化,从 而 得 到 MobilenetＧLDC０,MobilenetＧLDC１,MobilenetＧ
LDC２,MobilenetＧLDC３,并将其用于实验研究.

Mobilenet的结构如表１所列,其中Layers代表层数,InＧ

put代表输入通道,Operator代表层结构,Exp代表扩展通道

数,Output代表输出通道.

表１　Mobilenet结构表

Table１　StructureofMobilenet

Layers Input Operator Exp Output
１ ２２４２×３ Conv２d,３×３ － １６
２ １１２２×１６ Benck,３×３ １６ １６
３ ５６２×１６ Benck,３×３ ７２ ２４
４ ２８２×２４ Benck,３×３ ８８ ２４
５ ２８２×２４ Benck,５×５ ９６ ４０
６ １４２×４０ Benck,５×５ ２４０ ４０
７ １４２×４０ Benck,５×５ ２４０ ４０
８ １４２×４０ Benck,５×５ １２０ ４８
９ １４２×４８ Benck,５×５ １４４ ４８
１０ １４２×４８ Benck,５×５ ２８８ ９６
１１ ７２×９６ Benck,５×５ ５７６ ９６
１２ ７２×９６ Benck,５×５ ５７６ ９６
１３ ７２×９６ Conv２d,１×１ － ５７６
１４ ７２×５７６ Pool,７×７ － －
１５ １２×５７６ Conv２d１×１,NBN － １２８０
１６ １２×１２８０ Conv２d１×１,NBN － １０００

Mobilenet共有１６层,其中第６,７层和第１１,１２层的网

络结构基本一致.鉴于本文讨论的是相同参数下不同方法对

网络分类精度的影响,当剪除第６,７,１１,１２以外层的网络结

构,如第８层时,因第７层的输出特征维度为１４２×４０,而第９
层的输入特征维度为１４２×４８,所以需要引入新的变量来打通

输入输出通道,而不同方法又难以统一,势必会影响实验结

果.为了保证实验的公平性,同时又不失一般性,选择第６层

作为浅层代表、第１１层作为深层代表,进行网络结构压缩,以
探究压缩不同深度网络结构所带来的影响.

３．３．１　应用可变形卷积的 MobilenetＧDC网络

为了增加实验的准确性并增强对比性,本文用可变形卷

积替代 Mobilenet网络的第１层(Layers＝１),即普通卷积层,
所涉及的卷积核大小、步长、边缘扩充等参数保持不变,得到

的网络 MobilenetＧDC０与 Mobilenet一同作为 Baseline网络,
以验证LDC模块的效果,其详细结构如表２所列.

表２　MobilenetＧDC０结构表

Table２　StructureofMobilenetＧDC０

Layers Input Operator Exp Output
１ ２２４２×３ DC,３×３ － １６
２ １１２２×１６ Benck,３×３ １６ １６
３ ５６２×１６ Benck,３×３ ７２ ２４
４ ２８２×２４ Benck,３×３ ８８ ２４
５ ２８２×２４ Benck,５×５ ９６ ４０
６ １４２×４０ Benck,５×５ ２４０ ４０
７ １４２×４０ Benck,５×５ ２４０ ４０
８ １４２×４０ Benck,５×５ １２０ ４８
９ １４２×４８ Benck,５×５ １４４ ４８
１０ １４２×４８ Benck,５×５ ２８８ ９６
１１ ７２×９６ Benck,５×５ ５７６ ９６
１２ ７２×９６ Benck,５×５ ５７６ ９６
１３ ７２×９６ Conv２d,１×１ － ５７６
１４ ７２×５７６ Pool,７×７ － －
１５ １２×５７６ Conv２d１×１,NBN － １２８０
１６ １２×１２８０ Conv２d１×１,NBN － １０００

３．３．２　轻量化 MobilenetＧLDC０网络

本文将３．２．１节中的再轻量化方法应用于 Mobilenet网

络,用低开销可变形卷积替代 Mobilenet网络的第１层(LaＧ
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yers＝１),即普通卷积层,所涉及的卷积核大小、步长、边缘扩

充等参数保持不变,得到 MobilenetＧLDC０网络,详细结构如

表３所列.

表３　MobilenetＧLDC０结构表

Table３　StructureofMobilenetＧLDC０

Layers Input Operator Exp Output
１ ２２４２×３ LDC,３×３ － １６
２ １１２２×１６ Benck,３×３ １６ １６
３ ５６２×１６ Benck,３×３ ７２ ２４
４ ２８２×２４ Benck,３×３ ８８ ２４
５ ２８２×２４ Benck,５×５ ９６ ４０
６ １４２×４０ Benck,５×５ ２４０ ４０
７ １４２×４０ Benck,５×５ ２４０ ４０
８ １４２×４０ Benck,５×５ １２０ ４８
９ １４２×４８ Benck,５×５ １４４ ４８
１０ １４２×４８ Benck,５×５ ２８８ ９６
１１ ７２×９６ Benck,５×５ ５７６ ９６
１２ ７２×９６ Benck,５×５ ５７６ ９６
１３ ７２×９６ Conv２d,１×１ － ５７６
１４ ７２×５７６ Pool,７×７ － －
１５ １２×５７６ Conv２d１×１,NBN － １２８０
１６ １２×１２８０ Conv２d１×１,NBN － １０００

３．３．３　轻量化 MobilenetＧLDC１网络

本文将３．２．２节中的再轻量化方法应用于 Mobilenet网

络,在 MobilenetＧLDC０网络的基础上,将 MobilenetＧLDC０网

络的第６层(Layers＝６)结构移除,得到 MobilenetＧLDC１网

络,探索结合可变形卷积强大的自学习能力来压缩网络浅层

结构对网络分类精度的影响,其结构同删除第６层(Layers＝

６)的表３所列的结构.

３．３．４　轻量化 MobilenetＧLDC２网络

本文将３．２．３节中的再轻量化方法应用于 Mobilenet网

络,在 MobilenetＧLDC０网络的基础上将 MobilenetＧLDC０网

络的第１１层(Layers＝１１)结构移除,得到 MobilenetＧLDC２
网络,与 MobilenetＧLDC１网络做对比,探索结合可变形卷积

强大的自学习能力压缩网络深层结构对网络分类精度的影

响,其结构同删除第１１层(Layers＝１１)的表３所列的结构.

３．３．５　轻量化 MobilenetＧLDC３网络

本文将３．２．４节中的再轻量化方法应用于 Mobilenet网

络,在 MobilenetＧLDC０网络的基础上,将 MobilenetＧLDC０网

络的第６,１１层(Layers＝６,Layers＝１１)结构同时移除,得到

MobilenetＧLDC３网络,探索结合可变形卷积强大的自学习能

力压缩网络多层结构对网络分类精度的影响,其结构同删除

第６,１１层(Layers＝６,Layers＝１１)的表３所列的结构.

以上网络分别在 Pytorch平台上通过 Thop统计包进行

参数和浮点数计算,以输出１０００类为例,各网络所需的参数

量和浮点数运算量如图６所示.

图６　参数量与运算量统计图

Fig．６　StatisticalchartofparametersandFLOPs

图６ 中,mb０,DC０,LDC０,LDC１,LDC２,LDC３ 分 别 为

Mobilenet网络、MobilenetＧDC０网络、MobilenetＧLDC０网络、

MobilenetＧLDC１ 网 络、MobilenetＧLDC２ 网 络、MobilenetＧ

LDC３网络的缩写.

４　实验及结果分析

４．１　实验环境及数据集

本文的实验平台为 Pytorch１．７．０深度学习框架,通过

NVDIAGTX２０８０TI显卡(CUDA１１．２)进行训练.

实验数据集选取 Pytorch平台下常用的图像数据集,包

括Caltech２５６[１６],CIFAR１００,CIFAR１０.其中,Caltech２５６数

据集共有２５６个类别,每个类别的图片超过８０张,总共有２０

６０７张图片.因其没有划分验证集和训练集,故本实验每个

类别随机选取该类别总数１/８的图片作为验证集,其余作为

训练集.

CIFAR１００数据集共有１００个类别,每个类别有６００张

大小为３２∗３２的彩色图像,其中５００张作为训练集,１００张

作为测试集.CIFAR１００属于层次数据集,对于每一张图像,

它有Fine_labels和 Coarse_labels两个标签,分别代表图像的

细粒度和粗粒度标签,本实验仅使用 Fine_labels标签进行训

练与测试.

CIFAR１０数据集与CIFAR１００数据集的结构类似,有１０
种类别,由６００００张大小为３２∗３２的彩色图片组成,每种类

别包含６０００张图片,总计有１００００张测试图片和５００００张

训练图片,分为５个训练批次和１个测试批次,其中测试批次

是由在每种类别中的随机选择的１０００张图片组成,每种类

别中的剩余图片共同组成５个训练批次.

４．２　实验设置

为了验证本文提出的轻量级网络再轻量化的方法的有效

性,本 文 将 应 用 本 文 方 法 所 得 的 实 例 化 网 络 MobileNetＧ

LDC０,MobileNetＧLDC１,MobileNetＧLDC２,MobileNetＧLDC３
和 Baseline(即 MobileNet,MobileNetＧDC０)网 络,先 后 在

Caltech２５６,CIFAR１００,CIFAR１０数据集上进行训练,作为横

向对比实验,以验证不同数据集下各方法的有效性,同一数据

集采用相同的超参数设置.同时,通过对比各网络之间的结

果,作为纵向对比实验,以验证各方法之间的差异,以区分不

同方法的适用场景.

在 Caltech２５６ 数 据 集 上 训 练 时 超 参 数 统 一 设 置 为:

EPOCH＝１００,Dropout＝０,优化器为SGD,LR＝０．１,采用余

弦退火调整策略,Ti＝５,ηmin＝０.其计算式为:

ηt＝ηmin＋１
２

(ηmax－ηmin)(１＋cos Tcur

Ti
π( ) (１１)

其中,ηmax为初始学习率,ηmin为最小学习率,Tcur为优化器上

次重启后的时间间隔个数,Ti为重启间隔数.

在CIFAR１００ 数 据 集 上 训 练 时 超 参 数 统 一 设 置 为:

EPOCH＝１００,Dropout＝０．２５,优化器为SGD,LR＝０．０５,采

用余弦退火调整策略,Ti＝５,ηmin＝０,其表达式同式(１１).

在 CIFAR１０ 数 据 集 上 训 练 时 超 参 数 统 一 设 置 为:

EPOCH＝１００,Dropout＝０．２５,优化器为SGD,LR＝０．０５,采

用余弦退火调整策略,Ti＝５,ηmin＝０,其表达式同式(１１).
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通过实验发现,在EPOCH＝５０时,各网络在以上数据集

上都基本收敛,各数据集上损失值随迭代次数变化而变化的

曲线如图７所示.

(a)Caltech２５６

(b)CIFAR１００

(c)CIFAR１０

图７　损失值随迭代次数变化而变化的曲线

Fig．７　Curveoflosschangingwithepoch

４．３　评价标准

本文采用Softmax作为分类器来进行结果分类输出,其

表达式为:

Y(P)＝P(y＝p|x,θp)＝ exT􀅰θp

∑
C

p＝１
exT􀅰θp

(９)

采用交叉熵作为损失函数来优化网络参数,其表达式为:

min
{W,b;θ}

ε(W,b;θ)＝１
N ∑

N

n＝１
[－∑

C

p＝１
γ(yn＝p)􀅰logP(y＝p|x,

θp)]＋λR(θ) (１０)

其中,C表示类别数,N 表示样本数,γ表示 Dirichlet函数,参

数θ＝(θ１,θ２,􀆺,θk),R(􀅰)表示正则化约束项,λ表示正则化

系数.

将各网络的分类数都设置为１０００,以输入１×３×２２４×

２２４维度的图像为例,采用 Thop统计包来统计各网络所需的

参数和运算量,并将其作为各网络轻量程度的衡量标准.

４．４　实验结果及分析

本实验对本文涉及的６种(含 Baseline)网络进行效果验

证,所有实验在相同的实验环境下进行,各数据集下不同网络

准确度的变化曲线如图８所示.

(a)Caltech２５６

(b)CIFAR１００

(c)CIFAR１０

图８　各数据集下不同网络准确度的变化曲线

Fig．８　Variationcurvesofaccuracyindifferentdatasets

消融实验的结果如表４所列,表中深层代表对网络深层

结构进行压缩,浅层代表对网络浅层结构进行压缩.

表４　消融实验

Table４　Ablationexperiments

模型 运算量 参数量 CIFAR１００ CIFAR１０ Caltech２５６ DC LDC 浅层 深层

mb０ ６３．４×１０６ ２．５１×１０６ ６７．９７ ８９．２８ ５２．５０

DC０ ７２．９×１０６ ２．５１×１０６ ６７．９６ ８９．３３ ５３．２３ √

LDC０ ６５．５×１０６ ２．５１×１０６ ６８．３７ ９０．３５ ５３．４５ √

LDC１ ６０．４×１０６ ２．４８×１０６ ６８．１５ ９０．１４ ５３．３３ √ √

LDC２ ５９．３×１０６ ２．３８×１０６ ６８．３７ ９０．００ ５３．２０ √ √

LDC３ ５４．１×１０６ ２．３５×１０６ ６８．１３ ８９．８２ ５３．４４ √ √ √

　　 对 比 MobilenetＧLDC０ 和 Mobilenet网 络 的 结 果,MoＧ
bilenetＧLDC０网络的分类准确度提高了０．４％~１．０７％,浮点

数运算量仅增加了２．１MB,证明引入 LDC模块的网络模型

具有更强的特征提取能力,进而在分类精度上表现更好,代价

是少量增加了网络的浮点数运算量.

对比 MobilenetＧLDC０和 MobilenetＧDC０网 络 的 结 果,

MobilenetＧLDC０ 网 络 的 分 类 准 确 度 提 高 了 ０．２％ ~
１．０２％,浮点数运算量却减少了７．４MB,这证明引入 LDC
模块的网络模型比引入 DC模块的网络模型更加高效,具
有更强的特 征 提 取 能 力 和 更 低 的 浮 点 数 运 算 量,即 LDC
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模块更加契合轻量级网络.

对比 MobilenetＧLDC２,MobilenetＧLDC１ 和 Mobilenet网

络的结 果,前 两 个 网 络 的 分 类 准 确 度 分 别 提 高 了０．４％~

０．７２％和０．１８％~０．８６％,参数量分别减少了 ０．１３MB 和

０．０３MB,浮点数运算量分别减少了４．１MB和３MB,这证明

轻量级网络在引入LDC模块并适当缩减网络结构后,网络仍

能学习与融合到足够的特征以支撑分类需要,且 LDC２方法

在浮点数运算量和参数量上的表现都优于 LDC１方法,在不

同数据集上的表现波动更小,即泛化能力更好.

对比 MobilenetＧLDC３ 和 Mobilenet网 络 的 结 果,MoＧ
bilenetＧLDC３网 络 的 分 类 准 确 度 分 别 提 高 了 ０．１６％ ~

０．９４％,参数量减少了０．１６MB,浮点数运算量减少了９．３MB,

这证明轻量级网络在引入 LDC模块,并缩减多层网络结构

后,网络仍可以学习到支撑分类需要的特征,但在不同数据集

上的表现波动较大,在鲁棒性上LDC３方法不如LDC０方法.

综上所述,本文提出的 LDC０方法以少量增加浮点数运

算量为代价,较大程度地提高了网络的分类精度,适用于对参

数量和浮点数运算不太敏感,而对精度有进一步要求的应用

场景;LDC１和 LDC２方法在少量减少网络参数量和浮点数

运算量的情况下,仍可以小幅度地提高网络的分类精度,适用

于对浮点数运算较敏感,而对精度仍有进一步要求的应用场

景,且LDC２方法相对更佳;LDC３方法在大幅度减少网络参

数量和浮点数运算量的情况下,仍可以小幅度地提高网络的

分类精度,适用于对参数量和浮点数运算量特别敏感,而对精

度仍有要求的应用场景.

结束语　本文从重构网络的基本单元和压减网络结构两

个方向出发,针对轻量化网络再轻量这一现实任务开展研究.

受可变形卷积和深度可分离卷积的启发,提出了低开销可变

形卷积模块,通过重构卷积单元,强化神经网络的特征提取效

能,使之具有高效且自适应的特征提取能力.同时,基于低开

销可变形卷积模块,再辅以网络的结构压减,设计出４种场景

下的轻量级网络再轻量化方法,在不降低轻量级网络分类精

度的情况下,能大幅压缩网络的运算量和参数量.最后,依托

轻量级 Mobilenet３Ｇsmall网络,对所提的４种再轻量化方法

开展实例化检验,实验进一步证明了低开销可变形卷积高效

的特征提取能力与本文提出的再轻量化方法的有效性.
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