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摘　要　虽然深层神经网络较为成功地解决了点云数据稀疏和不规则等问题,但是点云局部特征的学习仍然是一个非常具有

挑战性的问题.现有的用于点云表征学习的网络存在点与点之间相互独立提取特征的问题,为此提出了一种全新的空域图卷

积.首先,在构造图结构时提出了自适应空洞K 近邻算法,以最大程度地捕获局部拓扑结构信息;其次,在卷积中加入了卷积

核每条边与感受野图之间的角度特征,保证了更具鉴别力的特征提取;最后,为了充分利用局部特征,提出了一种全新的图金字

塔池化,以更好地融合多尺度特征.在标准公开数据集 ModelNet４０和ShapeNet上测试该算法,分别取得了９３．２％与８６．５％
的准确度.实验结果表明,该算法在点云表征学习中处于领先水平.
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Abstract　Althoughthesparsenessandirregularityofpointclouddatahavebeensuccessfullysolvedbydeepneuralnetworks．

However,howtolearnthelocalfeaturesofpointcloudsisstillachallengingproblem．ExistingnetworksforpointcloudrepresenＧ

tationlearninghavetheproblemofextractingfeaturesindependentlybetweenpointsandpoints．Tothisend,anewspatialgraph

convolutionisproposed．Firstly,anadaptiveholeKＧnearestneighboralgorithmisproposedwhenconstructingthegraphstructure

tomaximizelocaltopoＧlogicalstructureinformation．Secondly,theanglefeaturebetweeneachedgeoftheconvolutionkerneland

thereceptivefieldmapisaddedtotheconvolution,whichensuresmorediscriminativefeatureextraction．Finally,inordertomake

fulluseoflocalfeatures,anovelgraphpyramidpoolingisproposed．Thisalgorithmistestedonthestandardpublicdatasets

ModelNet４０andShapeNet,andtheaccuracyis９３．２％and８６．５％respectively．ExperimentalresultsshowthattheproposedalＧ

gorithmisataleadinglevelinpointcloudrepresentationlearning．

Keywords　Graphneuralconvolutionalnetworks,Representationlearning,Pointclouds,Localfeature

　

　　近年来,深度学习在点云[１]上的应用吸引了大量研究者

的注意.点云被广泛应用于各种三维应用程序中,如虚拟现

实、无人机和无人驾驶车辆等.随着科技的发展,激光雷达等

点云采集设备的性能越来越好且价格亲民,点云数据的获取

越来越简便,直接面向点云数据的表征学习成为了研究热点.

然而,三维点云数据的局部特征学习仍处于缓慢发展的阶段,

这也是点云表征学习需要解决的首要问题.

目前的主流网络[２Ｇ５]主要运用卷积神经网络来提取点云

特征,忽略了目标物体本身的拓扑结构.Qi等提出的 PointＧ
Net[２]是第一个直接处理点云数据的网络,在点云特征学习与

形状分析中都取得了显著的成就.但是PointNet[２]在特征提

取时点与点之间是相互独立的,忽略了局部点的几何关系,因
此无法获取到点云局部细粒度特征,这就是 PointNet[２]在复

杂点云场景下表征学习能力差的原因.为了解决这个问题,

Qi等又提出了PointNet＋＋[３]对点云局部划分进行多尺度

的特征提取,但是对于点的特征提取依旧是相互独立的.如

何更好地学习点云局部特征是三维视觉发展的关键,因为这

可以使三维视觉应用有更详细和更精确的表示.

近年来,图神经网络因其强大的建模能力引起了研究者

浓厚的兴趣[６].传统的卷积神经网络只能处理欧氏空间的



数据,点云是一种典型的非欧数据,因此采用图神经网络提取

点云特征是一种必然趋势.现有的基于图卷积的点云表征学

习方法多采用K 近邻算法构造图结构,然后进行特征提取.

DGCNN[７]采用动态图卷积即在每层图卷积后重新采用 K 近

邻算法构造图.虽然动态图卷积可以缓解过平滑以及增大感

受野,但是只能捕获到有限的边缘特征,缺少多尺度信息,最

终也损失了部分局部特征.

针对上述问题,本文提出了一种新的深度学习模型用于

处理和学习三维点云特征信息.该算法采用自适应空洞 K
近邻算法构造图,以更好地捕获局部细节特征;采用了一种全

新的基于空域的图卷积算子,把卷积核也设置成图,这个卷积

核图的形状以及权重是可以学习的.卷积算子与３DＧGCN[８]

类似,但是,３DＧGCN[８]仅仅在数值大小上考虑了角度特征.

本文对角度特征进行了筛选,在加入角度选择模块的同时融

合了低层语义特征,这样可以更好地学习点云的节点特征,保

持局部细节特征的提取.为了让图卷积更好地学习到目标物

体的拓扑结构以及多尺度的特征,全新的图金字塔池化.实

验结果表明,本文方法在点云分类分割上取得了领先的水平.

１　相关工作

１．１　用于三维点云识别的深度学习

作为人工智能主导的技术,深度学习在解决计算机视觉

问题上取得了较大的成功.由于点云的稀疏性以及不规则

性,深度学习在三维点云上的应用还处于刚刚起步的阶段.

作为一项开创性的工作,PointNet[２]直接从点云中提取全局

特征,但缺乏提取局部特征的能力.局部细节特征在许多三

维视觉任务中起着重要的作用,因此,如何更好地提取局部特

征成为 了 点 云 表 征 学 习 的 主 流 任 务.PointNet＋ ＋[３]是

PointNet[２]在分层提取特征上的扩展,但是 PointNet＋＋[３]

与PointNet[２]一样,仍然独立地考虑每个点,也就是说,他们

并没有考虑点与点之间的局部关系.Zhao等[９]提出了一个

自适应特征调整模块,它可以在每个成对的点之间交换信息,

大大增强了学习的逐点特征的表示能力.PATs[１０]提出两个

模块来捕捉点与点之间的关系以及学习层次特征,从而更好

地学 习 局 部 特 征.这 些 方 法 都 是 使 用 多 个 多 层 感 知 机

(MLPs)对每个点建模,然后使用对称函数聚合全局特征.也

有一些方法把点云转换成别的表示形式来进行特征提取,比

如,之前的许多工作[１１Ｇ１４]将点特征寄存到体素网格中,或者

直接使用体素化后的三维形状作为模型输入,这样就可以对

这些输入数据进行标准的三维卷积,但是这类方法的计算量

非常大.为了解决这个问题,Yan等[１５]提出了稀疏卷积,以

提高训练和推理的速度,但是这种方法对于局部信息的提取

仍然存在不足.

１．２　基于图的三维点云数据处理网络

图卷积神经网络是图神经网络中应用得较多的一种方

法.图卷积神经网络主要分为两类方法,分别是基于谱域的

方法和基于空间的方法[１６].图卷积神经网络的工作主要分

为两部分,一部分基于频域,另一部分基于空域.DGCNN
(DynamicGraphCNNforLearningonPointClouds)[７]运用

边缘卷积运算动态地在每一层中构建图来提取局部几何

特征.LDGCNN[１７]去掉了 DGCNN[７]中的空间变换网络,它

通过特征相连的方法来提升模型的精度以及降低模型的复杂

度.ECC(DynamicEdgeＧConditionedFiltersinConvolutional

NeuralNetworksonGraphs)[１８]的卷积操作和常规的二维图

像卷积操作都是一种加权平均操作,它们的不同之处在于

ECC可以作用在任何图结构上,并且其权重由节点间的边权

决定.然后,DeepGCNs[１９]在利用残差连接解决过拟合以及

梯度消失问题的同时,发现利用残差连接可以对空间卷积层

进行堆叠.KCNet[２０]将点集内核定义为一组可学习的点,它

们根据由核相关性测量的几何关系共同响应一组相邻数据

点.３DＧGCN[８]采用了可变形的卷积核,但是对于角度特征

的选择仅仅考虑了数值上的最大值,忽略了当角度特征为负

数时的最小值.GridＧGCN[２１]通过贪心算法对体素化后的点

云构造图结构,扩大了局部感受野,提高了采样效率.VAＧ

GCN[２２]考虑了K 近邻算法中心点与其邻域之间向量的仰角

和方位角关系,并以此构建注意力矩阵,然后采用双通道结构

融合加权边缘特征和全局特征.基于图的点云处理网络虽然

相比其他网络可以更好地获取局部特征,但是对于多尺度信

息的学习依然存在困难.

２　图卷积方法

图卷积神经网络主要包括卷积算子和池化算子的构建.

卷积算子的主要作用是学习节点的局部特征;池化算子的主

要目的是学习结构化的表示,降低参数.当解决节点级别的

任务时,研究者更专注于让每个节点学习到更好的特征,因此

对池化算子并没有过多的关注.本文不仅对卷积算子进行了

定义创新,同时对池化算子也进行了全新的设计.

本文提出了一种新的图卷积来提取点云特征,整体框架

如图１所示.首先通过提出的自适应空洞 K 近邻算法构造

图结构;然后进行点云局部语义特征的聚合和全局几何特征

的传播;最终得到分类分割结果.

为了更简洁方便地介绍所提方法,先对所用的符号进行

简单的定义.对于每个用点云描述的物体,我们采用一个点

云的集合表示,P＝{pn|n＝１,２,􀆺,N}一共包含了 N 个点,

pn 表示这个集合中的第n 个点,表示形式为一个三维坐标

(xn,yn,zn)、法向量(vx
n,vy

n,vz
n)或者 RGB颜色信息(Rn,Gn,

Bn).本文采用的模型仅仅学习点云的坐标信息特征,对于

一个点云物体,我们用一个大小为 N×３的矩阵来表示.

图１　本文方法的整体框架

Fig．１　Overallframeworkofourmethod

对于点云分类任务来说,需要处理输入的点云数据,给出

模型预测的每个类别的分数C.对于点云分割任务来说,我

们需要对输入的每一个点云进行类别预测.与分类任务不

同,模型输出的大小为 N×C.

４７２ ComputerScience 计算机科学 Vol．４９,No．８,Aug．２０２２



２．１　自适应空洞K近邻算法

本文方法是直接对 N 个无序的点进行处理,P＝{pn|n＝

１,２,􀆺,N},每个点pn∈R３ 包含３个坐标特征.我们采用

f(p)∈RD 来表示每个点的D 维特征向量,对于每个点,采用

自适应空洞K 近邻算法使得构造的图结构能获得更多的局

部特征信息.通过自适应空洞 K 近邻算法扩展的作用域来

提升描述符的语义级别,避免在邻域聚集过多的点以及减少

特征冗余信息,这样有助于对局部更广泛的区域的几何理解

以及节省计算成本.

自适应空洞K 近邻算法是对K 近邻算的改进,首先得到

它的K 个邻居节点,计算出中心点到第K 个邻居节点的欧氏

距离L,分别以L 和ωL 为半径进行球形查询,如图２所示.

ω是在训练过程中随机给定的,ω∈(１,１．５).假定小球内点

的数量为kL,大球与小球之间的数量为kωL,则采样的点分

别为:

NL＝ kL

kL＋kωL
K

NωL＝ kωL

kL＋kωL
K

ì

î

í

ï
ï

ïï

(１)

然后将 NωL＋NL 个点构建成图.我们把每个点构成的

图定义为GM
n .

GM
n ＝{pn,pm|∀pm∈K(pn,M)} (２)

其中,K(pn,M)表示通过自适应空洞K 近邻算法得到的邻居

节点.

图２　自适应空洞K 近邻算法

Fig．２　AdaptiveholeKＧnearestneighboralgorithm

在自适应空洞K 近邻算法构建图的过程中,记录每个邻

居节点与其方向向量dm,n＝pm －pn,如图３所示.在定义的

卷积方式中,也增加了对方向向量的特征学习,保证了特征学

习的几何不变性,学习到了更具鉴别力的特征.

图３　节点的特征及方向向量

Fig．３　Nodefeatureanddirectionvector

２．２　卷积算子设计

在二维卷积中,卷积核对图像进行对应位置相乘求和,如

图４所示.但是点云是典型的非欧数据,普通的二维卷积并

不能在点云上适用.因此,我们借鉴二维卷积操作,提出了一

种新的图卷积方式,直接在点云上进行卷积.把卷积核创造

性地定义为一个图的形式,以对应２．１节构建出的图,利用图

形状的卷积核在图上进行相乘求和,完美地解决了点云的无

序性以及不规则性.卷积核的形状以及大小在训练过程中是

可学习的.

图４　二维卷积

Fig．４　TwoＧdimensionalconvolution

对卷积核进行类似的定义,如图５所示.本文把卷积核

定义为KS
n.

KS
n＝{kn|∀n∈(０,S)} (３)

其中,KS
０ 表示卷积核的中心点,KS

０＝(０,０,０)对应了 K(pn,

M)中的p０;S表示卷积核的点的数量;KS
n 包含了S＋１个点.

在卷积核中,点的数量一开始可以由我们定义,后续的形

状是可学习的.关于卷积核的参数的定义,为每个点定义一

个特征向量w(k)∈RD.因此,对于特征f(p),用相应的权重

来实现卷积操作.由于卷积核节点的数量以及相应的方向可

能与感受野图的节点数量以及方向不同,因此定义卷积核节

点的方向向量kn＝kn－k０ 来描述学习到的卷积核,同时用于

角度选择模块.最后,卷积核可以表示为{w(k０),(k,w(ks))|

s＝１,２,３,􀆺,S},其中每个元素数值都是在训练过程中学习

得到的,这样图卷积核的形状也会根据数值发生变换.

图５　图卷积核与感受野图

Fig．５　Imageconvolutionkernelandreceptivefieldmap

在二维卷积中,卷积操作可以看作卷积核与图片的相似

度计算,模型输出值较高,表示具有高相似度.卷积算子的设

计与３DＧGCN[８]类似,３DＧGCN[８]仅仅在数值上考虑了角度特

征的大小,忽略了角度值为负值的情况,当负值绝对值大于正

值时,此时的负值记录了最大差异性,但是此时３DＧGCN[８]依

旧将正值作为最大差异性特征.因此,本文加入了角度特征

选择模块对角度特征进行筛选,以确保选择的角度特征可以

表示卷积核与感受野图之间的差异性.对于每个点,采用自

适应K 近邻算法得到邻居节点,然后将其构建成图,把每个

点构成的图定义为GM
n .卷积核点定义的特征向量w(k)∈RD

与特征f(p)用相应的相似度计算来实现卷积操作.卷积核

的方向向量ks＝ks－k０.最后,卷积核表示为{w(k０),(k,

w(ks))|s＝１,２,３,􀆺,S},把卷积算子定义为Conv(GM
n ,KS

n)
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来计算相应的相似度.

Conv(GM
n ,KS

m)＝(f(pn),w(km))＋λ∗rot(pn,km) (４)

其中,()表示内积运算,∀n∈(０,M),∀m∈(０,S);λ是一个

超参数;rot()是特征选择模块,它的定义如下:

rot(ph,km)＝ ∑
S

m＝０
max

－(f(pn),w(km))∗
(dh,n,km)

‖dh,n‖‖km‖( ) ,
(dh,n,km)＜０

(f(pn),w(km))∗
(dh,n,km)

‖dh,n‖‖km‖( ) ,
(dh,n,km)＞０

ì

î

í

ï
ï
ïï

ï
ï
ï

(５)

其中,∀h∈(０,M),∀m∈(０,S),rot()记录了每个km 与感受

野图之间的最大差异性.因此,角度选择模块保证模型学习

到有效的特征信息.

我们记录了每个km 在卷积时与GM
n 中每条边最大的角

度差异性,因此在卷积过程中,可以记录卷积核的每条边与构

建的图之间的角度特征信息,增加了对几何变换的鲁棒性.

一个图卷积层包含一个提前定义好数量 L 的卷积核

KS
n,默认L＝１,或者是上一层经过学习的卷积核,KS

n ＝{kn|

∀n∈(０,S)}.对于三维点云的输入 P＝{pn|n＝１,２,􀆺,

N},pn∈R３ 以及相应的特征输入f(p)in∈RD,经过卷积核的

操作,最后输出f(p)out∈RN×D′.因此,点云经过卷积层可以

表示为:

GraphConv((P,f(p)in),KS
n)＝(P,f(p)out) (６)

２．３　图金字塔池化

PointNet[２]等方法仅仅归纳出了全局特征,缺少对点云

局部特征的描述.为了能更好地学习点云的局部特征,我们

增强了池化方式,对输入的GM
n 进行通道维度上的最大值池

化,如图１中的图通道最大值池化部分所示,然后采用一个超

参数γ来进行点云数目的下采样.借鉴金字塔池化[２３]的

方法,提出了一种全新的用于点云的图金字塔池化层,用多窗

口对不同尺度的点云进行下采样以及提取特征,然后进行特

征融合.此过程可以定义为:

(P,f(p))＝GraphConv(φ(GraphPoolγ１,GraphPoolγ２,

GraphPoolγ３)) (７)

其中,P 和f(p)表示输入的点以及对应的特征,φ表示对不

同池化层得到的特征进行聚合,γ１,２,３表示不同的采样率.

如图６所示,输入点云以及相应的特征,通过金字塔池化

对不同尺度规模的点进行汇聚,得到多尺度的局部特征.将

每个点的特征更新为金字塔池化的聚合特征,同时与进行图

金字塔池化的上一层特征进行对应元素相加,增强局部细粒

度特征,如图１中的金字塔池化部分所示.

图６　图金字塔池化

Fig．６　Graphpyramidpooling

２．４　模型细节

将本文模型应用到点云分类分割任务中,通过自适应空

洞K 近邻算法构建图结构.在分类任务中,通过图卷积算子

学习感知特征,采用图金字塔池化下进行采样,经过特征学习

后,通过多层感知机得到分类结果.在分割任务中,通过跳层

连接对感知特征的多级表示进行连续上采样以生成每个点的

预测.其中,分类分割任务都以端到端的方式进行训练,具体

细节如图７所示.

图７　网络架构图

Fig．７　Networkarchitecturediagram

３　实验及结果分析

本文在 ModelNet４０[２４]和 ShapeNet[２５]数据集上验证本

文方法.ModelNet４０[２４]含有４０个类别,其中包括９８４３个训

练样本以及２４６８个测试样本.ShapeNet[２５]由１６个类别的

１６８８１个CAD模型组成.特别地,ShapeNet[２５]标定了５０个

部件标签,每个类别包含２~５个部件标签.本文使用的硬件

设备为４×P１００显卡,每个显卡有１６GB显存.与已有方法

进行了全面的比较分析,实验结果表明,本文方法在 ModelＧ

Net４０[２４]上取得了领先的水平,在ShapeNet[２５]上取得了最高

精度.

３．１　目标分类

３．１．１　实验细节

对数据集的 CAD 模型进行随机采样生成１０２４个点.

在训练过程中,将点云沿z轴随机旋转,在[０．７,１．２]尺度范

围内进行随机缩放,使用均值为０、标准差为０．０２的高斯噪

声实现数据扩增.采用 mish激活函数解决梯度下降的不平

滑问题.对于分类任务,采用图卷积进行特征提取,卷积核
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数量依次为(３２,６４);而后接一个图金字塔池化层,对生成的

特征进行拼接;然后进行特征学习,卷积核数量依次为(１２８,

２５６,１０２４),后面是两层 MLP;为防止过拟合,在第一层 MLP
后添加dropout层,并设置dropout＝０．４.网络使用 Adam
优化器,学习率为０．００１,批处理参数为３２.若无特别说明,

自适应空洞K 近邻算法中的K 默认为３０,卷积核点的数量S
默认为１,多尺度采样率γ１＝４,γ２＝８,γ３＝１６.

３．１．２　实验结果

表１列出了本文方法与已有方法在 ModelNet４０上的对

比结果,可以看出,在输入类型只使用点云的情况下,本文方

法比PointNet高４％,比 PointNet＋＋高２．５％,比 DGCNN
高１％,比３DＧGCN高１．１％,取得了最高的精度.由此证明

了本文提出的几个模块在学习局部细节特征时的有效性.为

了验证各模块的有效性,本文进行了消融实验,表２列出了实

验结果.

表１　不同方法在 ModelNet４０上的形状分类结果对比

Table１　Comparisonofshapeclassificationresultsofdifferent

methodsonModelNet４０

方法 输入类型 准确率/％

ECC[１８] 点云 ８７．４

PointNet[２] 点云 ８９．２

PointNet＋＋[３] 点云 ９０．７

KCNet[２０] 点云 ９１．０

KdＧNet[２６] 点云 ９０．６

DGCNN[７] 点云 ９２．２

３DＧGCN[８] 点云 ９２．１
本文方法 点云 ９３．２

表２　消融实验

Table２　Ablationexperiment

角度选择
自适应空洞

K 近邻算法
图金字塔 准确率/％

－ － － ８５．２
√ √ － ９２．４
√ － √ ９２．９
√ √ √ ９３．２

３．２　部件分割

部件分割是一项具有挑战性的三维细粒度识别任务.给

定目标物体后,为每个点分配部件标签.目前已有的方法基

本上是将部件分割问题转化为按点分类问题,对每个点云预

测相应的类别,然后完成部件分割任务,本文的分割方法在分

类网络的基础上进行,分割的特征由不同尺度的层输出连接

而成,经过三层共享 MLP进行逐点预测.其中自适应空洞

K 近邻算法中的K 取值为６０,其余实验细节与分类一致.

表３列出了本文方法与 PointNet[２],PointNet＋ ＋[３],

CLCSCANet[２７],DGCNN[７],３DＧGCN[８]方法的比较结果.本

文采用平均交并比(MeanIntersectionoverUnion,mIoU)作

为评估指标,分别计算了类别和实例中的两种平均交并比.

实验结果表明,本文方法比３DＧGCN[８]的类 mIoU和实例 mIＧ

oU分别高出１％和１．４％,实现了最佳性能.这进一步说明

了本文方法可以很好地学习局部细粒度特征,保证最有鉴别

力特征的提取.图 ８给出了本文方法的分割实例可视化

结果.

表３　不同方法在ShapeNet上的部件分割结果对比

Table３　Comparisonofpartssegmentationresultsofdifferent

methodsonShapeNet
(单位:％)

方法 类平均交并比 实例平均交并比

PointNet[２] ８０．４ ８３．７

PointNet＋＋[３] ８１．９ ８５．１

CLCSCANet[２７] ８２．７ ８５．３

DGCNN[７] ８２．３ ８５．２

３DＧGCN[８] ８２．２ ８５．１
本文方法 ８３．２ ８６．５

图８　可视化结果

Fig．８　Visualizeresults

３．３　补充实验

为了验证图金字塔中的采样率大小对模型结果的影响,

本文设置了对比实验,结果如表４所列,对采样率采用不同的

组合进行实验,结果发现采样率为４,８,１６时效果最好.同时

也比较了去掉图金字塔池化时的实验结果,表４所列的实验

结果可以证明,图金字塔池化对精度有所提升.同时,对自适

应空洞K 近邻算法进行实验,验证结果表明当K 取３０时,效

果最佳,实验结果如表５所列.

表４　在 ModelNet４０上不同采样率下的结果对比

Table４　Resultscomparisonofdifferentsamplingrateson

ModelNet４０

γ１γ２γ３ 准确率/％
－ ９２．３

２,４,８ ９２．９
４,８,１２ ９３．１
４,８,１６ ９３．２
８,１６,３２ ９２．４

表５　在 ModelNet４０上不同K 值的结果对比

Table５　ResultscomparisonofdifferentKvaluesonModelNet４０

K 准确率/％
１５ ９２．１
２０ ９２．５
２５ ９２．６
３０ ９３．２
３５ ９２．７

结束语　针对现有方法对点云数据进行表征学习时缺少

局部细节特征以及多尺度特征这一问题,本文提出了一种新

的图卷积方法,设计新的卷积算子与池化算子来学习更具鉴

别力的特征.同时,针对图卷积描述符作用域小,邻域信息冗

余的问题,提出了自适应空洞 K 近邻算法来构建图,对局部
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几何信息进行更广泛的感知,从而增强局部细节特征.实验

结果表明,本文方法在标准分类分割数据集上取得了领先水

平,证明了所提方法的有效性.本文方法对角度以及位置特

征进行了选择学习,下一步工作的重点是加入邻域内的重心

等其他几何信息,并与语义特征信息融合,以进一步提升分类

分割的准确度.
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