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重新审视面向CNN模型的测试样例选取:考虑模型校准

赵　通 沙朝锋

复旦大学计算机科学技术学院　上海２００４３３
　(２０２１０２４００３１＠fudan．edu．cn)

　
摘　要　深度神经网络(DNN)已被广泛应用于各种任务,而在部署前对 DNN 进行充分测试尤为重要,因此需要构建能够对

DNN进行充分测试的测试集.由于标注成本受限,通常通过测试样例选取的方式得到测试子集.然而,人们使用基于预测不

确定性的方法(该方法在发现误分类样例和提升重训练表现方面表现出卓越的能力)进行测试样例选取时,忽略了对测试样例

的预测不确定性估计是否准确的问题.为了填补上述研究的空白,通过实验定性和定量地揭示了模型校准程度和测试样例选

取任务中使用的不确定性指标之间的相关性.校准模型会使模型有更准确的预测不确定性估计,因此研究了不同校准程度的

模型用不确定指标选取得到的测试子集质量是否不同.在３个公开数据集和４个卷积神经网络(CNN)架构模型上进行了充分

的实验和分析,结果表明在 CNN架构模型上:１)不确定指标和模型校准存在一定程度的相关性;２)校准程度好的模型所选择

的测试子集质量优于校准程度差的模型选择的测试子集质量.在发现模型误分类样例的能力上,７０．５７％经过校准训练后的模

型对应的实验结果优于未校准模型对应的实验结果.因此在测试样例选取任务中考虑模型校准十分重要,且可以使用模型校

准来提升测试样例选取的表现.

关键词:卷积神经网络测试;预测不确定性;模型校准;测试样例选取
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RevisitingTestSampleSelectionforCNNUnderModelCalibration
ZHAOTongandSHAChaofeng
SchoolofComputerScience,FudanUniversity,Shanghai２００４３３,China

　

Abstract　Deepneuralnetworksarewidelyusedinvarioustasks,andmodeltestingiscrucialtoensuretheirquality．Testsample
selectioncansolvetheissueoflaborＧintensivemanuallabelingbystrategicallychoosingasmallsetofdatatolabel．However,

existingselectionmetricsbasedonpredictiveuncertaintyneglecttheaccuracyoftheestimationofpredictiveuncertainty．Tofill
thegapsoftheabovestudies,weconductasystematicempiricalstudyon３widelyuseddatasetsand４convolutionalneuralnetＧ
works(CNN)torevealtherelationshipbetweenmodelcalibrationandpredictiveuncertaintymetricsusedintestsampleselecＧ
tion．Wethencomparethequalityofthetestsubsetselectedbycalibratedanduncalibratedmodels．Thefindingsindicateadegree
ofcorrelationbetweenuncertaintymetricsandmodelcalibrationinCNN models．Moreover,CNN modelswithbettercalibration
selecthigherＧqualitytestsubsetsthanmodelswithpoorcalibration．Specifically,thecalibratedmodeloutperformstheuncalibrated
modelindetectingmisclassifiedsamplesin７０．５７％oftheexperiments．OurstudyemphasizestheimportanceofconsideringmoＧ
delcalibrationintestselectionandhighlightsthepotentialbenefitsofusingacalibratedmodeltoimprovetheadequacyofthetesＧ
tingprocess．
Keywords　Convolutionalneuralnetworktesting,Predictiveuncertainty,Modelcalibration,Testsampleselection

　

１　引言

深度神经网络(DeepNeuralNetworks,DNN)已被广泛

应用于图像分类[１]、自动驾驶[２]等领域,并取得了令人瞩目的

成果.然而,由于训练数据与实际应用数据的分布不同、训练

数据中存在噪声等,DNN系统在极端或边界情况下往往表现

出不正确的行为.因此,在部署 DNN 软件系统之前,对其进

行充分的测试是非常有必要的,以保证其质量和可靠性.

为了测试 DNN模型,发现 DNN 模型的错误行为,需要

构建能对 DNN 进行充分测试的测试集.由于标注成本受

限,研究人员以固定的标注成本从未标注的候选测试集中选

取数据进行标注并最终组成测试子集.在有限的标注成本

下,可从两个方面评估该测试子集,以使候选测试集能够得到

最充分的利用:１)测试子集应尽可能多地发现 DNN 模型的

错误行为;２)模型在测试子集上的重训练应获得较高的表现

提升.将上述从候选测试集中选取测试子集并使选择的测试

子集尽量满足上述两个目标的任务定义为测试样例选取.研

究人员提出了一系列测试样例选取的方法,如神经元覆盖



率[３Ｇ４]、惊讶程度[５],以及预测不确定性[６Ｇ７]等,且基于预测不

确定性的方法在发现误分类样例和提升重训练表现方面的能

力优于另外两类指标.

模型校准指模型提供的预测概率能准确地反映其预测不

确定性,也即 DNN应指出它们何时可能给出不正确的预测.

例如,在医疗诊断应用中,应该将模型给出低置信度预测的图

像交给医生复核,自信但不正确的预测可能会带来灾难性的

后果.近年来,研究人员已提出了多种校准模型的方法,如以

后处理 方 式 校 准 训 练 好 的 模 型 的 方 法 TemperatureScaＧ

ling[８],以及两种训练校准程度更好的模型的方法 Mixup[９]和

LabelSmoothing[１０].

在基于预测不确定性进行测试样例选取时,大部分针对

DNN模型进行测试样例选取的相关工作往往忽略了预测不

确定性估计的准确性,也未考察预测不确定性与模型校准之

间的关系.此外,这些工作也没有探究校准模型是否会对基

于预测不确定性的测试样例选取方法的表现造成影响.

卷积神经网络(ConvolutionalNeuralNetworks,CNN)是
计算机视觉领域广泛采用的一种 DNN 架构.因此,针对上

述问题,本文在图像分类任务上使用 CNN 模型,主要开展了

两方面的工作:１)研究任务中广泛采用的预测不确定性方法,

定性分析不确定性指标和模型校准的关系,用 Kendall相关

系数定量地评估二者的关系,评估不确定性指标的估计是否

准确;２)用 TemperatureScaling,Mixup,LabelSmoothing训

练得到不同校准程度的模型,研究模型校准如何影响基于不

确定性指标选取的测试子集的质量.

本文在３个常用图像数据集和４种 CNN 架构模型上进

行了翔实的实验,实验结果显示,在原始测试集上模型校准和

不确定性指标之间具有较强的相关性,在部分 OOD(OutＧofＧ
Distribution)测试集上,模型校准和不确定性指标之间的关系

呈减弱的现象.在测试样例选取任务中考虑模型校准的影

响,提出了评估不同校准程度模型选取测试子集质量的两个

指标:相对准确率和基准模型准确率.实验发现,在发现模型

误分类样例的能力上,以基准模型准确率来衡量,７０．５７％经

过校准训练后的模型对应的实验结果优于未校准模型对应的

实验结果:１)用 Mixup和 LabelSmoothing训练的校准程度

更好的模型选取的测试子集质量优于未校准的模型;２)TemＧ

peratureScaling虽然能提高模型在测试集上的校准程度,却
不会为基于预测不确定性的测试样例选取提供帮助.

２　相关工作

２．１　测试样例选取

受传统软件测试代码覆盖率的启发,研究人员提出神经元

覆盖率,最大化这些神经元覆盖率往往意味着最大化测试的充

分性.Pei等[３]提出了 DeepXplore,首先引入神经元覆盖率来

评估测试集覆盖DNN模型的程度.Ma等[４]提出了测试覆盖

率指标DeepGauge,其包括在神经元级别和层级别不同粒度的

覆盖率标准,进一步表明 DNN模型结构的更高覆盖率意味测

试数据更有效.最近,Yuan等[１１]提出了一种新的神经元覆盖

率指标 NeuralLayerCoverage,考虑将DNN的层而不是神经元

作为计算单元.Kim 等[５]提出了SurpriseAdequacy,该指标

衡量模型在面对新输入时的惊讶程度.他们假设一个测试子

集涵盖更多样化的意外值时,更适合测试以及重训练.

Ma等[６]提出了一组基于预测不确定性的测试样例选取指

标,包括预测的最大概率(MaxP)、多次dropout模型预测的方

差(Var)、结合了 MaxP和 Var的加权方差(Varw)以及 KullＧ
backＧLeibler得分.Feng等[７]提出了 DeepGini,基于模型对输

入样本的预测分布计算Gini系数.在研究工作中,他们还利用

预测分布的熵(Entropy)作为其方法的替代指标.Weiss等[１２]

发现,用 MaxP或者Entropy评估预测不确定性在测试样例选

取工作中的表现和DeepGini相当.Zhang等[１３]使用 Margin来

衡量预测不确定性,该指标也被称为预测Ｇ置信度分数(PCS),

是测试样例选取任务中广泛采用的一种有效方法.

最近,研究人员不仅从预测不确定性的角度考虑选择测

试子集,而且还考虑了测试子集的代表性和多样性.Zhao
等[１４]发现大部分测试样例选取方法不能保证测试样例选取

的多样性.Chen等[１５]提出了基于多边界聚类的测试样例选

取算法,算法将测试样本聚类到深度学习模型多个分类边界

的边界区域,并按照一定的优先级从所有边界区域均匀地选

择样本,以确保在重训练过程中,DNN 学习新的分类边界时

都有足够的有用样本.Gao等[１６]提出了一种自适应测试样

例选取方法,利用模型输出之间的差异来衡量 DNN 测试数

据的多样性,旨在从未标记数据集中选取具有不同特征测试

样本的测试子集.Hu等[１７]提出了 Aries,并且认为测试样例

选取任务中仍需要手工标注测试子集,Aries仅使用从原始测

试数据中获得的信息来估计 DNN在新的未标记数据上的性

能.Arrieta等[１８]提出了一种基于元测试的多目标测试样例

选取方法,该方法可以基于执行源测试用例时获得的信息,选
择合适的变异测试样例来测试 DNN.

２．２　模型校准

校准模型会使模型有更准确的预测不确定性估计,因此,
提出更准确的计算预测不确定性的指标是模型校准研究领域

的一项重要任务.Guo等[８]建议使用TemperatureScaling来

校准模型,是一种有效且高效的方式.Zadrozny等[１９]提出了

直方图分箱,作为一种简单的非参数校准方法.Mixup[９]训

练已被证明可以改善模型的泛化和校准,防止模型对其预测

过于自信[２０].LabelSmoothing[１０]被证明可有效提高不确定

性估计的质量[２１].Qin等[２２]提出了基于对抗鲁棒性的自适

应标签平滑(ARＧAdaLS),它将对抗鲁棒性和校准的相关性

集成到训练中,通过训练样本基于对手攻击它的难易程度设

置LabelSmoothing的参数,即使在分布变化的情况下,ARＧ
AdaLS也可以对模型进行更好的校准.Li等[２３]提出了一种

基于高斯过程利用模型实际应用场景的数据校准模型的方

法.Li等[２４]提出可以利用模型的可解释性来提升模型的校

准性能.Minderer等[２５]重新审视了最新的非CNN神经网络

架构模型,例如 ViT,MLPＧMixer的校准性能,发现此类模型

除了在鲁棒性、准确率等方面优于 CNN 模型外,在校准性能

上也有良好表现.

３　背景知识

３．１　DNN模型架构

DNN 由多个层组成,每个层包含多个神经元,图１为

５３赵　通,等:重新审视面向CNN模型的测试样例选取:考虑模型校准



DNN模型及内部神经元的一个简单样例.一个 DNN 通常

至少由三(通常更多)层组成:一个输入层、一个输出层和一个

或多个隐藏层.一层中的每个神经元都直接连接到下一层中

的神经元.神经元是 DNN 中的单个计算单元,它在其输入

上应用激活函数σ并将结果传递给其他连接的神经元.

图１　DNN模型及内部神经元示例

Fig．１　DNNmodelanditsinnerneuronsample

在后续介绍中,我们考虑类别为C 的分类任务,数据集

D＝{(x,y)}的大小为 N,其中x为一条样本,y为对应的类

标签.深度学习模型为 f,f 对x 预 测 得 到 Logit向 量 为

z(x),经过Softmax计算得到概率向量为p(x),pi(x)为对类

别i的预测概率.Softmax的计算式如下:

pi(x)＝ ezi(x)

∑
C

c＝１
ezc(x)

训练中,用类标签y计算得到其对应的oneＧhot向量y,

最小化y和网络输出之间的交叉熵:

L(p(x),y)＝－∑
C

i＝１
yilog(pi(x))

３．２　基于预测不确定性的测试样例选取

在测试样例选取任务中,由于标注成本的限制,人们往往

期望在给定的标注成本下尽可能地多发现模型预测错误的测

试样例.而对于那些模型给出较大不确定预测的测试样本,

模型往往会给出错误的预测,因此,预测不确定性已被广泛应

用于测试样例选取任务.

DeepGini基于模型对输入样本的预测分布计算 Gini系

数,定义 DeepGini为:

DeepGini(x)＝１－∑
C

i＝１
pi(x)２

当 DNN以高确定性预测一个类别时,DeepGini的值较

小,例如得到的预测概率向量为oneＧhot向量时,DeepGini取

得最小值０.

定义熵(Entropy)为:

Entropy(x)＝－∑
C

i＝１
pi(x)logpi(x)

当仅有一个类别的pi(x)较高时,则熵较小;当 DNN 对

所有类别的预测较为接近时,则熵较大.

Margin为 DNN预测概率向量的最大概率和第二大概率

之差.Margin值较小的数据样本可能更接近 DNN的分类边

界,这意味着对 DNN 输入样本微小的扰动,可能改变 DNN
的预测类别.定义 Margin为:

Margin(x)＝max
i１＝１:C

　pi１
(x)－ max

i２＝１:C,i２!＝i１
　pi２

(x)

MaxP只考虑预测概率最大的类别来计算不确定性.

MaxP根据最高的预测概率对样本进行排序,并选择分类

置信度最低的样本.定义 MaxP为:

MaxP(x)＝max
i＝１:C

　pi(x)

３．３　模型校准的方法和评估校准程度指标

模型校准衡量预测概率和准确率之间的一致性,经过良

好校准的预测传达了我们应该在多大程度上信任模型预测.

下面我们介绍３种常用的校准模型的方法和１种广泛采用的

衡量模型校准程度的指标.

３．３．１　TemperatureScaling
TemperatureScaling将logit向量z(x)调整为z(x),其

中T＞０为温度参数,DNN新的预测为:

q(x)＝Softmax(z(x))

当T＞１时,它“软化”Softmax,当T→∞时,概率qi(x)接
近１/C,预测的不确定性最大.在T＝１的情况下,恢复原始

概率pi(x).当T→０时,预测的概率向量坍缩到一个类别上

(即qi(x)＝１).T 由在验证集上对损失进行优化得到,因为

参数T 不会改变Softmax预测的最大值,所以类别预测保持

不变,不会影响模型的准确率.

３．３．２　Mixup
Mixup是一种在训练过程中使用的数据增强方式,用其

训练得到的模型校准程度得以提高并且对预测不确定性的估

计更加准确[２０].使用 Mixup训练时,分类器不仅在训练样本

上训练,而且在每个训练样本的附近的空间训练.邻近点根

据如下规则生成:

x~＝λx１＋(１－λ)x２

y~＝λy１＋(１－λ)y２

其中,x１和x２是两个随机采样的输入样本,y１和y２是它们关联

的类标签.

确定混合比的λ∈[０,１]在每次训练迭代时从对称 Beta
分布Beta(α,α)中得出,其中α是控制样本对之间的插值强度

和训练标签的相关平滑的参数.α＝０时恢复出原训练标签

(oneＧhot编码,在这种情况下生成的样本只是x１或x２)的基本

情况,α的值越大,最终得到的输入和标签越平均.在[０．１,

０．４]中的α值给出了最好的分类结果.

３．３．３　LabelSmoothing
LabelSmoothing(LS)是一种正则化技术,可缓解使用

深度学习模型进行分类任务时出现的过度拟合和过度自信问

题.除了提高泛化能力外,LabelSmoothing还提高了模型校

准程度[２１].对于使用参数s的 LabelSmoothing方法训练网

络,训练过程中最小化修改后的标注yLS
i 和网络输出pi(x)之

间的交叉熵,其中修改后的标注为:

yLS
i ＝yi(１－s)＋sC

３．３．４　ExpectedCalibrationError(ECE)

本研究在后续的实验中,我们使用ECE来衡量模型在测

试集上的校准程度.要计算模型在给定数据集上的 ECE,首
先需要将数据集中的所有数据分成 K 组,并按预测类别的置

信度排序.令Gk表示第k组中的所有数据样本,那么Gk的准

确率和置信度定义为acc(Gk)＝ １
|Gk|∑

t∈Gk

１(y
∧
t＝yt)和conf

(Gk)＝ １
|Gk|∑

t∈Gk
p
∧
t
y
∧
t ,其中y

∧ 和y分别表示预测类别和真实类

别,p
∧y

∧

表示y
∧的预测概率.定义ECE为:
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ECE＝∑
K

k＝１

|Gk|
N |acc(Gk)－conf(Gk)|

３．４　评估不同校准程度模型测试子集质量的指标

本研究和以往研究人员在测试样例选取任务上进行的研

究存在不同:以往人们固定模型,比较不同测试样例选取指标

之间的差别,而本文比较的是不同校准程度的模型选择测试

子集之间的区别.由于不同模型在候选测试集上具有不同的

准确率,因此无法继续使用测试子集在原模型上的准确率来

比较测试子集的优劣.

为了量化测试子集的优劣,我们提出相对准确率来衡量

不同模型选出测试子集的质量.假设模型在候选测试集上的

分类准确率为A０,在测试子集上的分类准确率为A１,定义相

对准确率R为:

R＝A０－A１

R的值越大,表示测试子集的相对质量越高.直观上,R
越大,通常意味着A０较大,A１较小,也就意味着在一个准确率

较高的模型上选出的测试子集在该模型上的准确率较低.

模型在测试子集上重训练表现的提升也是测试样例选取

任务中评估测试子集质量的一个重要方面.与测试子集在模

型上的准确率不适合评估测试子集的质量类似,模型在测试

子集上重训练表现的提升同样不能用于评估测试子集的质

量.为了在实验中继续使用模型重训练表现上的提升来评估

测试子集的质量,需额外引入一个基准模型M０.用不同模型

选择的测试子集上重训练M０,以M０在测试子集重训练表现

的提升来评估测试子集的质量,从而对比不同模型选出测试

子集的质量.同时,也可以利用测试子集在M０上的准确率来

评估发现模型误分类样例方面的能力.基准模型应取得有竞

争力的表现,且其选择应具有代表性.

４　实验设置

本文实验旨在回答以下研究问题(RQ).

RQ１　测试样例选取任务中使用的不确定指标和模型的

校准程度之间是否存在相关性?

RQ２　经过校准后的模型,若校准程度在候选测试集上

优于未校准模型,再用不确定指标发现误分类样例的能力是

否优于未校准模型?

RQ３　经过校准后的模型选出的测试子集在提升重训练

模型表现上的能力是否优于未校准模型?

４．１　数据集收集和预处理

在３个广泛使用的图像分类数据集上进行了实验,包括

MNIST[２６],CIFAR１０[２７] 和 CIFAR１００[２７]. 直 接 采 用

MNIST,CIFAR１０,CIFAR１００对应的变换和扰动后的测试数

据集 MNISTＧC[２８],CIFAR１０ＧC[２９] 和 CIFAR１００ＧC[２９] 作 为

OOD测试集.这３个 OOD测试集包括不同类型的扰动或变

换(MNIST有１５种类型,CIFAR１０有１９种类型,CIFAR１００
有１７种类型),例如自然图像中经常遇到的噪声、模糊、天气

等.对于 MNIST,每种类型扰动有１个级别的扰动强度,实

验选择该扰动强度对应的测试集作为 MNIST的 OOD测试

集,选择了４种多样且有代表性的扰动类型:Brightness,Fog,

Blur(Glass),Shear.对于 CIFAR１０和 CIFAR１００,每种类型

的扰动都有５个级别的扰动强度,级别越高,扰动程度越高,

实验选取扰动级别为３对应的测试集作为 CIFAR１０和 CIＧ

FAR１００的 OOD测试集,同样选择４种多样且有代表性的扰

动类型:Brightness,Fog,Blur(Gaussian),Noise(Gaussian).

４．２　模型训练

本文参考以往测试样例选取工作中广泛采用的 ４ 种

CNN模型[３０Ｇ３１],在训练集上训练获得了准确率有竞争力的

CNN模型.对所有的模型和数据集,训练采用广泛使用的优

化器 SGD 和学习率调度器 WarmupCosineScheduler[３１].优

化器学习率为０．１;Momentum[３２]可以加速模型收敛和提升

模型泛化性能,设为０．９;WeightDecay[３３]可以控制模型复杂

度且能提升模型泛化性能,设为 ５×１０－４;WarmupCosineＧ

Scheduler可以有效避免训练模型时出现模型震荡的现象,设

置预热的轮数为２个epoch.模型在相应的训练集上训练足

够的轮数从而保证在训练集上损失收敛.由于 MNIST数据

集较为简单,因此对 MNIST 的模型训练５０轮;相应地,对

CIFAR１０和CIFAR１００的模型训练２００轮.实验设置训练

过程中的一批数据的大小为１２８条样本.

如表１所列,训练获得的模型在原始测试集上表现出了

有竞争力的准确率,这在一定程度上表明了以上训练参数设

置的合理性.然而有些模型在测试集上的校准程度不佳,当

切换到 OOD测试集时,模型的准确率和校准程度出现了一

定程度的下降.

表１　模型在各测试集上的准确率和ECE

Table１　AccuracyandECEofmodelsontestset

Dataset Model Metric Original
OOD

Brightness Fog Blur Noise(Shear)

MNIST
LeNet５

MNISTCNN

ACC ９９．２７ ９６．２７ ８５．０４ ９４．６４ ９７．４５
ECE ０．１７ ９．３５ ３７．１８ ４．７８ ０．３８
ACC ９６．０８ ２３．７５ １７．９９ ７５．７１ ８９．２８
ECE ０．７３ ３９．０５ ５６．８６ ７．３１ １．０３

CIFAR１０
VGG１６

ResNet５０

ACC ９４．３０ ９３．１４ ８９．６９ ８１．０４ ３９．７４
ECE ３．９６ ４．９７ ７．５３ １４．６５ ４８．６８
ACC ９５．６９ ９４．５８ ９１．８７ ８２．６３ ４１．４５
ECE ３．０３ ３．８６ ６．０９ １３．０６ ４８．３５

CIFAR
１００

VGG１６

ResNet５０

ACC ７３．９６ ７０．３０ ６２．２４ ５４．２４ １８．８３
ECE １２．９８ １４．７９ １９．０２ ２３．６５ ４９．１６
ACC ７８．６３ ７４．５７ ６８．６１ ５７．０８ ２０．４９
ECE ７．０７ ８．９０ １１．９６ １７．５３ ４１．３５

７３赵　通,等:重新审视面向CNN模型的测试样例选取:考虑模型校准



４．３　校准模型训练

实验需要获取在同一数据集上具有不同校准程度的模

型.我们用 Mixup、LabelSmoothing训练方式及 TemperaＧ

tureScaling后处理方式获取到不同校准程度的模型.同时,

由于 MNIST数据集在原始测试集上已取得较高的准确率和

校准程度,因此实验仅在CIFAR１０和CIFAR１００上进行.

对于 TemperatureScaling(TS),参考原论文的训练设

置[８],将原始训练集９５％的数据用于训练模型.训练阶段结

束后,固定训练好的模型参数并用剩下的５％的数据训练温

度参数T,直至温度参数拟合.

对于 Mixup(MX),参考原论文建议的参数设置[９],调整

Mixup的α参数以及每步训练使用 Mixup的概率prob,α从

[０．２,０．４]中选取.对于 CIFAR１０,α设置为０．２;对于 CIＧ

FAR１００,α设置为０．３.固定两个数据集的prob为０．５.

对于LabelSmoothing(LS),参考原论文推荐的参数设

置[１０],调整LabelSmoothing的s参数,参数在[０．０５,０．２]中

选取.对于CIFAR１０,s设置为０．０５;对于 CIFAR１００,s设置

为０．１.

如表２所列,校准后的模型相比未校准模型在原始测试

集上和 OOD测试集上取得了较高的准确率和较低的 ECE,

且所有模型在 OOD测试集上准确率下降,ECE上升,这在一

定程度上表明了以上训练方法参数设置的合理性,且成为我

们下一步对比不同校准程度的模型用不确定性指标选取测试

子集质量的基础.Densenet１２１基准模型在各数据集上都取

得了较高的准确率,因此,若其他模型选择的测试子集能

够发现更多使该基准模型误分类的测试样例,或者更大地

提升该模型的重训练表现,则表明模型选择的测试子集质

量更高.

表２　不同校准程度模型和基准模型的准确率和ECE

Table２　AccuracyandECEofdifferentcalibratedmodelandbaselinemodelsontestset

Model Metric Original
OOD

Brightness Fog Blur Noise(Shear)

CIFAR１０

Densenet１２１
ACC ９５．８０ ９４．３５ ９２．００ ８４．７２ ４６．９５
ECE ３．０４ ４．１８ ６．１０ １１．７３ ４２．９６

VGG１６ＧMX
ACC ９４．３７ ９３．３６ ９０．３２ ８１．９７ ３７．８９
ECE １．９５ ２．６５ ４．３６ １０．６８ ４７．４４

VGG１６ＧLS
ACC ９４．２８ ９３．２０ ８９．１９ ８１．２０ ４１．３０
ECE ２．５４ ２．４５ ３．３１ ９．４８ ３９．２４

VGG１６ＧTS
ACC ９４．３０ ９３．１４ ８９．６９ ８１．０４ ３９．７４
ECE １．６６ １．８０ ３．６３ ９．８８ ３９．５９

ResNet５０ＧMX
ACC ９５．８７ ９４．６５ ９２．２７ ８２．７８ ４４．２９
ECE ２．３６ ３．２４ ５．０３ １２．２０ ４１．４８

ResNet５０ＧLS
ACC ９５．４７ ９４．１９ ９１．２５ ８０．９５ ４１．１５
ECE ２．５４ ２．１２ ２．１３ １０．０９ ４２．１０

CIFAR１００

Densenet１２１
ACC ９５．６９ ９４．５８ ９１．８７ ８２．６３ ４１．４５
ECE １．１６ １．７１ ３．５９ ９．２６ ４１．２１

Densenet１２１
ACC ８０．００ ７６．９９ ７０．６４ ６０．１７ １３．９４
ECE １２．１９ １３．９４ １８．３３ ２５．０８ ６５．１０

VGG１６ＧMX
ACC ７３．９０ ７１．１０ ６３．７１ ５５．８ ２０．４２
ECE ８．９２ ９．９１ １３．３２ １７．５７ ４０．５０

VGG１６ＧLS
ACC ７３．８５ ７０．３３ ６２．０４ ５３．８９ １９．９３
ECE ４．５８ ４．２５ ４．０７ ７．６７ ３１．５４

VGG１６ＧTS
ACC ７３．９６ ７０．３０ ６２．２４ ５４．２４ １８．８３
ECE ４．１７ ４．３３ ５．７５ ９．５４ ３２．４０

ResNet５０ＧMX
ACC ８０．１５ ７７．００ ７１．３８ ５９．５７ １７．３５
ECE ３．４８ ４．６７ ７．２９ １２．３４ ３４．７８

ResNet５０ＧLS
ACC ７９．１１ ７５．３９ ６８．２０ ５７．０２ １６．６２
ECE ４．７７ ５．４３ ８．５４ １４．７０ ４５．１５

ResNet５０ＧTS
ACC ７８．６３ ７４．５７ ６８．６１ ５７．０８ ２０．４９
ECE ２．８９ ２．８２ ４．５４ ８．６２ ３０．９１

４．４　不同校准程度模型测试样例选取

在测试样例选取的实验,我们比较了不同校准程度模型

选取的测试子集发现误分类样例的表现及重训练模型的表

现.实验的候选测试集和最终测试集的构建以及标注成本的

设置参考以往工作中测试样例选取实验中的设置[１５,３０].为

了模拟现实生活中遇到的 OOD 场景,构建了原始测试样本

和 OOD测试样本混合的候选测试集和最终测试集,用对应

的 OOD样本替换原图像.例如,对有１００００个测试样本的

CIFAR１０测试集,随机提取５０００个原始样本,选择其对应的

５０００个 OOD样本,并将它们添加到CIFAR１０中未被选中的

样本集合中,以替换原来的５０００个原始样本.通过上述方式

构建了候选测试集,而被替换掉的原始样本和未被替换的

原始样本对应的 OOD 样本组成最终的测试集,从而得到同

分布的候选测试集和最终测试集.两个测试集中原始样本和

OOD样本的比例皆为５０％.

在构建候选测试集后,使用不确定性指标来选择测试子

集,评估测试子集的相对准确率和基准模型准确率.最后重

训练基准模型 M 以获得重训练后的模型M′,计算模型M′在

最终测试集上的准确率,从而比较不同校准程度的模型选择

的测试子集对重训练的帮助.

考虑有代表性的标注成本２％和４％,例如,当候选测试

集大小为１００００且标注成本为２％时,需要选择２００个测试

样本组成测试子集来重新训练模型.用于重新训练模型的优

化器同样为 SGD,学习率为０．０１,Momentum 设置为０．９,
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WeightDecay设置为５×１０－４.学习率调度器为 WarmupＧ
CosineScheduler.在每个测试子集上,重新训练模型１０轮,

其中预热的轮数为２.为了防止过拟合,若模型在测试子集

上的损失降到０．１以下,则停止训练.

１)http://github．com/

５　实验结果与分析

５．１　RQ１:相关性分析实验结果

为了探索基于不确定性的测试样例选取指标与模型校准

之间的关系,需要观察模型对具有不同预测不确定性的测试

样本预测的校准程度.然而模型的校准程度无法在单个测试

样本上计算,因此需要将测试样本按预测不确定性分组,计算

每组的校准程度,从而达到研究二者关系的目的.

根据每个样本的不确定性指标的值对其排序,然后根据

排序结果将数据样本分成２０个大小相等的桶.给每个桶一

个不确定性级别(UncertaintyLevel),更高的级别意味着排名

在前,桶中样本的不确定性更大.对于每个不确定性级别桶,

实验计算其中样本的分类准确率、置信度、ECE和不确定指

标的值,并观察它们随不确定性级别的变化.图２给出了

DeepGini指标在原始测试集上的各不确定级别桶上得到的实

验结果,其余指标对应的实验结果请参考本文Github仓库１).
从图２中第一行和第三行的结果可以观察到,准确率和置信

度都随着不确定性水平的降低而提高,并且在３个数据集的

每个桶上置信度始终高于准确率.当不确定性级别较高(大
约大于１５)时,准确度和置信度之间的差距较大.上述观察

结果表明,尽管分类模型达到了有竞争力的准确率,但往往会

给出校准不佳的预测.

图２　DeepGini指标在原始测试集的各不确定级别桶上的结果

Fig．２　ResultsofDeepGiniindicatoronoriginaltestsetwith

differentuncertaintylevels

更进一步,我们计算了每个不确定性级别桶中的 ECE和

不确定指标的平均值.从图２的第二行和第四行可以看出,

在 MNIST和CIFAR１０上,当不确定性水平低于１５时,DeepＧ

Gini的值接近０,这表明模型对测试样本的预测是确定的.

在CIFAR１００上,当不确定性等级低于１０时,DeepGini的值

接近０,说明对于CIFAR１００,模型给出了更不确定的预测.

一般来说,落入较高不确定等级桶中的测试样本更有可

能校准得不太好.在 MNIST和 CIFAR１０上,对于那些具有

较低预测不确定性的样本,模型的预测置信度和准确率之间

存在更好的对齐,并且这些样本的 ECE接近０,且随不确定

性水平降低严格单调递减.然而,在 CIFAR１００的两个模型

上,ECE并不严格地随着不确定性水平的降低单调递减,而

是随不确定性等级的降低先增大后减小.当不确定性水平大

约大于１３时,ECE随 DeepGini的降低而增大;当不确定性水

平大约低于１３时,ECE随 DeepGini的降低而减小.ECE的

最大值出现在不确定性水平较高且 DeepGini的值较小时.

总的来说,在原始测试集上我们有以下观察结果:若模型

在测试集上的预测较为确定时,具有较高预测不确定性的测

试样本更有可能具有校准较差的预测,ECE随着不确定性的

降低而减小.当模型在测试集上的预测较为不确定时,具有

较高预测不确定性的测试样本的校准程度虽然很差,但具有

最差校准的测试样本不会出现在最高预测不确定性的测试样

本上,ECE随着不确定性的降低先增大后减小.

图３　DeepGini在Brightness测试集上的各不确定级别桶上的结果

Fig．３　ResultsofDeepGiniindicatoronBrightnesstestsetwith

differentuncertaintylevels

为了研究上述在原始测试集上的观察结果在 OOD测试

集上是否仍然成立,我们以相同的方式在 OOD 测试集上

进行实验,并在图３中给出了 Brightness测试集上 DeepGini
指标所对应的实验结果.

９３赵　通,等:重新审视面向CNN模型的测试样例选取:考虑模型校准



从图３的第一行和第三行可以观察到,在所有测试集上,

划分到每个不确定性级别桶中的预测不确定性有所提高;测

试样本校准程度都变差,所有的测试集和模型上都给出了明

显的校准不佳的预测.ECE并不随着不确定性级别的降低

而单调递减,而呈现先增后减的趋势(除了 MNISTＧLeNet５).

从图３第二行和第四行可以看出,在所有测试集和模型

上,DeepGini的值在每个不确定性级别上相比原始测试集都

有所增加.例如在 CIFAR１０ＧVGG１６上,DeepGini的值在不

确定性级别大约小 于 １５ 时 才 接 近 为 ０,而 原 始 测 试 集 上

DeepGini的值在不确定性级别大约小于１７时接近为０.在

大部分数据集和模型上(除 MNISTＧLeNet５),ECE先增大后

减小.例如,在 CIFAR１０ＧVGG１６上,当不确定性级别大于

１５时,ECE增大而 DeepGini的值减小;当不确定性级别低于

１５时,ECE和 DeepGini的值一致下降.对于 CIFAR１００,在

OOD测试集上观察到的结果与在不确定性级别大于１０的原

始测试集上观察到的结果一致.

由于将原始测试集替换为 OOD测试集,总体而言,模型

在测试集上的预测不确定性增加,对所有测试样本的预测置

信度降低,在 大 部 分 桶 上 的 校 准 都 较 差,因 此 ECE 增 大.

DNN在具有高预测不确定性的样本上的校准也很差,并且在

高预测不确定样本上的校准程度不随预测不确定性单调

变化.因此,结合在原始测试集上的观察结果可得出结论:当

模型对测试样本的预测存在较高不确定性时,ECE并不会随着

预测的不确定性而单调变化,仅当模型对测试样本的预测不确

定性降低到一定程度后,ECE开始随预测不确定性单调递减.

为了量化基于不确定性的测试样例选取指标与模型校准

之间的相关性,本节利用上述实验中获得的实验结果(每个不

确定性级别桶中,不确定性指标的值和 ECE),并计算这两组

数据之间的 Kendall相关系数.使用此系数来近似模型校准

程度和基于不确定性的测试样例选取指标相关性.如图４所

示,方块的颜色越深表示二者之间的相关性越显著.深绿色

表示相关性显著,而浅绿色表示相关性可忽略不计,浅黄色表

示相关性为负值.其中图４的上半部分为LeNet５和 VGG１６
对应的实验结果,下半部分为 MNISTCNN和 ResNet５０对应

的实验结果.

对于 MNIST和CIFAR１０,ECE和不确定性指标在原始

测试集上具有显著的相关性.例如,在CIFAR１０的原始测试

集上,对于 ResNet５０模型,ECE和 MaxP之间的 Kendall相

关系数为０．８,而在CIFAR１００的原始测试集上,二者之间的

相关性相比 MNIST和CIFAR１０没那么显著.

图４　不确定指标与ECE之间的 Kendall相关系数(电子版为彩图)

Fig．４　KendallcorrelationcoefficientsbetweenuncertaintymetricsandECE

　　对于 MNIST的 OOD测试集,ECE和不确定性指标之间

的相关性在某些测试集和模型上有所下降.特别地,对于

LeNet５模型,在Fog测试集上,二者之间的相关性相比其他

数据集有显著下降.对于 MNISTCNN 模型,在 Brightness
和Fog测试集上,相关性为较大的负值.同样地,对于 CIＧ

FAR１０的某些 OOD测试集,二者之间的相关性也有显著的

下降,例如 ResNet５０模型,在 Noise测试集上,DeepGini与

ECE之间的相关系数为０．１６,而在 Blur测试集上,DeepGini
与ECE之间的相关系数为０．７４.在 CIFAR１００数据集上也

观察到了类似的结果.因此可以断定 ECE和不确定指标之

间的相关性与模型和测试集有一定的关系,但关系的大小仍

取决于具体的测试集和模型.

基于以上实验结果,本节得到 RQ１的回答:１)模型在具

有高预测不确定性的测试样本上校准较差,但是模型在高预

测不确定性的测试样本上的 ECE不会随着预测的不确定性

而单调变化.２)当模型对测试样本的预测不确定性较高时,

模型在测试样本上的ECE先增大后减小,当模型对测试样本

的预测不确定性相对较低时,ECE 随预测不确定性单调变

化.３)ECE和不确定性指标在数据集的原始测试集上的

相关性较为显著,而这种相关性在 OOD测试集上有所下降,

相关性的大小取决于数据集和模型.

５．２　RQ２:不同校准程度模型发现误分类样例的能力

在上述实验中我们发现,测试样例选取任务中的不确定

指标和模型校准存在一定关系.考虑这种关系的影响以及模

型校准会使模型对预测不确定的估计更为准确,我们应研

究模型校准对测试样例选取任务的影响.因此本节实验

首先研究校准程度较好的模型用不确定指标选择测试子

集在发现模型误分类样例方面的能力是否优于校准程度

较差的模型.

实验选取的基准模型为 DenseNet１２１,其在各测试集上

的表现如表２所列.我们利用相对准确率R 和测试子集在

基准模型上的准确率来评估不同校准程度的模型选取测试子

集的质量.在Brightness测试集上得到的实验结果如表３所

列,其中相对准确率越高表示模型检测误分类样例的能力越

强,基准模型准确率越低表示模型检测误分类样例的能力越

强.表４列出了实验结果在不同 OOD测试集和不确定指标

上的平均值并统计了校准模型的实验结果优于未校准模型实

验结果的百分比.

０４ ComputerScience 计算机科学 Vol．５１,No．６,June２０２４



表３　在Brightness测试集上发现误分类样例实验结果

Table３　ExperimentresultsofrevealingmisclassificationsampleonBrightnesstestset

Model
RelativeAcc

Gini Margin MaxP Entropy
BaselineAcc

Gini Margin MaxP Entropy
RelativeAcc

Gini Margin MaxP Entropy
BaselineAcc

Gini Margin MaxP Entropy

CIFAR１０

VGG１６ＧNA ４６．８０ ４４．８０ ４５．８０ ４９．３０ ７２．５ ７６．５ ７３．０ ６８．５ ４３．０５ ４２．０５ ４２．３０ ４３．０５ ７３．５０ ７３．５０ ７３．２５ ７２．５０
VGG１６ＧMX ５２．２８ ４８．７８ ４８．７８ ５１．２８ ６６．０ ７１．０ ６７．０ ６７．０ ４４．０３ ４３．５３ ４４．０３ ４４．７８ ６７．２５ ６７．７５ ６７．２５ ６７．２５
VGG１６ＧLS ４３．６６ ４２．６６ ４３．６６ ４５．１６ ６３．５ ６４．５ ６４．５ ６１．０ ４４．１６ ４２．６６ ４３．６６ ４５．６６ ７０．２５ ７０．５０ ６９．７５ ６９．２５
VGG１６ＧTS ４７．８０ ４５．３０ ４８．８０ ４８．８０ ７０．０ ７５．０ ７１．０ ６９．５ ４２．８０ ４２．３０ ４２．８０ ４４．０５ ７２．２５ ７３．２５ ７３．５ ６９．５０

ResNet５０ＧNA ４２．７２ ４１．７２ ４２．７２ ４３．７２ ６１．０ ６２．５ ６１．５ ５９．０ ４０．２２ ３９．７２ ３９．９７ ３９．７２ ６２．７５ ６３．５０ ６３．００ ６２．２５
ResNet５０ＧMX ５５．２５ ５２．７５ ５４．７５ ５６．２５ ５９．０ ５９．０ ５９．０ ５７．０ ４６．００ ４６．００ ４６．００ ４５．５０ ５８．７５ ５９．００ ５９．００ ５８．７５
ResNet５０ＧLS ５１．７４ ５０．２４ ５０．２４ ５２．２４ ５５．０ ５５．５ ５６．５ ５６．０ ４５．４９ ４５．４９ ４５．４９ ４４．７４ ５８．７５ ５９．００ ５８．７５ ５９．００
ResNet５０ＧTS ４２．７２ ４３．２２ ４４．７２ ４５．２２ ６０．５ ６１．５ ５９．０ ５８．５ ３９．４７ ４０．２２ ３９．２２ ４１．４７ ６３．００ ６２．５０ ６２．７５ ６２．２５

CIFAR１００

VGG１６ＧNA ５７．６０ ５０．６０ ５８．６０ ５７．１０ ４３．５ ４１．５ ４３．５ ４１．５ ５６．６０ ５０．６０ ５６．６０ ５６．１０ ４３．５０ ４７．７５ ４３．２５ ４５．５０
VGG１６ＧMX ６２．５０ ５２．５０ ６３．００ ６１．００ ３２．５ ４２．０ ３３．５ ３４．５ ６０．００ ５２．００ ５９．５０ ５８．７５ ３９．５０ ４７．００ ４１．２５ ４２．００
VGG１６ＧLS ５５．７７ ５５．７７ ６０．７７ ５２．２７ ４１．５ ４６．０ ４１．０ ４３．０ ５８．５２ ５３．７７ ５８．２７ ５６．５２ ４３．００ ４８．２５ ４２．００ ４４．２５
VGG１６ＧTS ５７．１０ ５１．１０ ５８．６０ ５４．１０ ４２．０ ４２．０ ４２．０ ４２．５ ５５．８５ ５２．８５ ５６．１０ ５４．６０ ４５．２５ ４３．２５ ４８．７５ ４６．２５

ResNet５０ＧNA ６０．８８ ５３．８８ ６２．３８ ６１．３８ ３３．５ ４１．５ ３８．５ ３４．０ ５５．６３ ５０．６３ ５７．８８ ５３．８８ ３９．２５ ４５．００ ３９．００ ４０．００
ResNet５０ＧMX ５８．５５ ５７．０５ ５７．５５ ６１．０５ ３１．５ ３７．５ ３３．５ ３０．０ ５８．３０ ５６．８０ ５８．５５ ５７．５５ ３１．００ ４１．００ ３３．２５ ３０．００
ResNet５０ＧLS ６１．４４ ５２．４４ ６０．９４ ５９．９４ ３１．５ ４２．５ ３１．５ ３３．０ ５５．４４ ４９．６９ ５５．６９ ５４．９４ ３２．２５ ４５．２５ ３３．００ ３１．２５
ResNet５０ＧTS ６１．３８ ５３．３８ ６１．８８ ６０．８８ ３４．５ ４２．０ ３６．０ ３５．０ ５４．６３ ５０．６３ ５６．８８ ５２．６３ ３９．００ ４４．００ ４０．００ ４０．００

表４　发现误分类样例实验中校准模型表现占优的比率

Table４　Ratioofcalibratedmodelsoutperforminguncalibratedmodelsinrevealingmisclassificationsampleexperiments

Uncertainty Gini Entropy MaxP Margin Gini Entropy MaxP Margin
Brightness ６２．５０ ８３．３３ ６６．６７ ６２．５０ ８７．５０ ６６．６７ ９１．６７ ７９．１７

Fog ３７．５０ ７０．８３ ５４．１７ ３３．３３ ８３．３３ ８３．３３ ７５．００ ７０．８３
Blur ５４．１７ ７９．１７ ６２．５０ ４１．６７ ６６．６７ ６２．５０ ７５．００ ７５．００
Noise ７０．８３ ６６．６７ ７５．００ ５８．３３ ７０．８３ ７０．８３ ７５．００ ６６．６７

　　如表３所列,４种校准程度不同的模型选出的测试子集

在上述两个指标的评估上有明显的区别.校准后的模型选择

的测试子集在基准模型准确率和相对准确率的度量上都明显

优于未校准模型选择的测试子集.例如 CIFAR１０数据集标

注成本为２％,校准程度较好的 VGG１６ＧMX用DeepGini选择

的测试子集的相对准确率和基准模型准确率分别为５２．２８和

６６．０,而校准程度较差的 VGG１６ＧNA选择的测试子集对应的

结果为４６．８和７２．５.二者之间的差距较为明显.

同时,使用 TemperatureScaling校准的模型所选择的测

试子集 质 量 相 比 未 校 准 的 模 型 并 无 明 显 优 势.例 如 CIＧ

FAR１０数据集标注成本为４％,校准程度较好的 ResNet５０Ｇ

TS用 DeepGini选择的测试子集的相对准确率和基准模型准

确率分别为３９．４７和６３．０,而校准程度较差的 ResNet５０ＧNA
选择的测试子集对应的结果为４０．２２和６２．７５.二者之间差

距不大,但是校准后模型的表现不如未校准模型.出现上述

现象的原因主要有以下两点:１)TemperatureScaling适合在

原始测试集上校准,减小模型在原始测试集上的 ECE,若测

试集的分布和原始测试集相差较大,则该方法校准效果不佳.

２)该方法只改变Softmax的置信度,使模型的预测更加尖锐

或平滑,但不会改变模型准确率,对于某些不确定指标,如

MaxP,不会改变根据该指标排序的样本的相对顺序,因而

失效.

如表４所列,总体而言,校准程度较好的模型明显优于校

准程度差的模型.使用相对准确率度量,在１３/１６组实验结

果中,校准程度好的模型选择的测试子集质量优于校准程度

较差的模型,平均６１．１９％经过校准训练后的模型对应的实

验结果优于未校准模型对应的实验结果.使用基准模型准确

率度量,１６/１６组实验结果显示校准程度好的模型优于校准

程度差的模型,平均７０．５７％经过校准训练后的模型对应的

实验结果优于未校准模型对应的实验结果.基于上述实验结

果,我们得到RQ２的回答:用 Mixup和LabelSmoothing训练

得到的校准程度好的模型相比未校准模型能选择包含更多误

分类样例的测试子集,而 TemperatureScaling在这方面的能

力并不突出.

５．３　RQ３:不同校准程度模型提升重训练模型表现的能力

为了比较使用不同校准程度模型选择的测试子集对提升

重训练模型表现的影响,我们用不同校准程度模型选择的测

试子集重训练基准模型.表５列出了在Brightness测试集上

重训练基准模型的准确率.

表６列出了实验结果在不同 OOD测试集和不确定指标

上的平均值并统计了校准模型的实验结果优于未校准模型实

验结果的百分比.

如表５所列,使用不同校准程度模型选择的测试子集来

重训练模型没有太大的区别.例如,在 CIFAR１０数据集中,

标注 成 本 为 ２％ 和 ４％ 时,校 准 较 好 的 VGG１６ＧMX 使 用

DeepGini选择的测试子集的重训练模型准确率分别为９４．３８
和９５．１,而校准程度较差的 VGG１６ＧNA 对应的结果为９４．４４
和９５．３２,二者之间的差距不大.

如表６所列,总体而言,校准模型的重训练实验结果优于

未校准模型的比例为１０/１６,平均５１．８１％的校准模型对应的

实验结果优于未校准模型对应的实验结果,二者之间差距不

明显.出现上述现象的原因可能有以下３点:１)校准模型和

未校准模型之间的 ECE差距不大,例如在 CIFAR１０数据集

上,VGG１６ＧNA在 Brightness测试集上的 ECE 为 ４．９７,而

VGG１６ＧMX的 ECE为２．６５.因此,选取测试子集的质量虽

然可以区分,但差距不明显,不足以给重训练过程提供较大的
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帮助.２)研究表明,重训练的方式和候选测试集中的数据分

布对重训练模型的表现都会有所影响[３５].因此在本文的实

验设置下,使用包含更多误分类样例的测试子集来重训练

模型并不一定意味着表现有更大的提升.３)选取测试子集的

模型与重训练模型不一致,这导致选取的测试子集可能对重

训练模型没有帮助.

表５　Brightness测试集上模型重训练实验结果

Table５　ExperimentresultsofmodelretrainingonBrightnesstestset

Model
RetrainAcc(２％)

Gini Margin MaxP Entropy
RetrainAcc(４％)

Gini Margin MaxP Entropy

CIFAR１０

VGG１６ＧNA ９４．４４ ９４．１５ ９４．０５ ９４．７１ ９５．３２ ９４．４５ ９４．３４ ９４．７８
VGG１６ＧMX ９４．３８ ９４．２３ ９４．１０ ９４．７５ ９５．１０ ９５．３３ ９５．２５ ９４．９１
VGG１６ＧLS ９４．６０ ９４．６９ ９４．８７ ９４．７６ ９４．８９ ９４．６７ ９５．１４ ９４．４６
VGG１６ＧTS ９４．６１ ９４．３３ ９４．２７ ９４．９９ ９５．０３ ９４．４８ ９４．４０ ９５．３９

ResNet５０ＧNA ９４．８２ ９４．５１ ９４．６１ ９４．４２ ９５．２７ ９５．１７ ９５．０３ ９５．４６
ResNet５０ＧMX ９４．０５ ９３．９３ ９４．２５ ９４．０３ ９５．５４ ９５．２１ ９５．２６ ９５．４５
ResNet５０ＧLS ９４．２８ ９４．１６ ９３．９３ ９４．４３ ９５．１９ ９５．２１ ９５．１８ ９４．６４
ResNet５０ＧTS ９４．６５ ９４．６７ ９４．６９ ９４．７５ ９５．２９ ９５．２１ ９５．２５ ９５．３２

CIFAR１００

VGG１６ＧNA ７２．９５ ７１．８６ ７３．６３ ７３．１７ ７５．２５ ７４．１９ ７４．６５ ７５．４１
VGG１６ＧMX ７４．１２ ７３．１５ ７３．１３ ７３．５１ ７５．０１ ７４．７９ ７５．１７ ７５．１９
VGG１６ＧLS ７３．６０ ７３．７９ ７３．２２ ７２．８３ ７６．４０ ７４．６５ ７５．６７ ７５．９８
VGG１６ＧTS ７３．３６ ７１．６５ ７３．２５ ７２．４５ ７４．７７ ７４．１５ ７５．３０ ７５．８３

ResNet５０ＧNA ７４．３９ ７２．７７ ７４．７６ ７２．６１ ７５．７３ ７４．４７ ７５．１９ ７６．３３
ResNet５０ＧMX ７４．２４ ７４．２１ ７２．８５ ７４．８１ ７５．２１ ７３．９２ ７３．５６ ７５．２８
ResNet５０ＧLS ７３．４５ ７３．２９ ７２．５８ ７４．６１ ７５．５８ ７４．１３ ７５．７７ ７５．９６
ResNet５０ＧTS ７３．５０ ７２．２６ ７３．７４ ７２．９６ ７５．２１ ７４．５０ ７５．５８ ７５．３３

表６　重训练实验中校准模型的表现占优的比率

Table６　Ratioofcalibratedmodelsoutperforminguncalibrated

modelsinretrainingexperiments

Uncertainty Gini Margin MaxP Entropy
Brightness ３３．３３ ７０．８３ ６２．５０ ５４．１７

Fog ５４．１７ ５８．３３ ５４．１７ ６２．５０
Blur ６２．５０ ４１．６７ ４５．８３ ４１．６７
Noise ５４．１７ ４５．８３ ５４．１７ ３３．３３

基于上述实验结果,本节得出 RQ３的回答:尽管校准较

好的模型能选出包含更多误分类样例的测试子集,但该测试

子集并不一定对重训练有帮助.一个模型选出的测试子集可

能并不会对另一个模型的重训练有帮助.此外,重训练模型

需要考虑到候选测试集中样本的分布.

结束语　本文指出了现有测试样例选取工作中存在的缺

陷:利用预测不确定性进行测试样例选取的工作中没有考虑

模型校准的影响,忽略了模型对不确定性的估计是否准确的

问题.用 Kendall系数衡量模型校准和任务中使用的预测不

确定指标相关性,可发现二者之间存在一定关系,且校准程度

更高的模型选择的测试子集在发现误分类样例方面的质量更

高.未来我们将继续探索在其他领域的模型和数据集上,如

自然语言处理任务、RNN 架构和 SelfＧAttention架构的模型

上,模型校准与基于不确定性的测试样例选取指标之间的关

系;考虑提出基于不确定性的测试样例选取指标,但不受模型

校准程度的影响.
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