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摘　要　心房颤动(AF)是临床上最常见的心律失常之一.左心房及其心肌梗死后疤痕区域的准确分割和面积评估,对于心肌

梗死患者出现 AF的早期诊断、治疗规划以及预后评估具有极其重要的临床意义.深度学习方法是进行左心房及其心肌梗死

后疤痕区域自动分割的主流方向.但是由于心肌梗死后疤痕体积小且容易受到周围增强组织的影响,分割精度尚有待提高.
为此,提出了一种基于多尺度注意力和不确定性损失的两阶段深度学习模型.一方面,在网络上采样之前引入多尺度注意力模

块(MSAM),该模块能够编码丰富的多尺度语义信息并让模型更为关注重要的语义信息及空间信息.另一方面,引入不确定

性损失(UncertaintyLoss)以增强模型对疤痕不确定性的建模能力.此外,还采用直方图匹配(HM)增强图像质量,提高网络的

分割能力.将所提出的方法在验证集以及左心房和疤痕量化与分割挑战赛(LAScarQS＋＋)验证平台上进行验证,实验结果均表

明该方法分割的疤痕更加完整,分割精度也得到了提升.与nnUＧNet相比,心肌梗死后疤痕分割骰子系数(Dice)提高了８．１２％.
关键词:心肌梗死后疤痕;深度学习;图像分割;不确定性损失;nnUＧNet;多尺度注意力
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Abstract　AtrialFibrillation(AF)isoneofthemostcommonarrhythmiasclinically．Accuratesegmentationandareaassessment
oftheleftatriumanditsscarareaaftermyocardialinfarctionareofgreatclinicalsignificancefortheearlydiagnosis,treatment

planningandprognosisassessmentofAFinpatientswithmyocardialinfarction．ThedeeplearningＧbasedmethodisthemainＧ
streamdirectionforautomaticsegmentationoftheleftatriumandthescarareaaftermyocardialinfarction．However,asthescar
aftermyocardialinfarctionissmallinsizeandeasilyaffectedbythesurroundingenhancedtissue,thesegmentationaccuracystill
remainstobeimproved．Therefore,atwoＧstagedeeplearningmodelbasedonmultiＧscaleattentionanduncertaintylossisproＧ

posed．Ontheonehand,aMultiＧScaleAttentionModule(MSAM)isintroducedbeforesamplingonthenetwork．Thismodulecan
encoderichmultiＧscalesemanticinformationandmakethemodelpaymoreattentiontoimportantsemanticandspatialinformaＧ
tion．Ontheotherhand,uncertaintylossisintroducedtoenhancethemodel’sabilitytomodelscaruncertainty．Inaddition,this
studyalsouseshistogrammatching(HM)toenhanceimagequalityandimprovethesegmentationabilityofthenetwork．The

proposedmethodisverifiedonthevalidationsetandtheleftatrialandscarquantificationandsegmentation(LAScarQS＋＋)

evaluationplatform．TheexperimentalresultsshowthatthescarsegmentedbythismethodismorecompleteandthesegmentaＧ



tionaccuracyisalsoimproved．ComparedwithnnUＧNet,theDicecoefficient(Dice)ofscarsegmentationaftermyocardialinfarcＧ
tionisincreasedby８．１２％．
Keywords　PostＧMyocardialinfarctionscar,Deeplearning,Imagesegmentation,Uncertaintyloss,nnUＧNet,MultiＧscaleattention

　

１　引言

心房颤动(AtrialFibrillation,AF)是临床上最常见的心

律失常之一,在中国成年人群中的患病率为１．６％[１].据估

计,到２０３０年,全球将有超过１２００万人受到 AF的影响[２].

AF的发生与左心房(LeftAtrial,LA)心肌梗死后疤痕的形成

密切相关,这些疤痕区域为研究 AF的发病机制和进展提供

了重要信息,并且其位置和范围对治疗策略的选择起到了决

定性作用.临床上通常采用晚期钆增强磁共振成像(Late
GadoliniumEnhancementMagneticResonanceImaging,LGEＧ
MRI)技术可视化LA心肌梗死后的疤痕,并通过手动勾画的

方式进行疤痕面积评估.然而手动勾画LA和疤痕非常耗时

且需要具备专业知识,因此开发基于 LGEＧMRI的 LA 和疤

痕的自动分割算法的必要性极强.由于 LGEＧMRI图像质量

差、LA壁薄且形状多变以及周围组织噪声增强,心肌梗死后

疤痕的精准自动分割仍然具有挑战性.
由于心肌梗死后疤痕位于 LA 壁上,因此目前大多数研

究在进行疤痕分割之前,一般先进行LA的定位及分割,如图

１所示,其中左心房区域用红色表示,左心房边界用白色表

示,疤痕用绿色表示.Karim 等[３]首先分割 LA,然后通过定

义与LA心内膜的固定距离来生成LA壁分割,再从LA壁中

提取 疤 痕.Lefebvre等[４]提 出 了 一 种 LA 疤 痕 分 割 网 络

LASSNET,其采用多网络顺序方法,分为２个阶段４个步骤

来进行 LA和疤痕的分割,最终取得了 Dice为０．５９１的分割

精度.针对疤痕小且离散的问题,Li等[５]提出了一种利用图

切割框架结合卷积神经网络预测图的边权重的方法来进行自

动疤痕分割,并且通过引入多尺度网络以同时学习局部和全

局特征,最终提高了分割性能.但是该方法需要训练３个网

络,不仅时间代价昂贵,而且空间复杂度高.Li等[６]提出了

一个端到端的多任务分割网络 AtrialJSQnet,他们通过隐式

表面投影的形状注意机制,利用 LA 和疤痕之间的内在空间

关系,最终取得了 Dice为 ０．５４３的分割精度.Zhou等[７]提

出了一个由粗到细框架下的多任务学习模型,其中细模型可

以同时分割LA和疤痕;并且他们开发了一个边缘增强的特

征引导模块,使用３D中心差分卷积来探索LA和疤痕之间的

空间关系,最终取得了 Dice为０．６３１的分割精度.这些方法

虽然极大地促进了心肌梗死后疤痕分割的性能,但是对于不

确定和不准确的疤痕分割,目前的分割精度还有待提高.

图１　左心房与疤痕空间关系示例图(电子版为彩图)

Fig．１　Exampleofthespatialrelationshipbetweentheleftatrium

andscar

针对上述分割模型存在的问题,本文构建了一个基于多

尺度注意力和不确定性损失的两阶段分割模型.其中,多尺

度模块(MultiＧScaleModule,MSM)可以扩大网络内的感受

野,从而实现多尺度特征和全局上下文信息的整合,这种整合

可以增强网络对不同尺度疤痕的识别能力;通道注意力模块

(ChannelAttentionModule,CAM)和位置注意力模块(PosiＧ
tionalAttentionModule,PAM)加强网络对感兴趣区域的注

意力,突出疤痕组织,降低背景的影响.此外,本文引入了一

种新颖的不确定性损失[８],它在网络训练过程中通过 MonteＧ

Carlodropout学习不确定性信息,无需对网络进行任何额外

修改.为了增强图像质量,对心肌梗死后的疤痕训练集图像

进行直方图匹配(Histogram Matching,HM)[９].具体来说,

本文的贡献如下:

１)提出一种多尺度注意力模块(MultiＧScaleAttention
Module,MSAM)以增强模型对丰富语义信息的捕捉能力,

MSM 之后的注意力机制能够增强模型对疤痕的感知能力,

这有助于更精确地识别和分割离散分布的疤痕体积.

２)为了提升模型对不确定和不准确的疤痕的分割能力,

采用不确定性损失函数,在模型训练过程中学习疤痕不确定

性估计,有效改善了疤痕预测的不确定性.

３)提出了一个两阶段分割网络,在充分利用 LA 作为初

始化的基础上简化模型设计,易用性强.

２　相关工作

２．１　多尺度方法

多尺度方法可以利用不同尺度的特征,在医学图像分

割中非常有效.Su等[１０]和 Khan等[１１]通过构建多尺度网

络来捕获多尺度信息;Zhou等[７]提出了一个扩展初始模

块来学习 LA和疤痕的多尺度特征.尽管这些２D多尺度

方法取得了不错的效果,但它们并未将体积图像视为一个

整体,因为它们仅逐片分析图像数据,而忽略了来自其他

切片的信息.Li等[１２]基于３D UＧNet提出一种基 于 多 尺

度决策层 融 合 策 略 的 分 割 方 法,以 解 决 LA 跨 域 分 割 问

题.但是,该方法需要修改３DUＧNet的解码器部分,泛化

能力有限.本文通过在 nnUＧNet[１３]上采样之前引入多尺

度模块,既可以充分利用体积信息提取多尺度特征,又不

需要对网络主干进行修改.

２．２　注意力机制

注意力机制使模型更关注重要区域,从而提高特征提取

的效果.压 缩 激 励 网 络 (SqueezeＧandＧExcitationNetworks,

SENet)[１４]通过建模卷积特征通道之间的相互依赖关系,来增

强网络的特征提取能力,但是忽略了空间维度.卷积注意力

模块(ConvolutionalBlockAttentionModule,CBAM)由 Woo
等[１５]于２０１８年提出,其不仅对通道注意力进行建模,还对

空间注意力进行建模.瓶颈注意力模块(BottleneckAttenＧ

tionModule,BAM)[１６]进 一 步 扩 展 了 CBAM,通 过 在 网 络

５６２张鑫艳,等:基于多尺度注意力和不确定性损失的两阶段左心房疤痕分割



的瓶颈层引入注意力机制,增强网络对关键特征的关注.

目前很少有研究将注意力机制应用于心肌梗死后疤痕的

分割任务,本文假设在网络上采样之前引入注意力机制,

能够进一步增强网络对多尺度特征中重要语义信息及位

置信息的定位能力.

２．３　心脏 MRI分割的不确定性估计

在医学图像分割中,由于数据量有限而导致的模型参数

不确定性被称为模型不确定性.模型不确定性与分割准确性

相关,神经网络不确定性度量可以帮助识别潜在的不准确分

割[１７].Sander等[１８]将基于 MonteCarloDropout的方法应用

于心脏 MRI分割,他们通过校正不确定的像素改进分割结

果.Yang[１９]等采用 Overlaploss来解决LA分割中边界模糊

性导致的背景与前景分类的不确定性.晚期钆增强图像质量

差、左心房疤痕形状多变且分散的特点,决定了 LA疤痕分割

具有高度不确定性.因此,本文采用由 Dice,CrossEntropy
和 UncertaintyLoss组成的混合损失在模型训练过程中进行

不确定性估计,以改善疤痕分割效果.

３　两阶段左心房疤痕分割网络设计

３．１　整体框架

本文所提方法的总体框架如图２所示,采用两阶段方法

进行LA及心肌梗死后疤痕的分割.第一阶段:因为疤痕小

且离散分布在LA边界,因此首先用nnUＧNet分割出 LA,从

而起到定位疤痕的作用.通过对LA预测掩码进行膨胀和腐

蚀操作,得到LA边界,即LA壁.第二阶段:将LGEＧMRI图

像与LA壁图像一起作为该阶段的输入.由于晚期钆增强图

像质量较差,图像对比度低,因此随机将验证集中分割结果差

的图像与训练集中的图像进行 HM,然后将其输入到改进后

的nnUＧNet中进行训练.改进后的nnUＧNet如图３所示,其

由１４个卷积层组成,在每个 LeakyReLu激活函数之后加一

个 Dropout层,以防止模型过拟合.为了充分利用图像的多

尺度信息并让网络更加注意到重要的语义信息和空间信息,

在nnUＧNet上采样之前引入 MSAM[２０],帮助模型更精确地

识别和分割心肌梗死后的疤痕区域.

图２　总体网络架构

Fig．２　Overallnetworkstructure

图３　改进后的nnUＧNet

Fig．３　ImprovednnUＧNet

３．２　提取LA壁

LA壁的生成步骤如下[２１]:

１)对模型第一阶段输出的预测掩码进行膨胀操作.根据

文献[２２],LA壁的平均厚度为２~３mm,因此将 LA 边界向

外膨胀３个像素.膨胀能够扩大边界,从而模拟 LA 壁的

厚度.

２)对LA边界执行腐蚀操作.腐蚀与膨胀相反,它使边

界向内收缩.这一步通过考虑 LA的内边界来细化 LA 壁的

估计.

３)计算膨胀边界BD和腐蚀边界BE之间的差异,该差异可

以被视为LA壁的粗略估计,因为它位于膨胀的外边界和腐

蚀的内边界之间.接着进一步细化 LA 壁,计算膨胀边界与

LA预测掩码B之间的差异,确保膨胀边界不包括与LA预测

掩码重叠的区域.LA壁掩码计算式如式(１)所示.

MWall＝BD－BE－B (１)

然后对体素强度进行归一化和阈值处理,使得体素强度

对应于LA壁体素,０对应于背景体素.

４)将步骤３)获得的LA壁掩码与原始LGEＧMRI图像叉

乘,粗略确定LA壁IWall,如式(２)所示.

IWall＝I☉MWall (２)

IWall中的像素值非零区域即为 LA 壁区域LAWall,如式(３)

所示.

LAWall＝＝{P|P∈IWall,P＞０} (３)

为了减少患者个体差异、扫描时长及造影剂的影响,对
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LA壁区域进行体素强度归一化,如式(４)所示.

LA􀬈wall＝LAWall/P
~ (４)

这样做的目的是增强第二阶段 UＧNet网络的泛化能力.

３．３　直方图匹配

HM,又称直方图规定化,是指将一幅图像的灰度直方图

转换成指定形状的直方图,即将一幅图像的直方图与另一幅

图像进行匹配的图像增强算法.因为直方图反映了图像全局

像素灰度值的分布,所以直方图匹配可以调节全局亮度和对

比度[２３Ｇ２４].其原理如下:

s和t分别表示源图像和目标图像的灰度级,Ps(s)和

Pt(t)分别表示s和t的概率密度函数.在直方图均衡化中,S
是s均衡化后图像的灰度值,其转换式如下:

S＝F(s)＝(L－１)∫
s

０

Ps(s)ds (５)

其中,L表示灰度级数目,在８Ｇbit灰度图像中,L为２５６;S为

随机变量;s通过变换函数F(s)转换为S.

对于目标图像,其变换函数如下:

T＝M(t)＝(L－１)∫
t

０

Pt(t)dt＝S (６)

其中,T 为随机变量,t通过变换函M(t)转换为T.

因为F(s)＝ M(t),所以t满足如下条件:

t＝M－１[F(s)]＝M－１(S) (７)

以上３个算式表明,经过以下步骤,即可求出指定图像经

HM 后的目标图像.

１)由源图像得到Ps(s),并由式(５)得到S的值.

２)由式(６)指定的概率密度函数,求得变换函数 M(t).

３)对均衡后的图像中具有S 值的每个像素执行反变换

函数t＝M－１(S),得到输出图像中的相应像素.

４)当图像中的像素被逐个处理完后,目标图像的概率密

度函数将等于指定的概率密度函数.

３．４　多尺度注意力模块

如图 ４ 所 示,MSAM 由 MSM,CAM 和 PAM 组 成.

MSAM 输入编码器端特征,输出捕获的全局信息、重要的语

义信息和空间位置信息.F∈RC×H×W×D,其中C,H,W,D 分

别表示特征图的通道、高度、宽度和深度.MSAM 依次计算

多尺度信息注意力图MMulＧscale∈RB×C×H×W×D、语义信息注意

力图MSemantic ∈ RB×C×１×１×１、位 置 信 息 注 意 力 图MPositional ∈
RB×１×H×W×D,用于加权输入特征图F,从而得到精炼的特征

图F′,如式(８)－式(１０)所示:

F１＝MMulＧscale(F)®F (８)

F２＝Msemantic(F１)􀱋F１ (９)

F′＝MPositional(F２)􀱋F２ (１０)

其中,F１,F２∈RC×H×W×D是中间结果,®表示特征图拼接,􀱋
表示元素乘法.

图４　多尺度注意力模块

Fig．４　MultiＧscaleattentionmodule

３．４．１　多尺度模块

为了让模型注意到细节信息,提高分割精度,采用一个

MSM将编码器特征F作为输入以捕获多尺度信息.MSM 有

４条并行路径,通过不同膨胀率的空洞卷积获取不同感受野的

特征,可以增强模型边界处理能力,同时也可以捕获不同大小

的疤痕特征;最后通过拼接和融合这些特征增强模型的表达能

力,提高疤痕分割精度.由于疤痕体积很小,MSM 模块中采用

的膨胀率为[１,２,４,８].多尺度模块的详细结构如图５所示.

图５　多尺度模块

Fig．５　MultiＧscalemodule

３．４．２　通道注意力模块

CAM 将F１作为输入特征并生成通道注意力图Msemantic,

该注意力图关注３D体积中哪些语义信息是重要的.区别于

传统二维通道注意力机制,本方法针对三维医学图像特性进

行了适应性改进.全局平均池化关注每个类别的信息,有助

于捕获更广泛的上下文信息.医学图像常存在部分容积效应

和伪影干扰.全局平均池化通过特征平均抑制局部异常值的

影响.考虑到LGEＧMRI图像质量较差,图像对比度低,易受

周围增强噪声的影响,同时LA疤痕形状多变,采用全局平均

池化有助于捕获全局特征.因此,仅在特征维度执行全局平

均池化,得到１个B×C×１×１×１的特征图,然后进行１×１

×１卷积操作,并通过 Sigmoid函数得到 CAM 的权重系数

Msemantic(F１),如式(１１)所示.

Msemantic(F１)＝σ(MLP(AP(F１))) (１１)

其中,σ(􀅰)表示sigmoid激活函数,MLP(􀅰)表示全连接层,

AP(􀅰)表示全局平均池化.

最后将该权重系数与F１相乘,得到最终的通道特征图.

通过以上步骤和算式,模型能够学习每个通道的重要性,为每

个通道分配不同的权重,更好地聚焦于关键特征,从而提升整

体性能.通道注意力模块的详细结构如图６所示.
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图６　通道注意力模块

Fig．６　Channelattentionmodule

３．４．３　位置注意力模块

PAM 将F２作为输入特征,并生成位置注意力图MPositional,

如图７所示.PAM 对特征图中特定空间位置进行加权,能够

自适应地选择关注的区域,抑制不重要的空间信息,关注输入

体积中重要信息的位置.输入特征F２,首先在特征通道维度

求平均值和最大值,得到两个B×１×D×H×W 的特征图,

然后将全局最大池化和全局平均池化的结果按照通道拼接,

再通过一个７×７×７卷积和sigmoid激活函数,得到最终的

３D空间注意力图,如式(１２)所示.

MPositional(F２)＝σ(Conv(MP(F２);AP(F２))) (１２)

其中,MP(􀅰)表示全局最大池化;AP(􀅰)表示全局平均池

化;Conv(􀅰;􀅰)表示卷积操作,分号表示对全局最大池化和

全局平均池化进行拼接.

通过上述步骤和计算,模型能够有效地捕捉特征图中的

重要区域,学习不同空间的重要程度,从而提高模型的性能和

准确性.

图７　位置注意力模块

Fig．７　Positionalattentionmodule

３．５　损失函数

对于LA 分割,损失函数为 Dice和 CrossEntropyLoss
之和,如式(１３)所示.

LossLA＝LossDice＋LossCE (１３)

为了改善疤痕预测的不确定性,采用 Uncertainty与 Dice
和CrossEntropyLoss的混合损失来进行 LA 心肌梗死后疤

痕的分割.采用 MonteＧCarlodropout(MCＧdropout)来建模

网络训 练 过 程 中 的 不 确 定 性 (Sample Variance)[８].MCＧ

dropout的原理为首先训练一个含有dropout层的网络,然后

在训练期间对网络进行 N 次采样,即获取 MonteＧCarlodropＧ

outsamples(MCＧsamples)的过程,这些样本的平均值(μi)被

用作最终分割[８],如式(１４)所示.

μi＝１/N∑
n
(yi,n) (１４)

SampleVariance被计算为每个像素i的N 个 MCＧsamples的

方差(σ２
i),如式(１５)所示.

σ２
i＝１/N∑

n
(yi,n－μi)２ (１５)

由于样本方差是像素级的不确定性度量,为了获得图像级不

确定性(UncertaintyLoss),计算图像所有像素的σ２
i的均值,如

式(１６)所示.

LUncertaintyLoss＝１/I∑
i
(σ２

i) (１６)

LA疤痕分割的最终损失如式(１７)所示,其中超参数γ
控制不确定性损失对总损失的贡献.

LTotal＝LossDice＋LossCE＋γLUncertaintyLoss (１７)

４　实验

４．１　数据集和实验设置

数据集由左心房和疤痕量化与分割挑战赛(LeftAtrial

andScarQuantificationandSegmenＧtation,LAScarQS＋＋)

组织者提供[２５Ｇ２６].该挑战赛有两个任务:第一个任务侧重于

从多中心LGEＧMRI中分割 LA,第二个任务侧重于分割 LA
疤痕.本研究主要关注第二个任务.该数据集包括６０例房

颤患者消融前后３到６个月的晚期钆增强磁共振图像(LGEＧ

MRI)以及相应的LA和疤痕分割标签,３DLGEＧMRI扫描的

空间分辨率为０．６２５×０．６２５×２．５mm３.这些图像是在３个

中心(犹他大学、贝斯以色列女执事医疗中心和伦敦国王学

院)收集的.将数据集的８０％用于训练,２０％用于推理,以评

估模型的性能.基线模型(BL)为两个 nnUＧNetv２[１３],不对

nnUＧNetv２做任何修改,模型基于 PyTorch实施,使用３个

NVIDIAGeForceRTX４０９０GPU.所有网络均使用 Adam
优化器进行训练,初始学习率为０．０００３,最大epochs设置为

５００,batch_size为２.模型从头开始训练,并在训练集上使用

５倍交叉验证进行评估.为了防止过度拟合,在训练期间,采

用随机旋转、随机缩放、随机弹性变形、伽马校正增强和镜像

等数据增强方法.本文采用 SimpleITK 内置的 Histogram_

matching函数来进行直方图匹配[２７].

４．２　评价指标

本文验证集采用骰子系数(Dice)、豪斯多夫距离(HausＧ

dorffDistance,HD)和广义骰子系数(GeneralizedDiceScore,
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GDice)作为评价指标,LAScarQS＋＋验证平台采用 Dice和

GDice作为评价指标.

Dice是一种常用于评估预测的分割掩码与实际的分割掩

码之间的相似性或重叠性的度量,对于评估图像分割任务的

性能特别重要.

Dice＝２|Sauto
k ∩Smanual

k |
|Sauto

k |＋|Smanual
k |

(１８)

其中,Sauto
k ,Smanual

k 分别为标签k的预测标签和真值.

HD 用于评估感兴趣对象的形状和轮廓精度,计算３D分

割的最大误差距离.因此,HD 可以进一步衡量异常值的

存在.

h(x,y)＝max
x∈X

{min
y∈Y

{d(x,y)}} (１９)

其中,X,Y 表示两组轮廓点,d(x,y)表示点x和y 之间的欧

氏距离.

GDice是通过评估所有标签的分割得到的加权 Dice分

数[２８].

GDice＝
２∑

Nk－１

k＝０
|Sauto

k ∩Smanual
k |

∑
Nk－１

k＝０
(|Sauto

k |＋|Smanual
k |)

(２０)

其中,Sauto
k ,Smanual

k 分别表示自动分割的预测标签k 和人工手

动勾画的标签k,Nk为标签数量.

４．３　消融实验

为了验证 MSAM 中 MSM,CAM 和 PAM 的有效性,在

BL的基础上构建７个消融网络,采用 LAScarQS＋＋数据集

进行训练和验证.如表１所列,添加 MSM,CAM 和PAM 的

消融模型均提高了分割精度.具体而言,添加 MSM 后,消融

模型Dice提高了３．８７％,HD减少了１．０３７５mm,GDice提高了

０．９１％.这表明对于分割大小不固定的目标,添加多尺度信息

后能够捕获更丰富的语义信息,从而提升模型分割精度.添加

CAM 后,消融模型Dice提高了３．４２％,HD减少了１．０８４mm,

GDice提高了１．０２％.这表明CSM 可以让模型更加关注到重

要信息,提升模型捕捉关键特征的能力.添加 PAM 后,消融

模型Dice提高了３．６９％,HD减少了１．３６７６mm,GDice提高了

１．１８％.这表明PAM 可以使模型注意到疤痕的位置信息,

从而提升分割精度.当将 MSM,CAM 和 PAM 两两组合添

加到消融模型后,分割精度进一步得到了提升.同时添加

MSM 和CAM 的消融模型 Dice提高了４．６７％,HD 降低了

２．７０９２mm,GDice提高了１．２６％.这表明同时添加 MSM 和

CAM 后,模型在提取多尺度特征的基础上融合通道特征,进

一步提升了分割能力.同时添加 MSM 和 PAM 的消融模型

Dice提高了５．２８％,HD 降低了２．７１２３mm,GDice提高了

１．４７％.这表明同时添加 MSM 和PAM 后,模型在提取多尺

度特征的基础上融合空间特征,加强了模型多尺度空间学习

能力,增强了模型对疤痕位置特征的感知能力.同时添加

CAM 和PAM 后,由于模型提取的语义信息和空间特征更加

丰富,左心房疤痕分割精度 Dice提高了４．６３％,HD降低了

３．１０００mm,GDice提高了１．２２％.同时添加 MSM,CAM 和

PAM 模块的消融模型,分割精度得到了极大的提升,Dice提

高了５．６７％,HD减少了３．２１６５mm,GDice提高了１．６７％.

这表明本文所提出的 MSAM 模块可以充分提取多尺度特征

并融合通道特征和空间特征,实现多维度的特征融合,从而提

升模型分割性能.

表１　MSAM 中 MSM,CAM,PAM 有效性验证实验结果

Table１　ResultsoftheexperimentalvalidationofMSM,CAMand

PAMinMSAM

Method MSM CAM PAM Dice HD/mm GDice
BL × × × ０．４９６４ ９．６９４４ ０．８９１１
BL √ × × ０．５３５１ ８．６５６９ ０．９００２
BL × √ × ０．５３０６ ８．６０９９ ０．９０１３
BL × × √ ０．５３３３ ８．３２６８ ０．９０２９
BL √ √ × ０．５４３１ ６．９８５２ ０．９０３７
BL √ × √ ０．５４９２ ６．９８２１ ０．９０５８
BL × √ √ ０．５４２７ ６．５９４４ ０．９０３３
BL √ √ √ ０．５５３１ ６．４７７９ ０．９０７８

　　　注:粗体为最优结果.

为了验证损失函数对模型分割能力的影响,基于 BL,在

LAScarQS＋＋数据集上构建了４个消融网络.BL默认采用

CrossEntropy和 DiceLoss的组合(DC_Loss).从表２中可

以发现,添加 Uncertainty_Loss后,消融模型的分割精度都得

到了提升.具体来说,将基线模型损失函数修改为 UncerＧ

tainty_Loss后,消 融 模 型 Dice提 高 了 １．６％,HD 降 低 了

２．７０９２mm,GDice提高了１．５４％.由于疤痕相对于 LA 很

小,形态多变且位置分散,因此本文通过引入不确定信息,将

其作为模型学习过程的一部分,可以增强模型建模疤痕不确

定性的能力,从而提高分割精度.相比于 BL＋MSAM(DC_

Loss),BL＋ MSAM (Uncertainty_Loss)的 Dice 提 高 了

１．２３％,GDice提高了０．２８％.以上消融实验说明,添加 UnＧ

certainty_Loss可以使得LA疤痕分割任务获益.

图８和图９给出了使用与不使用 Uncertainty_Loss的可

视化示例,其中黄色框表示微小的疤痕,黄色箭头表示疤痕分

割的完整性,一行表示一例患者.BL 中使用 Uncertainty_

Loss后,两例患者的微小疤痕均被识别出,如图８(d)所示;而

没有使用 Uncertainty_Loss的BL未能将微小疤痕识别出,如

图８(c)所示,这主要是因为 Uncertainty_Loss能够改善疤痕

预测的不确定性.为了进一步验证 Uncertainty_Loss对 LA
疤痕分割性能的提升,对改进后的nnUＧNet中使用与不使用

Uncertainty_Loss的LA疤痕分割结果进行了可视化,如图９
所示.可以发现,使用 Uncertainty_Loss的模型对微小疤痕

的识 别 能 力 较 强,能 够 准 确 分 割 出 微 小 疤 痕,与 Ground

Truth最接近,如图９(d)黄框所示;并且使用 Uncertainty_

Loss的模型,疤痕分割得更加完整,如图９(d)箭头所示,没有

使用 Uncertainty_Loss的模型对微小疤痕的识别能力有限,

未能分割出微小疤痕,如图９(c)黄框所示.上述结果再次说

明了使用 Uncertainty_Loss可以提升LA疤痕分割性能.

表２　使用 Uncertainty_Loss的影响的消融研究

Table２　AblationstudyoftheimpactofusingUncertaintyＧLoss

Method Dice HD GDice
BL(DC_Loss) ０．４９６４ ９．６９４４ ０．８９１１

BL(Uncertainty_Loss) ０．５１２４ ６．９８５２ ０．９０６５
BL＋MSAM(DC_Loss) ０．５５３１ ６．４７７９ ０．９０７８

BL＋MSAM(Uncertainty_Loss) ０．５６５４ ６．８３４５ ０．９１０６
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(a)Image

　

(b)GroundTruth (c)BLwithout

Uncertainty_Loss

(d)BLwith

Uncertainty_Loss

图８　基线中使用与不使用 Uncertainty_Loss的可视化示例

(电子版为彩图)

Fig．８　VisualizationexampleswithandwithoutUncertainty_Loss

inabaseline

(a)Image

　

　

(b)GroundTruth

　

　

(c)BL＋MSAM

withoutUncerＧ

tainty_Loss

(d)BL＋MSAM

withUncerＧ

tainty_Loss

图９　改进后的nnUＧNet中使用与不使用 Uncertainty_Loss的

可视化示例(电子版为彩图)

Fig．９　Visualizationexamplesofusingandnotusing

Uncertainty_LossintheimprovednnUＧNet

为了验证 HM 对模型分割性能的影响,在 BL的基础上

添加 HM,构建３组消融网络.如表３所列,添加 HM 后,３
组消融网络相比基线网络Dice都得到了提升.与基线模型相

比,添加 HM 后,Dice提高了３．４６％,HD降低了１．０８５２mm,

GDice提高了１．４８％.LGEＧMRI图像质量较差,图像对比度

低,模型在学习的过程中容易受到噪声影响.而添加 HM 可

以提高图像的对比度,从而使得模型更容易识别出疤痕区域.

在第一组消融模型基础上引入 MSAM 并且添加 HM 后(BL＋

MSAM＋HM),Dice提高了３．２８％,HD降低了１．６０３８mm,

GDice降低了０．０４％;但是其与第二组不添加 HM 的模型

(BL＋MSAM)相比,Dice反而降低了 ２．３９％,HD 增加了

１．６１２７mm.为了探究其背后的原因,本文对BL＋MSAM 及

BL＋MSAM＋HM 的分割结果进行了可视化,如图１０所示,

红色箭头表示对比度高的疤痕区域,绿色箭头表示对比度低

的疤痕区域.BL表示基线模型,MSAM 表示多尺度注意力

模块,HM 表示直方图匹配.BL＋MSAM 相比BL＋MSAM＋

HM,疤痕分割更加完整.这可能是由于对图像进行 HM 后,

MSAM 的加入使模型更容易注意到对比度强的区域,从而忽

视了对比度低但包含疤痕的区域.BL＋MSAM＋UnＧcerＧ

tainty_Loss的 Dice为０．５６５４,HD 为６．８３４５mm,GDice为

０．９１０６.添加 HM 后,该消融模型获得了 Dice为 ０．５７２９,

HD 为６．５９４４mm,GDice为０．９１１４的最高分割精度,Dice提

高了０．７５％,HD降低了０．２４０１mm,GDice提高了０．０８％.

虽然 HM 在部分图像中不能很好地发挥作用,但是由于本文

的损失函数能够对不确定信息进行建模,添加 HM 后模型分

割精度还是有所提升,因此总体来说添加 HM 是有益的.

表３　使用 HM 的影响的消融研究

Table３　AblationstudyoftheimpactofusingHM

Method Dice HD/mm GDice
BL ０．４９６４ ９．６９４４ ０．８９１１

BL＋HM ０．５３１０ ８．６０９２ ０．９０５９
BL＋MSAM ０．５５３１ ６．４７７９ ０．９０７８

BL＋MSAM＋HM ０．５２９２ ８．０９０６ ０．９０７４
BL＋MSAM＋Uncertainty_Loss ０．５６５４ ６．８３４５ ０．９１０６

BL＋MSAM＋Uncertainty_Loss＋HM ０．５７２９ ６．５９４４ ０．９１１４
　　注:粗体为最优结果.

(a)Image

　

(b)GroundTruth

　

(c)BL＋MSAM

　

(d)BL＋ MSAM＋

HM

图１０　BL＋MSAM 与BL＋MSAM＋HM 的可视化结果示例

(电子版为彩图)

Fig．１０　ExamplesofvisualizationresultsofBL＋MSAMand

BL＋MSAM＋HM

４．４　对比实验

为了验证所提方法的优越性能,将其与经典网络 AttenＧ
tionUＧNet[２９],３DnnUＧNet,ResUＧNet[３０]和目前的一些 LA
疤痕分割网络 AtrialJSQnet[６],MDBAnet[３１],TESSLA[２１]以

及 MedSegDiffv２[３２]进行比较,所有实验结果均在 LAScarＧ
QS＋＋验证集上得到,如表４所列.从表中可以看出,与 AtＧ

tentionUＧNet,３DnnUＧNet和 ResUＧNet相比,所提方法极大

地提 高 了 心 肌 梗 死 后 疤 痕 的 分 割 精 度,Dice最 高 提 升 了

１４．６８％.即使是目前最好的３D 分割模型,nnUＧNet,在分

割具有病理结构不规则、体积小的疤痕目标时,也难以获得很

高的分割精度.原因在于 UNet系列网络仅提取分割目标的

通道特征,而本文所提的方法可以在捕获多尺度图像特征的

基础上融合分割目标的通道特征,因而增强模型识别疤痕的

能力.虽然 MedSegDiffv２的生成能力很强,但是在所有的

分割模型中,它取得了最低的分割精度,Dice为０．４２１６,这也

说明扩散模型不适用于LA疤痕分割任务.与 AtrialJSQnet,

TESSLA和 MDBAnet这３种方法类似,本文所提方法也考
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虑到LA与疤痕之间的空间关系,并且本文所提方法 Dice分

别比这３种方法高出２．９９％,４．３９％,６．０９％.心肌梗死后

的疤痕３D可视化结果如图１１所示,可以看出,本文所提方

法能够更精确地识别离散分布的不同尺度的疤痕,疤痕分割

更加连贯,过分割和欠分割的情况更少,疤痕的范围和位置更

接近真实标签(GroundTruth),从而分割精度较高.

表４　LAscarQS＋＋验证集上各方法分割结果

Table４　SegmentationresultsofeachmethodonLAscarQS＋＋

validationset

Method Dice HD/mm GDice
BL ０．４９６４ ９．６９４４ ０．８９１１

AttentionUＧNet[２９] ０．５０１１ ９．６５４３ ０．８９６５
３DnnUＧNet[１３] ０．４８４１ １１．７３２１ ０．９０１１
MedSegDiffv２[３２] ０．４２１６ １７．６１０１ ０．８８１１
AtrialJSQnet[６] ０．５４３０ N/A ０．８９８０

MDBAnet
[３１] ０．５１２０ ３１．６７００ N/A

ResUＧNet[３０] ０．４２６１ １３．２５８３ ０．８９０６

TESSLA[２１] ０．５２９０ N/A N/A

Ours ０．５７２９ ６．５９４４ ０．９１１４

　注:粗体为最优结果,N/A表示缺失值(文献中没有报道).

图１１　各方法的左心房疤痕３D可视化

Fig．１１　３Dvisualizationofleftatrialscarbyeachmethod

为了进一步验证本文所提方法的泛化能力,在 LAscarＧ

QS＋＋验证平台对所提方法进行了验证,并与文献结果进行

比较.如表５所列,相比于３DnnUＧNet,LASSNet,MDBAＧ

net,BoundＧary２Patches,SipingZhou,TESSLA,Arega 等 方

法,本文所提方法 Dice分别提高了８．１２％,５．９２％,４．２２％,

９．２２％,１．９２％,１．６２％,０．９６％.相比于 BL,本文所提方法

的Dice和 GDice分别提高了７．６４％和０．４８％.相比于对比

方法中最好的 BoundaryＧFocusednnUＧNet方法,本文所提方

法的 Dice提高了０．９４％.上述结果说明,本文所提方法分割

性能优异,而且鲁棒性较好.

表５　LAscarQS＋＋验证平台各方法分割结果

Table５　SegmentationresultsofvariousmethodsonLAscarQS＋＋

evaluationplatform

Method Dice GDice

BL ０．５７３８ ０．９０７８

３DnnUＧNet[１３] ０．５６９０ ０．９０８３

LASSNet[４] ０．５９１０ ０．９００４

MDBAnet[３１] ０．６０８０ N/A

Boundary２Patches[１１] ０．５５８０ N/A

BoundaryＧFocusednnUＧNet[３３] ０．６４０８ N/A

SipingZhou[７] ０．６３１０ ０．９１６０

TESSLA[２１] ０．６３４０ N/A

Arega[３４] ０．６４０６ ０．９２０５

Ours ０．６５０２ ０．９１２６

　注:粗体为最优结果,N/A表示缺失(文献中没有报道).

４．５　参数分析

４．５．１　模型引入 MSM 后参数分析

为了验证引入 MSM 模块后,是否会导致模型运行效率降

低,本文基于BL进行了实验.实验结果如表６所列.BL可训

练参数为４．４５８×１０７,训练时间为４６mins/１００epochs,推理

速度为３０s.BL中增加 MSM 后,可训练参数为６．６９１×１０７,

训练时间为５０mins/１００epochs,推理速度为３５s.虽然与BL
相比,BL＋MSM 的参数和运行时间有所增加,但是左心房疤

痕分割 Dice提升了３．８７％,HD减少了１．０３７５mm,GDice提

高了０．９１％,因此引入 MSM 是可行的.

表６　MSM 参数分析

Table６　MSMparameteranalysis

Method Params Dice HD/mm GDice
BL ４．４５８×１０７ ０．４９６４ ９．６９４４ ０．８９１１

BL＋MSM ６．６９１×１０７ ０．５３５１ ８．６５６９ ０．９００２
注:粗体为最优结果,Params表示可训练参数.

４．５．２　通道注意力机制中不同池化方式的比较

本文基于BL对通道注意力机制中采用全局平均池化、

全局最大池化、全局平均池化加全局最大池化３种方式进行

了实验,结果如表７所列.可以看出,采用全局平均池化左心

房疤痕分割效果更好.

表７　通道注意力机制中不同池化方式的比较

Table７　Comparisonofdifferentpoolingmethodsinchannel

attention

Method Dice HD/mm GDice
全局平均池化 ０．５３０６ ８．６０９９ ０．９０１３
全局最大池化 ０．５２７２ ８．７５３７ ０．９００７

全局平均池化＋全局最大池化 ０．５２８５ ８．９７１６ ０．９０１０

　　注:粗体为最优结果.

结束语　本文提出了一个基于多尺度注意力机制和不确

定性损失的两阶段 LA 疤痕分割网络,进一步提升了 LA 疤

痕的分割精度.首先,为了充分利用 LA 与疤痕之间的内在

空间关系,通过利用LA预测掩膜来获得 LA壁,并将其加入

LA疤痕训练模型中.其次,结合分割目标小且尺度不一的

特点,构建了一个 MSAM 模块,并将其引入nnUＧNet的瓶颈

处,可以充分提取目标的多尺度特征和丰富的语义信息.

MSAM 的组件CAM 和PAM 在多尺度特征的基础上进一步

关注重点特征及其位置信息,使得模型能够更精确地识别微

小疤痕.另外还通过观察验证集结果,将 Dice得分较低的图

像与训练集中随机选取的图像进行 HM,增强图像对比度和

亮度.最后,损失函数采用 DiceLoss,CrossEntropy和 UnＧ

certainty_Loss的组合,通过在模型训练过程中学习不确定信

息,增强模型对疤痕这种具有不规则病理结构的分割目标的

建模能力.消融实验和对比实验表明,本文所提方法在多个

评价指标上均有提升.

本文所提方法虽然有效地提高了心肌梗死后地疤痕分割

精度并且将疤痕分割得更加完整,但仍然存在不足,如 HM
在增强图像对比度的过程中可能会覆盖 LGEＧMRI的一些特

征,灰度直方图的变化可能会降低疤痕组织的相关信息.后

续研究将尝试对 LGEＧMRI图像感兴趣区域进行 HM,减少

周围增强组织的影响,将其优势最大化,更好地用于心肌梗死

１７２张鑫艳,等:基于多尺度注意力和不确定性损失的两阶段左心房疤痕分割



后疤痕分割任务中.此外,现有数据集规模不足也增加了

LA心肌梗死后疤痕分割的难度,因此收集大量高质量的 LA
心肌梗死后的疤痕数据集也有着重要意义.
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